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קיצורים : 


	***-יש לקרוא מאמר


	???-לחשוב


	!!!-לחפש בצבא


	+++-להשלים


	###-לחפש בבית


	AV-attribute values


	FR-Frequencies


	H-היסטוגרמה


	HS-היסטוגרמות


	BT-buckets


Query�		SELECT NAME�		FROM    EMP�		WHERE�			130 <= IQ <= 200 AND�			SALARY < 5000���


The Need


Motivation for good estimation


What is it���


Outplan


Histogram Definition


Previous and New Approaches


Compuational Methods


Some Results


Summary


צורך : ב-DB  מסחריים, הערכת גודל תשובה לשאילתה.


 Aceess Plan Cost : בחירה בין Access Plans לפי גודל תשובות לשאילתות ביניים, כאשר גודלן מוערך ע"י היסטוגרמות.


דוגמא נוספת : ממשק משתמש להערכת גודל תשובה לפני שליפה בפועל.





מוטיבציה להערכה טובה :


גודל התשובה נגזר מהערכה סטטיסטית (נראה במהשך את המגוון) של אופן התפלגות הערכים לעמודה כלשהי, ולפיכך קיימת שגיאה. *** IC91 הראו שהשגיאה גדלה אקספוננציאלית כתלות במספר ה-Joins.


תוצאה זו, בצירוף העובדה שהשאילתות הולכות ונעשות מורכבות מדגישה את הצורך ב"היסטוגרמות טובות".





סוגי טכניקות להערכת גודל תשובה לשאילתה : שיטות פרמטריות בהם מניחים שהמידע מתפלג באופן ידוע (התפלגות אחידה, נורמלית). שיטות לא פרמטריות - אלגברי ביטוי ההתפלגות באמצעות פולינום או במקרה שלנו היסטוגרמה. חסרון הקודמים : לא מדוייק.





היסטוגרמה : קיבוץ AV ל - buckets והערכת AV וFR בזמן השאילתה על סמך מידע סטטיטטי הנמצא בbuckets. (??? למה קוראים לזה היסטוגרמה)


יתרונות : אין כמעט Overhead ב-Runtime (כמו שנראה, חישוב פשוט ומהיר)


	אין צורך שהמידע יתאים לפולינום או פונקציית התפלגות


 	מדוייק יחסית, תוך צריכת מקום מועט (200 בתים להיסטוגרמה)





שימושים מעשיים : בכל ה-DB  המסחריים הגדולים.


למרות השימוש הרב, לא תמיד שמים דגש על סוג ה-H.


לדוגמא equi-depth עובדת טוב רק כאשר התפלגות המידע ללא שיפוע חד, כי תדירויות גבוהות נשמרות יחד עם הנמוכות.


	serial עובדת טוב ב-equality joins וכאשר רשימת AV נשמרת בכל BT (???למה + רשום שב-serial אין דרישת עקיבות של AV בכל BT.





בהמשך, נאפיין היסטוגרמות ונגדיר אפקטיביות עבור הסוגים השונים.


התכונות שנגדיר יהיו אורתוגונליות ויוצרות בסיס לסיווג כלל ה-HS.


לאחר מכן, נגזור HS חדשות ע"י צירוף בין טכניקות קיימות ב-HS.





בנוסף, נציג דרכים יעילות מבוססות sampling לבניית היסטוגרמות (נתמקד ב-HS החדשות) + נראה כיצד לקבוע את גודל הדגימה ומה מחיר הבנייה לכל HS.





לסיום, נשווה את ה-HS (ישנות וחדשות) תוך שימוש במגוון סוגי מידע בהתפלגויות שונות ושאילתות range שונות (מה קורה כאשר יש where a<X<b and/or c<Y<d - כנראה ב- or ניתן להשתמש בסכום HS עבור X ו-Y ועבור and יש צורך בבניית היסטוגרמה משותפת (Y,X))


התוצאות מראות בבירור מה הטכניקות העדיפות לכל תכונה של H, ומצביעה על סוגי HS עם תוצאות טובות ביותר.


סקירה סיסטמטית של מגוון סוגי ההיסטוגרמות ומאפיניהם.


שיפורים לסוגים קיימים + הצבעה על כיוונים עתידיים.


Sampling לבנייה יעילה של היסטוגרמות (ללא איבוד גדול של דיוק)


נציג תוצאות של ניסוי אמפירי ונצביע על ההיסטוגרמות המוצלחות.
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Some Definitions

















Predicates :�X attribute value, non-negative, integer or real.


range �	a<=X<=b


one-sided  : a=-1


equality     : a=b�


domain D : set of all possible values for X�


value set V : set of all values of X present in realtion R.�	V = {Vi | 1<=i<=D} where i<j implies vi<vj, D = |V|�


spread�	si=vi+1-vi (sD=1)�


frequency fi of vi �	fi=|{t|t(R, t.X=vi}|�


cummulative frequency ci of vi�	ci=|{t|t(R, t.X<=vi}|=(j=1..ifi�


data distribution �	T={(v1,f1),(v2,f2),...,(vD,fD)}�


cummulative data distribution �	Tc={(v1,c1),(v2,c2),...,(vD,cD)}�


extended cummulative data distribution�	Tc+={(d,c)|d(D, t.X<=d}


נגדיר a<=X<=b, X לא שלילי שלם או ממשי (??? מה קורה אם X שלילי)


שים לב a=b זו שאילתת שויון, ובנוסף עבור a=-1 זו שאילתה one-sided.





הגדרות


D - Domain, סט הערכים ש-X יכול לקבל.


V - (D ( V) סט הערכים בפועל בטבלה.


	נסמן כאשר לכל i<j vi<vj   


spread - פיזור si = vi+1 - vi (???להסתכל בספר הסתברות על פיזור, להסביר אינטואיטיבית)


frequency - תדירות - מספר tuples בהם t.X = vi


cummulative frequency - t.X ( vi  


�
Example

















consider two-attribute tuples <Id:positive, IQ:positive>











Relation Data�{<1,100>,<2,100>,<3,80>,<4,130>,<5,100>,<6,80>,<7,100>}





X=defR.IQ











Domain	: D={0,...,300}


Values	: V={80,10,130} (v1=80, v2=100, v3=130}


Spread	: s1=20, s2=30, s3=1


Frequency	: f1=2, f2=4, f3=1


Cum. Freq.	: c�1=2, c2=6, c3=7











Data Distibution			: {(80,2), (100,4), (130, 1)}


Cum. Data Distribution		: {(80,2), (100,6), (130, 7)}


Ext. Cum. Data Distribution 	: 


	{(0,0), ..., (79,0), (80,2), (81,2), ..., (99,2), (100,6), 


	  (101,6), ..., (129,6), ...,(130,7), (131,7),... ,(200,7)}





�
Histogram Definition





Partioning data distribution T to ( mutually disjoint buckets and approximate frequencies and value in each bucket�


הטריק הוא בחירת כלל partioning טוב ואפרוקסימציה טובה של הערכים ותדירות בכל BT.


Abstract partitioning rule


Consider 4-columned realtion


<value, frequecncy, sort, source>�(<v,f,s,u>)


sort, source are derived from value, frequency


bucket elements and buckets are contigous using sort column.


restrict number of elements of T in each buckes, and consider�only histograms in this subclass.


unique partiton of T into ( buckets such that the histogram belongs to the above subclass and satisfies constraint on the source column.�


Example : Equi-Width


sort=defvalue


no restrictions on the bucket elements number


source=defspread (derived from value)


constraint�	sum of all source value in each bucket equals to�	1/( times the sum of all source values in the histogram�


Characterization Properties


Partition Class


סוגי ההיסטוגרמות המתאימות ל-partioning rule


Partition Constraint


המגבלה לזיהוי יחיד של ההיסטוגרמה ב-partition class


Sort and Source Parameters


Additional 


Approximation of values in a bucket


נראה סוגי הנחות שונות לאפרוקסימציה של הערכים ב-bucket.


Approximation of frequencies in a bucket


נראה סוגי הנחות שונות לאפרוקסימציה של תדירויות הערכים ב-bucket.


שלושת הפרמטרים הראשונים קובעים את ההיסטוגרמה, ואילו השניים האחרונים קובעים מה יאוחסן בכל bucket.


בהמשך נסקור שיטות אפרוקסימציה, כולל דוגמאות.


שים לב, כל התכונות אורתוגונליות.


�
Maintanance and Usage

















Histograms stored in system catalogs���


מוגבל רק בנפח הדיסק (נראה אבל 200 בתים בממוצע להיסטוגרמה)


Periodical Updates���


במאמר ההנחה היא שלא כל עדכון משוקף גם בהיסטוגרמה ועדכונים פריודיים נחוצים לשמירת אמינות המידע בהיסטוגרמה.


Estimating qeury result size for [a,b]


כאן נראה כיצד משתמשים


range of bucket B is [v*(B), v*(B)]


length(B)=v*(B)-v*(B) - +++ האם צריך


find all B where [a,b] ( [v*(B), v*(B)] ((


for each B approximate number of values satisfying range predicate and approximate frequency for each value


sum over all above buckets


�
Previous Approches��


Partition Class�	serial using sort paramter, no constraints�	end-biased all buckets but one are singleon.��


Partition Constraint


Equi-Sum�	sum for source values in a bucket equals 1/( times sum of�	all source values.


V-Optimal�	(njVj is minimized, where nj =|Bj|, Vj - variance of uj in Bj


Spline-Based�	max|u(Bj-avj(u(Bj)| is minimized�


spline-based (+++להעתיק הגדרה)  - הפרש מינימלי של המרחק המקסימלי של source מהערך הממוצע של ה-source.


end-biased משתמש ב-V-optimal במדויק (מרחיקים את האיברים המקלקלים את השונות לBT נפרדים, תוך שמירה כמובן על מגבלת מספר ה-BT).


לשים לב שאכן ההגדרה תלויה ב-source שיכול להיות value,freq, spread.


Sort Parameter�	value, frequency�


Source Parameter�	spreads, frequencies, cum. freq.�


Approximation of Frequencies�	uniform frequemcy assumption�


ולכן הערכת תדירות רק על פי הממוצע (זה מה שנשמור עבור כל bucket)


Approximation of Attribute Values


continuous values assumption


כל הערכים ב-D קיימים בתחום של ה-bucket (אם D הוא real חישוב ע"י אינטרפולציה ליניארית). כאן נשמור ערכי min,max עבור כל BT. עבור singleton ערך אחד.


point value assumption


רק ערך אחד קיים (בד"כ נשמר הנמוך). מחייב שמירת ערך אחד.


no assumption


כל הערכים נשמרים. מחייב שמירת אינדקס עזר לגישה יעילה לערכים. מדוייק יותר אבל יותר יקר בזמן הערכה.


נראה בהמשך שההנחות הראשונות יכולות לייצר שגיאות גדולות.


�
Previous Histograms���








Sort�
Source Parameter�
�
Parameter�
spread (S)�
frequency (F)�
cum. freq (C)�
�
value (V)�
Equi-Width�
Equi-Depth�
Spline-Based�
�
frequency (F)�
�
V-Optimal�
�
�






שים לב, equi-width&equi-depth שניהם equi-sum.


Equi-Width(V,S)�


equi-width מאד פופולרי. כנראה שמניחים שכל D נמצאים, או לחילופין מעבר אחד על הטבלה ומסכמים תדירות לכל אחד (טוב רק במקרה הבדיד).


Equi-Depth(V,F)�


לפעמים נקרא equi-height. ניתן לפצל vi מסויים לשני BT.


עבודות קודמות הראו שהנ"ל עם single-point נותן תוצאות טובות.


לא פופולרי כי חישוב גבולות ה-bucket יקר (לי נראה שרק עבור תחום ממשי)


Spline-Based(V,C)�	efficient heuristic algorithm�


תיאורטי ונובע מאנליזה נומרית של curves. נבנה על סמך הערכת Tc+ כיון שניתן להעריך את גודל התשובה מתוך הנ"ל. (חיסור a-b). אין פתרון אופטימלי, קיים אלגוריתם יוריסטי מהיר וצריכת space נמוך של deboor.


V-Optimal(F,F)�	records each distinct value�	optimal for estimating tree, function tree (kinds of joins)�	exponential-complexity construction cost�


לקרוא IP95. (למה אופטימלי), ברור שהרבה number-cruching.


O(MlogM + (M-1)beta-1), M=|F|


V-Optimal-End-Biased(F, F)�	some highest & lowest freq. in singletons, others in one 	bucket.�	almost linear construction�


לקרוא IP95. (למה טוב, למה סיבוכיות לינארית) , ברור שהרבה number-cruching.


הראו שטוב כמו V-optimal  בהרבה סיטואציות אמיתיות.


מתחרה ב-v-optimal


O(M + (beta-1)logM), M=|F|


�
Histograms Example


���


T = {(0,5), (80,20), (100,60), (120,20), (200,5)}





Assumptions


Uniform Frequency Assumption


Continuous Value Assumption (except for V-Optimal)


( = 3 (excpet for equi-width where ( = 2)





Histograms


Equi-Width(V,S) �	{([0,100],28.33}, ([120,200],12.5)}


Equi-Depth(V,F) �	{([0,100],12.22}, ([100,100], 36.66),	([100,200],12.22)}


Spline-Based(V,C) �	Tc = {(0,5), (80,25), (100,85), (120,105), (200, 110)}�	{([0,80],15), ([100,100],60), ([120,200],15)}


V-Optimal (F,F)�	{({0,200},5), ({80,120},20), ({100},60)}


V-Optimal-End-Biased(F,F)�	{({0},5), ({80,120,200},15), ({100},60})}��	


�
New Approches











ה-HS שהוצגו הן טובות, ונציג כעת סוגים חדשים תוך ציון לאיזה סוג בעיות זה מתאים.


Partition Class�	biased, some singleton some non-singleton.�


בין serial ל-end-biased. tradeoff בין דיוק של serial לעומת יעילות וחסכון מקום ב-end-biased


Partition Constraint


המטרה : להימנע מקיבוץ source שונים לאותו BT.


Maxdiff�	find (-1 largest differecnces between two 	consecutive source values. �	split buckets at the above source values.


Compressed�	n highest source values in singleton buckets,�	others partitioned using equi-sum�	we choose n=|{u| u > sum(u)/ (}|�


רוב ה-compressed הם biased


כמובן נדרש שיוכל להכנס ב-beta BT.


Sort Parameter�	introducing area ai=fi . si�


נשתמש בקודמים, ובנוסף נציג area המנסה לתפוס את T בשלמותו, לא רק אלמנט אחד.


אינטואיטיבית, הפיזור דומיננטי כמו התדירות (1X100=2X50)


Source Parameter�	introducing area ai=fi . si�


נשתמש בקודמים, ובנוסף נציג area המנסה לתפוס את T בשלמותו, לא רק אלמנט אחד.


Approximation of Frequencies�	uniform frequemcy assumption�


Approximation of Attribute Values


uniform spread assumption


כל הערכים עם אותו פיזור. לפיכך נשמור min, max, number of distinct values.


נסיונם מראה שהנחות קודמות מביאות לשגיאות גדולות


�
Approximation Example











D={0,1,2,...}


range of some B is [1,100]


|{v(B}|= 10


sumfreq(B)=200





consider 10<=X<=25





uniform spread assumption


	values 	: 1, 12, 23,..., 100


	freq.   	: 20


          result size 	: 40


continuos values assumption


	values	: 1,2,............, 100


	freq.		: 2


	result size     : 16X2 = 32


point value


	values	: 1


	freq.		: 200


	result size	: 0


�
New Histograms���





Sort�
Source Parameter�
�
Parameter�
spread (S)�
frequency (F)�
area (A)�
cum. freq (C)�
�
value (V)�
Equi-Width�
Equi-Depth


V-Optimal


Maxdiff


Compressed�



V-Optimal


Maxdiff


Compressed�
Spline-Based


V-Optimal�
�
frequency (F)�
�
V-Optimal


Maxdiff�
�
�
�
area (A)�
�
�
V-Optimal


Maxdiff�
�
�



Appoximation�	uniform spread and uniform frequency assumption





V-Optimal{(V,F),(V,A),(A,A),(V,C)}


(V,F), (V,A) �	good approximation for value domain with low skew 	of freq. or area.�


A,A מנסה לשלב הערכה טובה של T בשני המימדים


V,C משתמש בעובדה שגודל התשובה נגזר מ-Tc.


לבניה יעילה נשתמש באלגוריתם קירוב רנדומלי Iterative-Improvement כאשר ה-neighbors של H הם כל ה-HS עם גבול bucket גדול/קטן ב- source value. (*** SG88, IK90)


אלגוריתם לחישוב פתרון במחיר נמוך ע"י random-walk במרחב המצבים (HS). מגדירים downhill ירידה במחיר ו-uphill עלייה במחיר. Local_min כאשר כל השכנים הם uphill. בכל פעם בוחרים מצב אקראי ועד שהמצב אינו מינימום לוקלי בוחרים שכן קטן יותר וממשיכים.


לאחר מציאת מינימום אם קטן מהמינימום הגלובלי הנוכחי סימונו כמינ גלובלי נוכחי. עוצרים


לאחר מספר כלשהו של מעברים כאלה.


V-Optimal-End-Biased(A,A)�


Maxdiff{(V,F),(V,A)}�	avoid grouping attribute values with vasltly different 	source values�


הניתוח הוא כמו קודם. לשים לב שהבניה יעילה יחסית.


Compressed{(V,F),(V,A)}


לוקחים ערכים עם תדירות/פיזור גבוה והשאר ב-equi-sum. השגת הערכה טובה של התדירויות /פיזורים הגבוהים. טוב בחיים האמיתיים.


+++ חסרות דוגמאות !!!!


�
Histograms Example











“T + Area “ = �	{(0,5,400), (80,20,400), (100,60,1200), (120,20,1600), (200,5,5)}�


Assumptions


Uniform Frequency Assumption


Uniform Spread Assumption


( = 3





Histograms (Values Range, Num of Distinct Value, Freq)�


V-Optimal (V,A)�	{([200,200],1,5), ([0,80],2,12.5), ([100,120],2,40)}�


V-Optimal-End-Biased(A,A)�	{([200,200],1,5), ([0,100],3,28.33), ([120,120],1,20})}�


Maxdiff(V,A)�	{([0,80],2,12.5), ([100,120],2,40), ([200,200],1,5)}�


Compressed(V,F)�	{([0,80],2,12.5), ([100,100],1,60), ([120,200],2,12.5)}��	�
Computational Techniques��


Guidelines


at most one complete scan


minimize CPU cost per tuple


minimize I/O required


minimize memory for intermediate results storage�


Terms


N     - total number of tuples


f(v)  - |{t| t.X=v}| / N (v ( V : fi/N, otherwise 0)


F(v) - |{t| t.X<=v}| / N (v ( V : ci/N, otherwise ci/N �				  where vi=max{vi| vi ( V, vi<v})


Construction for equi-depth�


Freq. and Cumm Freq. for each Attribute Value�


Number of Distinct Attribute Values in a Given Range�


Spread of each Attribute Value�


Construction of V-Optimal


??? מה אומרים כאן.


�
Equi-Depth Construction���


Quantiles


qi = min {v>=0 | F(v) >= i/(}�	qi is (i/()-quantile of the attribute-value distribution�


???תרגום עברי ל-quantile


q1,....qb בונים את equi-depth.


יש צורך למיין (זכרון רב או מספר מעברים) בשביל לבנות.


P2 algorithm�	one-pass estimating quantiles.�	hold 5 “markers” to estimate min,max,quantile, between-	min-and-quantile, between-quantile-and-max.�	each attribute-value of read tuple updates 5-markers�	at the end - estimated quantile is given��


***לקרוא JC85


הרעיון הוא בעזרת 5 מעריכים (מינימלי, מקסימלי, מבוקש, ושניים בין מינ/מקס למבוקש) להעריך את התשובה. כל איבר חדש מתקן את ההערכה בעזרת piecewise parabolic-fitting.


אלג' כללי מבצע הערכה סימולטנית של כל ה-quantiles.


(??? הבדל בין התפלגות, הסתברות, התפלגות מצטברת, צפיפות).


Sampling


reservoir sampling - one pass, sequential i/o�select n, size for sample�put first n attribute value for first tuples in reservoir�while (not end of scan)�	skip random number of tuples�	read tuple and replace attribute value with a random�	attribute value from the reservoir��


??? איך מבטאים reservoir\


בוחרים n שורות, מדלגים מספר רנדומלי של שורות קוראים שורה ומחליפים אותה בשורה אקראית ב-reservoir. פונקצית ההתפלגות תלויה במספר השורות שנקראו כד כה.


!!! ציור של האלג.


Compare


same I/O cost


P2   require more CPU per tuple


�
Other Constructions��


Zipf Distibution�“few domain values with high frequencies and many with low     frequencies (80-20 law)”�	ti = T * (1/i)/((i=1..M(1/iz)), T relation size, M domain size�is rank of attribute value with respect to descending frequency �z is zipf parameter��


Frequencies


use reservoir sampling�	fi = ni N / n


“pilot” random sampling


pilot sample, observing ditinct attribute values


full scan, compute exact frequency only for “interesting” attribute value from pilot sample.��


המטרה, למצוא ערכים בתדירות גבוהה בלי לחשב תדירות לכולם.


הראו שעבור 106 שורות עם z=0.86 (בערך 80-20), 99.99% של 10 התדירים יופיעו בדגימה של 1000 שורות.


Distinct Values�	use reservoir sample�


הנחת uniform spread מביאה לאותה בעיה של מציאת מספר ערכים בתחום (הרבה CPU וstorage). נשתמש שוב ב-reservoir ומספר הערכים בדגימה יהווה מספר ערכים בפועל. (טוענים שמנסיונם עובד טוב, וערכים שלא יופיעו ממילא נמצאים בתדירות נמוכה).


Spreads�	use reservoir sample


כנ"ל


�
Construction of V-Optimal











II Algorithm (Itearative-Improvement)


Random-Walk in state-space (“moves”)�each state has a cost


“downhill” move means that cost(s) > cost(s’)  (s is the source state)


“uphill” move means that cost(s) < cost(s’)


local_minimum is when every downhill move comes only after an uphill move.


global_minimum is when cost(s) is minimal�


Here states are Histogram


Neighbour of Histogram obtained by incementing/decrementing bucket’s boundary by one position in the domain of source values��


Algorithm��minS = S(;�while not(stopping_condition) do {�	S = random state;�	while not (local_minimum(S)) do {�		S’ = random state in neighbours(S);�		if cost(S’) < cost(S) then S = S’;�	}�	if cost(S) < cost(minS) then minS = S;�}


לבניה יעילה נשתמש באלגוריתם קירוב רנדומלי Iterative-Improvement כאשר ה-neighbors של H הם כל ה-HS עם גבול bucket גדול/קטן ב- source value. (*** SG88, IK90)


אלגוריתם לחישוב פתרון במחיר נמוך ע"י random-walk במרחב המצבים (HS). מגדירים downhill ירידה במחיר ו-uphill עלייה במחיר. Local_min כאשר כל השכנים הם uphill. בכל פעם בוחרים מצב אקראי ועד שהמצב אינו מינימום לוקלי בוחרים שכן קטן יותר וממשיכים.


לאחר מציאת מינימום אם קטן מהמינימום הגלובלי הנוכחי סימונו כמינ גלובלי נוכחי. עוצרים


לאחר מספר כלשהו של מעברים כאלה.


�
Required Sample Size�





Sampling Error�|F’n(v)-F(v)|  where F’n random fraction of tuple in sample of size n 		      satisfying X<=v�


Kolmogorov


U1, ..., Un  independent, uniformly distributed on [0,1]


F’n(u)  fraction of random variables less than or equal to x.


Gn    distribution function of �	sup0<=x<=1|F’n(u)(x) - x|


P {supv>=0 |F’n(v) - F(v)| <= ( } >= Gn(() (*)


שים לב, Gn לא תלוי ב-N או F או התפלגות AV.


Gn(x)~G(n1/2x)�	G(x)=1 - 2exp(-2x2)�


עבור n>100


for vi<=X<=vj sampling size N * (F’n(vj) - F’n(vi-1))


relative sampling error Rn�	Rn = (F’n(vj) - F’n(vi-1)) - (F(vj) - F(vi-1))�	     = (F’n(vj) - F(vj)) - (F’n(vi-1) - F(vi-1))


Triangle Inequality�	|Rn| <= |F’n(vj) - F(vj)| + |F’n(vi-1) - F(vi-1)|�	       <= 2supv>=0 |F’n(v) - F(v)|


from (*)�	P { |Rn| <= ( } >= P { supv>=0 |F’n(v) - F(v)| <= (/2 } �			      >= Gn((/2)�


Examples


1064 tuples gives less than 10% with 99% probability


270 for one-sided predicates


שים לב, אין תלות בגודל הטבלה או התפלגות ה-AV.


עבודות אחרות הראו 190 שורות מספקות בשאילתות שויון עם תדירות 0.2.


בניסויים השתמשו ב- 2000 שורות


�
Construction Cost








�
Time Taken (msec)�
�
Histogram�
space = 160b�
space = 400b�
�
Compressed�
5.9�
9.3�
�
Equi-Sum�
6.2�
10.9�
�
MaxDiff�
7.0�
12.8�
�
V-Optimal-End-Biased�
7.2�
10.9�
�
Spline-Based�
20.3�
41.7�
�
V-Optimal�
42.9�
67.0�
�
Equi-Depth:P�2�
4992�
10524�
�



for (V,A)�


אחרים נתנו תוצאה דומה


200 distinct values, 100K tuples�


reservoir sample 2000 tuples�


conclusion : construction cost is negligible


�
Experimental Results��








define error E�	E = 100/N * (q(|Sq - S’q|/Sq)�


Overview


Histograms


in each bucket : number of element, min., max., avg. freq.


עבור V כ-sort ה-min מוסק כעוקב של ה-max מה-bucket  הקודם.


singleton צריכים רק ערך ותדירות.


fair : all occupy same space, 160 bytes.�


בערך 10  BT ו-עבור end-biased.


אמרנו כבר 2000 שורות דגימה.


equi-depth:precise אלג' נאיבי


Data Distributions


100K-500K tuples


|D| = 200-1000


variety of frequency sets, attribute value sets and correlations.�


תדירות zipf עם z=0-4. (0 חלק, 4 שיפועים חדים)


AV : uniform, zipf_inc,zipf_dec,cusp_min,cusp_max(zipf_dec for D/2 than zipf_inc),zipf_ran(simple).


correlations : positive, negative, zero


positive : תדירות גבוהה - פיזור גבוהת negative  הפוך.


zero - אקראי - ואז ממוצע של 10 ריצות.


Queries


5 different sets


one-sided עם b בתחום, one-sided עם b  בטבלה, low-selectivity  (עד 20%), high-selectivity (יותר 80%), mixed-selectivity (עד 20 או יותר מ- 80)


result for all sets are much the same





�
Typical Performance��


הטבלה מציגה AV עם cusp_max, תדירות עם z=1, מתאם רנדומלי,  one-sidedעם b בתחום.


ההתנהגויות בכל הניסויים היו דומות מאד.


רואים את חשיבות V כ- sort.


P2 גם יקר וגם לא מדוייק.


Histogram�
Error (%)�
�
Trivial�
60.84�
�
Equi-depth:P2�
17.87�
�
V-Optimal(A,A)�
15.28�
�
V-Optimal(V,C)�
14.62�
�
Equi-Width�
14.01�
�
V-Optimal(F,F)�
13.40�
�
V-Optimal-End-Biased(A,A)�
12.84�
�
V-Optimal-End-Biased(F,F)�
11.67�
�
Equi-depth:Precise�
10.92�
�
Spline-Based(V,C)�
10.55�
�
Compressed(V,A)�
3.76�
�
Compressed(V,F)�
3.45�
�
Maxdiff(V,F)�
3.26�
�
V-Optimal(V,F)�
3.26�
�
Maxdiff(V,A)�
0.77�
�
V-Optimal(V,A)�
0.77�
�












cusp_max spreads for attribute values�


frequency with z =1 �


randomal correlation�


one-sided query with b in D (b not necessarily in V)


�
Effects











Effect of Frequency Skew


for z=0, z=4 better results


for intermediate values larger avg. error.�10-15 buckets is insuffiecient


maxdiff(V,A), v-optimal(V,A) better than compressed





Efect of Non-Uniform Spreads


zipf_dec was used for attribute value distribution


Area as source parameter seems best


again v-optimal(V,A) has best results�


Sensitivity Analysis (Here for V-Optimal (A,A))


Sample size, Number of Attribute Values��				Error (%)


No. of�
Sample Size�
�
Attr Values�
2000�
10000�
100000�
�
200�
0.59�
0.46�
0.29�
�
500�
0.68�
0.49�
0.31�
�
1000�
0.64�
0.66�
0.40�
�



Storage space


160 bytes is sufficient


אין כמעט הבדל כאשר משתמשים ביותר שטח. (כלומר 10-20  BT מספיקים)


�
Summary








Innovations


Considaration of the Spread �


new partition-constraints�


compressed and maxdiff


למרות שהטוב ביותר היה v-optimal


Approximation of Attribute Values using uniform spread assumption�


Adaptation of randomized algorithms�


pilot


use of reservoir sampling�	single scan with guidelines for sample size�


Conclusions


uniform spread assumption for attribute value approximation should be used�


למרות שלא הראו במפורש


area should be used as the source parameter�


sampling based construction produce accurate histograms at a small cost�


v-optimal(V,A), maxdiff(V,A) and compressed(V,A) - smallest errors�


choose maxdiff(V,A) : small generated error, low construction time.�











