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Clustering מה זה אומר:
מערכות בעלי בסיס נתונים גדול מכילות מידע נרחב שניתן לשימוש.

Clustering נועד לאחד נתונים דומים במרחב לקבוצה (Cluster).

הגדרת הבעיה:
בהינתן n נקודות במרחב d מימדי.

אנו רוצים לחלק את המרחב ל-k קבוצות כך שנקודות בתוך כל קבוצה יהיו דומות אחת לשניה יותר מאשר נקודות משתי קבוצות שונות.

סוגי אלגוריתמים קיימים

 שימוש בחלוקה אחת ל-k קבוצות – Partition.
 שימוש בשיטות היררכיות – Hierarchical.
Partition
 חלוקת הנתונים ל-k קבוצות תוך הבאה של קריטריון מסוים למינימום.
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בד"כ משתמשים בקריטריון השגיאה הריבועית.
חסרונות

 השיטה לא עובדת כאשר גודל הקבוצות ו/או צורתם שונה מאחר ואנו   מייצגים כל קבוצה ע"י המרכז (ה- Median), ולכן קבוצה קטנה תחתוך קבוצה גדולה.

Hierarchical
  מבצעים סדרת חלוקות כאשר כל חלוקה נגזרת מהקודמת לה.

  לדוגמה אלגוריתם צבירה: 

1.  בהתחלה כל נקודה היא קבוצה בפני עצמה.

2.  בכל שלב מאחדים את שני הקבוצות הקרובות ביותר אחת לשניה.

סוגי מרחקים שונים
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בציור 2.b משתמשים ב-dmean כלומר רק במרכז ה-Cluster ולכן מתרחשת חצייה של ה-Clusters.

בציור 2.c משתמשים ב-dmin כלומר בכל נקודות ה-Cluster (מוצאים מרחק מינימלי בין כל זוגדות הנקודות השייכות לשני Clusters שונים) ולכן כאשר יש רצועה דקה של נקודות שמחברות שני קבוצות הם מאוחדות.

כאשר בסיס הנתונים גדול אז אלגוריתמים היררכיים הופכים ללא יעילים עקב זמן הגישה העצום לדיסק.

ולכן הוצא אלגוריתם ה-Birch.

Birch
 מבצע סריקה מוקדמת שבה מחליפים אזורים צפופים בתקציר שלהם.

 לאחר הסריקה מבצעים אלגוריתם היררכי המבוסס על מרכז ה- Cluster.

 בשלב הסיווג, מסווגים לפי המרחק ממרכז ה- Cluster.

בעיות
 Clusters  מגדלים שונים.

 Clusters בעלי מבנה לא עגול.
אלגוריתמים נוספים

Clarans
 Cluster מיוצג ע"י נקודת אמצע (Mediod).

 רוצים למצוא קבוצה של k נקודות שמביאות למינימום את קריטריון השגיאה ולכן מייצגים כל k נקודות אמצע כקודקוד ומחברים כל זוג נקודות שיש להם k-1 נקודות משותפות.

  מתחילים בנקודה מסוימת ואז מבצעים סדרת צעדים כאשר בכל צעד עוברים לשכן שנותן תוצאות יותר טובות (לפי קריטריון השגיאה).

בעיות

 מעבר על הנתונים מספר פעמים.

 תתכן התכנסות למינימום מקומי.

DBSCANE
 מספקים שני פרמטרים: 

Eps- הרדיוס לסביבה של נקודה.

MinPts- מספר נקודות מינימלי לסביבה זו.

 מתחילים בנקודה אקראית ואם הסביבה מספקת את התנאים (כמות נקודות לרדיוס נתון) אז מצרפים הנקודות לקבוצה, אחרת מתחילים קבוצה חדשה.

בעיות

 רגישות לפרמטרים Eps ו- MinPts (וקשה לקבוע אותם).

 כאשר יש חיבור דק בין Clusters שונים, הם יאוחדו ל- Cluster אחד.

 מאחר ולא מבצעים סריקה מוקדמת – O/I גבוה.

CURE – Clustering Using Representatives
 אלגוריתם היררכי.

 שילוב של אלגוריתם מבוסס מרכז למבוסס על כל הנקודות.

 כל Cluster מיוצג ע"י מספר קבוע c של נקודות שמפוזרות ב- Cluster.

 לאחר בחירת הנקודות מכווצים אותם לעבר המרכז ע"י מקדם .
 הנקודות לאחר הכיווץ הופכות לנציגי ה- Cluster.

  בכל שלב מאחדים Clusters בעלי זוג נציגים הקרובים ביותר.

יתרונות

  שימוש במספר נקודות ייצוג מאפשר Clusters מצורות שונות.

  תהליך הכיווץ הופך את האלגוריתם לפחות רגיש ל- Outliers.

 זיכרון ליניארי וזמן O(n^2) עבור נתונים ממימד נמוך (כאשר n יכול להיות גודל דגימה אקראית או חלוקה – Partition).

CURE  - האלגוריתם
 בהתחלה כל נקודה מהווה Cluster.

 בכל צעד מאחדים Clusters קרובים ביותר.

 שומרים לכל Cluster רק את c נקודות הייצוג.

 נקודות הייצוג מנסות לשמור על המבנה הגיאומטרי של ה- Cluster ע"י לקיחת נקודות רחוקות ביותר אחת מהשניה.

 תהליך הכיווץ מבטל את השפעת ה- Outliers מאחר ובד"כ נקודות אלו רחוקות ממרכז ה- Cluster ובגלל של- Cluster יש יותר משקל, לכן נקודות יזוזו יותר למרכז ה- Cluster מאשר ה- Cluster אליהם.

מבני נתונים

 עבור כל Cluster – u :

1. u.mean – מרכז ה- Cluster.

2. u.rep – קבוצת c הנקודות המייצגות את ה- Cluster.

 u.closest – ה- Cluster הקרוב ביותר ל-u.

 Dist(p,q) – המרחק בין הנקודות p ו-q.

 Dist(u,v) – המרחק בין שני ה- Cluster-ים u ו-v (מינימום על כל הזוגות של נקודות ייצוג משני ה- Clusters).

 Q – heap min לפי המרחק בין u ל-u.closest .

 T – k-d tree זהו עץ בינארי שבכל רמה מסתעפים לפי מפתח אחר.

שיפור לפונקציה merge
 ניבחר את c נקודות הייצוג החדשות (של שני ה- Clusters המאוחדים) מתוך 2c נקודות הייצוג הישנות.

 הסיבוכיות תהיה O(1) (במקום O(n)).

סיבוכיות 

 בניית T ו-Q בהתחלה – O(nlogn).

 הכנסה והוצאה מה-heap ומה-k-d tree – O(logn).

 לולאת ה-while המרכזית תבוצע O(n) פעמים.

 בתוך ה-for-loop (שורות 10-23) מה שלוקח זמן זה:

1. חיפוש ב-k-d tree למציאת קבוצה קרובה חדשה ל-x.

2. ביצוע relocate של x ב-Q.

ושניהם לוקחים זמן O(logn).

 נגדיר את מספר ה- Clusters שיכולים להיות קרובים ביותר ל- Cluster מסוים כ-m.

 ולכן הזמן בכולל הוא:  O(n^2+nmlogn).

 מכיוון ש-m הוא לכל היותר n לכן:  O(n^2logn).

ניתן להראות ש-:  2-d => m=6.

       3-d => m=12.

       8-d => m=244.

 כלומר m<<n ולכן הזמן הוא O(n^2).

 מבחינת מקום גם ה- heapוגם ה- k-d treeמשתמשים בשטח ליניארי ולכן סיבוכיות המקום היא  O(n).

Random Sampling
 דגימה אקראית מכל הנתונים (שתיכנס לזיכרון הראשי).

- שימוש ב- Chernoff Bounds למציאת גודל הדגימה האופטימלי.

- מניחים שכאשר יש בדגימה לפחות f*|u| נקודות (כאשר 0<f<1) אז הסיכוי לפספס את ה-Cluster נמוך מאוד.

- ולכן רוצים דגימה s בגודל כזה שיהיו מספיק נקודות לכל Cluster.

- כתוצאה מכך מגדירים את גודל ה- Clusterהמינימלי שרוצים לגלות (וזהו בעצם יחס בין גודל הנתונים - n לגודל ה- Cluster הקטן ביותר - u, כי ככל ש-n גדל כך גם u) ובהתאם לגודל זה קובעים את גודל הדגימה.
 נטרול השפעתם של ה- Outliers.

 הזמן הדרוש ליצירת הדגימה קטן בהרבה מהזמן הדרוש לביצוע האלגוריתם עצמו.

טיפול ב- Clusters קרובים
 מאחר והדגימה לא אחידה בכל המרחב לכן יתכן שהאלגוריתם יאחד שני Clusters קרובים.
 לכן נגדיר פרמטר r שיגדיר את המרחק המינימלי בין שני Clusters.
  במהלך הדגימה ניקח לכל Sub-Cluster (קבוצה הרדיוס r)מספר נקודות יחסית לחלקה מכל הנתונים.
 בצורה זו המרחק בין שני Clusters יהיה לכל הפחות r.
Partitioning for Speedup
הבעיה:

ככל שההבדלים בין ה- Clusters קטנים או שהם פחות דחוסים צריך לדגום יותר נתונים כדי להגיע לאותה האיכות וזה בעייתי כאשר n גדול.

פתרון:

 נבצע p חלוקות של הנתונים ( כ"א בגודל n/p).

 מריצים את האלגוריתם לכל חלוקה עד שמגיעים לגודל n/pq או עד שהמרחק הקטן היותר בין שני Clusters קטן מאיזשהו ערך מסוים (threshold).

זמן ריצה:
מאחר ואנו סורקים רק את הנקודות שבתוך החלוקה (ולא את כל הנתונים)
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הערות :
 ניתן לחלק כך שכל חלוקה תיכנס לזיכרון הראשי.

 ובסריקה השניה (איחוד החלוקות) נחשב את הנציגים של ה- Clusters שאנו מאחדים תוך שימוש בנציגי שני ה- Clusters ולא בנקודות כל ה- Clusters.

טיפול ב- Outliers
בכל בסיס נתונים יש Outliers (נקודות מבודדות, רעשים).

לנקודות אלו אין את תכונת הצבירה (כלומר אין הרבה נקודות בסביבתם, המרחק בינם לבין ה- Cluster גדול יחסית).

לכל אלגוריתם יש שיטה לטיפול ב- Outliers.

ב- CURE זה מבוצע בצורה הבאה:

 הדגימה מסננת את רובם ( כי מספרם מועט ביחס לשאר הנתונים).

 ה- Outliers שנשארו מפוזרים בכל המרחב.

מאחר ומספרם מועט לכן הם נוטים פחות להתאחד, ולכן:

 בשלב ראשון נותנים לאלגוריתם לרוץ עד שמספר ה- Clustersיורד מתחת לסף מסוים ואז מבצעים סינון של הקבוצות בעלי מעט נקודות ( 1 או 2).

 מאחר ויתכן שמספר Outliers בכל זאת יתאחדו ל- Cluster לכן לקראת סוף ריצת האלגוריתם מעיפים שוב קבוצות בעלי מספר מועט של נקודות.

הערות:

הבחירה מתי לבצע את הסינון חשובה מאוד

 מוקדם מדי – נאבד קבוצות חשובות.

 מאוחר מדי – ה- Outliers כבר יספיקו להתאחד עם Cluster.

עורכי המאמר מציעים ערך q=3 (כלומר כאשר מגיעים לשליש ממספר הקבוצות ההתחלתי).

Experimental Results
האלגוריתמים שדנים בהם:

 Birch – עם הנתונים שפורסמו במאמר שבו הוא הוצג.

 Cure – עם המקדמים הבאים:

1. נקודות ייצוג נבחרות מתוך הקודמות.

2. מקדם החלוקה q=3.

3. מספר החלוקות p=1.

4. טיפול ב- Outliers: לאחר שמגיעים לשליש ממספר הקבוצות ההתחלתי מוציאים קבוצות בעלי איבר אחד, ולפני שמגיעים ל-k מוציאים קבוצות בעלי עד 5 איברים.

5. הדגימה היא 2.5% מהנתונים.

 Mst – השתמשו ב-Cure עם מקדם 0=.
התוצאות:

 בגלל ש- Birch עובד עם נקודת ייצוג אחת לכן הוא חתך Clusters גדולים, ואיחד Clusters קטנים (בעלי צורה לא עגולה – אליפסואיד).

 ה- Mst איחד Clusters בעלי רצועה דקה של נקודות בניהם.

רגישות של Cure לפרמטרים
 עבור  0.7>0.2 התוצאות היו טובות, בערכים יותר קיצוניים Cure נהיה דומה ל- Birch (1=) או ל- Mst (0=).
 עבור  c<10אין מספיק נקודות כדי לייצג את ה- Cluster.

 עבור p<50 המרחק בין נקודות בתוך ה- Cluster רחוקות יותר מנקודות מחוץ ל- Cluster ולכן שני האליפסואידים מתאחדים.

 עבור c<2500 (גודל הדגימה) בגלל הצורה הלא אחידה של ה- Clustersלכן לא מבדילים בין שני האליפסואידים.

זמן ריצה ביחס ל-Birch
 כאשר 1= (נקודת ייצוג אחת) ו- p=1  (חלוקה אחת) כלומר כאשר מבצעים רדוקציה מ-Cure ל-Birch גם אז Cure רץ יותר מהר.
סיכום

 ייצוג של כל Cluster ע"י מספר נקודות ייצוג המפוזרות ברחבי ה- Cluster.

 מזהה נכון Clusters בצורות שונות ו/או בגדלים שונים.

 שימוש בחלוקות ובדגימה אקראית מאפשר לטפל בבסיסי נתונים גדולים.

 דגימה אקראית ביחד עם שיטות סינון נוספות מאפשרות טיפול נאות ב-outilers.

 ניסויים מראים שלא רק  ש-Cure עובד טוב יותר מכל האלגוריתמים הקיימים אלא גם שאיכות ה- Clustersהמתקבלת טובה ביותר.
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