2. עקרונות ההסקה הבייזיאנית
2.1  אבני הבניין של ההסקה הבייזיאנית
כבכל היקש סטטיסטי, המטרה בהסקה הבייזיאנית הנה להקיש מקובץ נתונים מסוים על מצב טבע לא ידוע. הפרמטר 
[image: image1.wmf]q

 יבטא את מצב הטבע. נסמן ב 
[image: image2.wmf]Q

 את קבוצת ערכי הפרמטר, שנקרא לו מרחב הפרמטרים  (parameter space).

הייחוד בגישה הבייזיאנית הנו ייחוס פילוג ל 
[image: image3.wmf]q

. את כל הידוע לנו אודות מצב הטבע בטרם התבוננות בנתונים נבטא באמצעות הפילוג האפריורי (prior distribution function) 
[image: image4.wmf](
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. נסמן את הנתונים הנצפים ב 
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. על פי רוב במחקרים סטטיסטיים הנתונים יכללו 
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 תצפיות 
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. עבור קובץ הנתונים הנצפה 
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, נגדיר את ההסתברות (או הצפיפות) לצפות ב 
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 כפונקציה של 
[image: image10.wmf]q

 פונקצית הנראות (likelihood function) ונסמנה 
[image: image11.wmf](
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. על כן הפילוג המשותף של  
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 ו 
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 ניתן על ידי נוסחת בייז 
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והפילוג השולי של 
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, לו נקרא ה predictive distribution, הנו 
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 את ההסקה הביזיאנית נבסס על הפילוג המותנה של 
[image: image17.wmf]q

 בהינתן 
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, לו נקרא הפילוג הפוסטריורי של 
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 בהינתן  
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דוגמה  2.1: 
יהי 
[image: image22.wmf]1
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 המאורע שציוד הנחיתה במטוס תקין ו 
[image: image23.wmf]2

A

 המאורע שציוד הנחיתה אינו תקין. יהי   
[image: image24.wmf]B

 המאורע 'נדלקה נורית המתריעה על תקלה בציוד הנחיתה'. כאשר יש תקלה נדלקת נורית ההתרעה בהסתברות 0.999 ואילו כאשר אין תקלה יש התרעת שווא בהסתברות 0.005. על פי נתוני העבר ב 0.003 מהטיסות אירעו תקלות בציוד הנחיתה. על כן ההסתברות המותנה שציוד הנחיתה תקין כאשר נדלקת נורית האזהרה הנו
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2.2 עקרונות הסקה בייזיאניים
כפי שציינתי בסיכום 1, במחצית השנייה של המאה ה 20 עמלו מספר סטטיסטיקאים על הצגת כשלים עקרוניים בהיקש השכיחותי על ידי הגדרת עקרונות כלליים שהסקה סטטיסטית רציונאלית אמורה לקיים, מציאת דוגמאות בהן פתרונות שכיחותיים נכשלים (ראו דוגמאות בסעיף 1.3), והצגת הגישה הבייזיאנית כפתרון ההכרחי לקיום עקרונות אלו. מעניין לקרוא על נושאים אלה בספרים של James O. Berger, “The Likelihood Principle” ו statistical Decision Theory and Bayesian Analysis”". 
דוגמה לעקרון כזה הוא עקרון הנראות (the likelihood principle): במתן היקש סטטיסטי עבור 
[image: image26.wmf]q

 אחרי שנצפה 
[image: image27.wmf]y

, כל האינפורמציה הניסויית הרלבנטית מוכלת בנראות. יתירה על כן, שתי פונקציות נראות כוללת אותה אינפורמציה על 
[image: image28.wmf]q

 אם הן פרופורציונאליות זו לזו (כפונקציות של 
[image: image29.wmf]q

). 

2.3  תורת החלטות בייזיאנית

בקורס זה נתייחס לתורת החלטות כייצוג פורמאלי ושיטתי של ההיקש הסטטיסטי. בייצוג זה המטרה של ההיקש הסטטיסטי הנה לבצע את הפעולה (action) 
[image: image30.wmf]a

  שתמזער את ההפסד (loss), הנתון על ידי פונקצית ההפסד (loss function)  –   
[image: image31.wmf](
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, לנוכח אי-ודאות בנוגע לערכו של 
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. אם פילוג 
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 בזמן ההחלטה ניתן על ידי 
[image: image34.wmf](
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 נגדיר את ה Bayesian expected loss של פעולה 
[image: image35.wmf]a

   


[image: image36.wmf](

)

(

)

(

)

(

)

ò

Q

×

=

=

q

q

p

q

q

p

r

p

d

a

L

a

L

E

a

,

,

,

.

דוגמה 2.2: 

על משקיע להחליט אם לקנות אג"ח המניבה רווח של 500$ אולם יכולה גם במקרה של פשיטת רגל לגרום להפסד של 1000$, או להשקיע הכסף באפיק השקעה סולידי שיניב בוודאות רווח של 300$. ההסתברות לפשיטת רגל הנה 0.1. בדוגמה זו מרחב ההחלטות 
[image: image37.wmf]{
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 הנה ההחלטה לקנות האג"ח ו 
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a

  הנה ההחלטה להשקיע באפיק הסולידי. שני מצבי הטבע הרלבנטיים הנם 
[image: image40.wmf]1
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 'לא מתרחשת פשיטת רגל'  ו 
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   'מתרחשת פשיטת רגל'. פונקצית ההפסד נתונה על ידי 
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את האינפורמציה אודות מצב הטבע נביע באמצעות הפילוג 
[image: image46.wmf](
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. שימו לב דוגמה זו אינה כוללת נתוני ניסוי (no-data problem). ה Bayesian expected loss של ההשקעה באפיק הסולידי הנה  
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וה Bayesian expected loss של השקעה באג"ח הנה 
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2.4 סיכונים וכללי החלטה מבוססי נתונים
בהיקש סטטיסטי הפעולות נעשות בהתאם לתצפיות. נגדיר כלל החלטה (decision rule) כהעתקה  
[image: image50.wmf](
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  ממרחב המדגם של התצפיות למרחב ההחלטות. 

2.4.1 הסיכון השכיחותי

 הגישה השכיחותית  מתייחסת ל 
[image: image51.wmf]q

 כקבוע, על כן האופן היחיד לכמת טיב כלל החלטה הנה להתבונן בפילוג ההפסד 
[image: image52.wmf](
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 עבור דגימות חוזרות של 
[image: image53.wmf]Y

. מקובל לסכם פילוג הפסד זה באמצעות תוחלתו, הנקראת הסיכון השכיחותי (Frequentist risk)
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שימו לב כי הסיכון השכיחותי הוא פונקציה על 
[image: image55.wmf]Q

. נאמר כי כלל החלטה 
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 עדיף על פני כלל החלטה אחר 
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 אם לכל 
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. כלל החלטה 
[image: image60.wmf]d

 ייקרא קביל (admissible)  אם אין כלל החלטה עדיף. כלל החלטה 
[image: image61.wmf]d

 ייקרא לא קביל (inadmissible)  אם קיים כלל החלטה עדיף. בגלל שהסיכון השכיחותי הנו פונקציה נקבל במקרים רבים מצב מבלבל של משפחה גדולה של כללים קבילים. פתרון מקובל הנו בחירת כלל ההחלטה המביא למינימום את מכסימום הסיכון על פני מרחב הפרמטרים (minimax decision rule)  
דוגמה 2.3
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[image: image62.wmf])

1

,

(

~

q

N

Y

, נרצה למצוא כלל החלטה מהצורה 
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 הממזער הסיכון עבור הפסד ריבועי  
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לכן 
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 מניב כללים לא קבילים 
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 קבילים. 
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 הנו דוגמה לכלל קביל אך לא בהכרח סביר. וכלל המינימקס הנו 
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2.4.2  הסיכון הבייזיאני וכללי החלטה בייזיאניים
הסיכון הבייזיאני (Bayes risk, average risk) של כלל החלטה 
[image: image72.wmf])
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[image: image74.wmf](

)

(

)

(

)

(

)

ò

=

=

q

q

p

d

q

d

q

d

p

q

d

R

R

E

r

,

,

,

.
וה Bayes rule   הנו כלל ההחלטה המביא למינימום את הסיכון הבייזיאני. 

בהינתן 
[image: image75.wmf]y
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 ניתן גם להתבונן ב posterior expected loss  
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ולהגדיר כלל ההחלטה posterior Bayes action אותו נסמן 
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 כפעולה המביאה למינימום את 
[image: image78.wmf](

)

(

)

a

y

,

|

q

p

r

. בהחלפת סדר אינטגרציה ניתן להציג את הסיכון הבייזיאני
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על כן הכלל 
[image: image80.wmf](
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 המביא למינימום את ה posterior expected loss  הנו גם ה Bayes rule.

חזרה לדוגמה 2.3
בדוגמה 2.3 הסיכון הבייזיאני הנו 


[image: image81.wmf](

)

(

)

{

}

(

)

2

2

2

2

2

2

1

1

,

q

q

d

p

E

c

c

c

c

E

r

c

-

+

=

-

+

=

.

כך אם 
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 אז כלל ההחלטה 
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 האופטימאלי הנו 
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פירוש הדבר 
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 נראה בסעיף 2.5 כי ה  posterior Bayes action  הנו  
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נכליל הפילוג האפריורי ל 
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כך נקבל שבנוסף לכך שכלל בייז הנו 
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 ה average risk  הנו השונות הפוסטריורית 
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נשנה כעת את מבנה הבעיה. נניח אנחנו צופים במדגם ב"ת בגודל 
[image: image100.wmf]n

 מהפילוג המשותף 
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. מבחינה בייזיאנית, בהינתן הפילוג האפריורי צפייה בתצפיות הקודמות לא מועילה לאמידת 
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. אולם מבחינה שכיחותית זה נהפך לבעיית רגרסיה פשוטה בה המשתנה המסביר הוא 
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 והמשתנה התלוי הוא 
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, שכן ניתן לרשום את הפילוג המותנה של 
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 בהינתן 
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הפתרון השכיחותי לבעיה זו הנו מציאת אר"פ (ואמידת שונות השגיאה) לתוחלת המותנה של 
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  ובכך למעשה מיישמים את הפתרון הבייזיאני. 
2.5 אמידה בייזיאנית

בסעיף זה נציג שלוש פונקציות הפסד בהן כלל ההחלטה הנו אמידת 
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 על ידי 
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  ופונקצית ההפסד מענישה שגיאת אמידה, ונראה אילו אומדים ממזערים הposterior expected loss  ומניבים את כלל בייז.
א. הפסד ריבועי 
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2. עבור הפסד ערך מוחלט 
[image: image119.wmf](

)

a

a

L

-

=

q

q

,

 כלל בייז הנו החציון פוסטריורי
3. להפסד 0-1  
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 כלל בייז (הבדיד) הנו השכיח פוסטריורי.
2.6 בניית רווחי סמך בייזיאניים

ניתן להשתמש בפונקציות הפסד גם לאפיון רווחי סמך בייזיאניים (credible sets, credible intervals). כעת כלל ההחלטה הנו התווית תת-קבוצה במרחב הפרמטרים 
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. כך ה posterior expected loss שווה להתפלגות הפוסטריורית  ש 
[image: image123.wmf](

)

y

C

 אינו מכסה את 
[image: image124.wmf]q

. 
בפרט אם נגביל עצמנו למרווחים המבטיחים הסתברות כיסוי פוסטריורית 
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  תמוזער על ידי highest posterior density sets מהצורה  
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 המבטיח הסתברות כיסוי פוסטריורית 
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 ממשי מקובל לבנות רווחים דו-צדדיים שקצותיהם הנם ערכי החלוקה הפוסטריוריים  ה 
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  (בצפיפויות סימטריות רווחים אלו הם גם HPD sets). 
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