6. חישובים בייזיאניים באמצעות סימולציות MCMC 
בסיכום זה נדון באלגוריתמי Markov Chain Monte Carlo לדגימת פילוגים פוסטריוריים. המשותף לכל שיטות ה MCMC הנו דגימת פילוג פוסטריורי 
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 באמצעות שרשראות מרקוב המתחילות בערך שרירותי (או מוגרל) 
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 ומתקדמות בהילוך מקרי על פני מרחב הפרמטרים, בו הערך החדש של השרשרת  
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 מוגרל מקרית מהסתברות קפיצה (jumping distribution או proposal distribution) בזמן t 
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. תנאי הכרחי להצלחת ה MCMC הנו שהסתברות הקפיצה תיצור תהליך מרקובי אי-פריק (irreducible) לא מחזורי (a-periodic) ונשנה (non-transient). התנאי השני והשלישי מתקיימים באופן כללי בהילוכים מקריים, ואילו התנאי הראשון פירושו שההילוך המקרי מקשר כל שני ערכי 
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 בהסתברות חיובית. כאשר מתקיימים שלושת תנאים אלו ההילוך המקרי מתכנס לפילוג סטציונרי יחיד. לכן לכל ערך התחלה 
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 אם נמשיך לדגום סדרה מספיק ארוכה נגיע לאותו פילוג שולי של ערכי 
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. כאשר מתקיימים שלושת תנאים אלו, וההילוך המקרי אכן מתכנס לפילוג סטציונרי, נרצה כמובן שפילוג זה יהיה 
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 מספיק להראות שאלגוריתם ה MCMC  מבטיח שאם 
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6.1 דגימת Gibbs 
נשתמש ב  Gibbs sampler או alternating conditional sampling עבור 
[image: image14.wmf]q

 רב ממדי במקרים בהם קשה לדגום את  
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 מהפילוג הפוסטריורי שלו  
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, אולם קל לדגום את רכיבי 
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 מהפילוג הפוסטריורי המותנה בשאר הרכיבים של 
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[image: image20.wmf](

)

y

t

d

t

j

t

j

t

t

j

t

j

,

,

|

~

1

1

1

q

q

q

q

q

p

q

L

L

+

-

. 

אלגוריתם Gibbs sampler:

1. מתחילים בערך 
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2. עבור  
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 חוזרים על צעד 3
3. דוגמים את רכיבי
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 בזה אחר זה
a. 
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דוגמה ליישום אלגוריתם Gibbs Sampler
תהי 
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 תצפית בודדת מפילוג דו-נורמלי עם וקטור תוחלות לא ידוע  
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  ומטריצת שונויות ידועה  
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. ראינו כי פילוג אפריורי שטוח 
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 מניב פילוג פוסטריורי    
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להלן קוד R המיישם אלגוריתם Gibbs Sampler  המבוסס על הקשר הבא בין  רכיבי 
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x <- 0

y <- 0

theta.x <- rep(-5,50)

theta.y <- rep(-5,50)

for(i in 2:50)

{

 theta.x[i] <- rnorm(1,mean = x + 0.8*(theta.y[i-1] – y),sd = sqrt(1 – 0.8^2))

 theta.y[i] <- rnorm(1,mean = y + 0.8*(theta.x[i]   - x),sd = sqrt(1 – 0.8^2))

}

קל לראות כי ההילוך המקרי הזה אינו מחזורי ומכסה אל כל המרחב ועל כן מתכנס לפילוג סטציונרי יחיד. בדוגמה שלנו 
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. בגלל שזו בעיה דו ממדית פילוג 
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 תלוי רק בפילוג השולי של 
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 רב נורמלי עם תוחלת 
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  ומטריצת שונויות ידועה  
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 כנדרש.
בעמוד הבא תרשים המציג 3 סדרות דגימות Gibbs עבור 3 נקודות התחלה שונות ותרשים פיזור של סדרה של 2000 דגימות Gibbs.  
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6.2 אלגוריתמי Metropolis-Hastings
המונח אלגוריתמי MH מתייחס על פי רוב למשפחה גדולה של שיטות לסימולציית MCMC  מפילוגים פוסטריוריים. המשפחה כוללת את אלגוריתם Metropolis, אלגוריתם ה Metropolis-Hastings, דגימת Gibbs, וגם שילובים אד-הוקיים של האלגוריתמים הללו.  

אלגוריתם Metropolis:
זהו אלגוריתם MCMC כללי המצריך רק הסתברות קפיצה סימטרית 
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1. מתחילים עם ערך 
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 שרירותי.
2. עבור  
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 חוזרים על צעד 3-5 
3. דוגמים ערך 
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4. מחשבים היחס 
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5. דוגמים 
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על מנת שאלגוריתם המטרופוליס יפעל יש לוודא ש 
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 תקשר בין כל ערכי 
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,  על מנת להבטיח התכנסות לפילוג סטציונרי יחיד, בעוד סימטריות 
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 מבטיחה התכנסות לפילוג הפוסטריורי 
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.  לראות זאת, נניח כי 
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.  בגלל שיחס ההסתברויות גדול מ 1 ההסתברות לבצע הקפיצה בין  
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ואילו ההסתברות לבצע הקפיצה בין  
[image: image69.wmf]b
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כך בזכות סימטריות הסתברות הקפיצה 
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 קיבלנו כי הפילוג המשותף של 
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 אף הוא סימטרי ולכן גם ל 
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 פילוג שולי 
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 כנדרש. 
יישום אלגוריתם Metropolis

כמקודם, תהי 
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 תצפית בודדת מפילוג דו-נורמלי עם וקטור תוחלות לא ידוע  
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. להלן קוד R המיישם אלגוריתם Metropolis  עם הסתברות קפיצה   
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 נורמלית עם רכיבי ב"ת
library(mvtnorm)

Mean  <- c(0,0)

Sigma <- matrix(c(1,.8,.8,1),nrow=2,byrow=T)

theta.x <- rep(-5,10000)

theta.y <- rep(-5,10000)

for(i in 2:10000)

{

  theta.star.x <- theta.x[i-1] + rnorm(1,mean=0,sd=.2)

  theta.star.y <- theta.y[i-1] + rnorm(1,mean=0,sd=.2)

  d.im1 <- dmvnorm(c(theta.x[i-1],theta.y[i-1]), mean=Mean, 
   sigma=Sigma, log=T)

  d.star<- dmvnorm(c(theta.star.x,theta.star.y), mean=Mean, 
                                             sigma=Sigma, log=T)


r <- min(c(1,exp(d.star - d.im1)))


if(runif(1) < r)


{



theta.x[i] <- theta.star.x 



theta.y[i] <- theta.star.y 


}


else


{



theta.x[i] <- theta.x[i-1] 



theta.y[i] <- theta.y[i-1]


}

}

להלן זוג תרשימי פיזור המציגים את 500 דגימות ה Metropolis הראשונות ואת כלל  10,000 הדגימות. 
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אלגוריתם Metropolis-Hastings:
אלגוריתם MH הנו הכללה של אלגוריתם המטרופוליס המאפשרת גם שימוש בהסתברות קפיצה לא סימטרית 
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, על ידי תקנון תנאי הקפיצה ב 4 ע"פ יחס הסתברויות הקפיצה:

1. מתחילים עם ערך 
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2. עבור  
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3. דוגמים ערך 
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4. מחשבים היחס 
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5. דוגמים 
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שימו לב כי היחס ב 4 תמיד מוגדר שכן נשקול לחשב אותו רק עבור  
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. כמקודם יש לוודא ש 
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,  על מנת להבטיח התכנסות לפילוג סטציונרי יחיד, בעוד עכשיו היחס ב 4 מבטיח כי הפילוג המשותף של 
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 כנדרש, ללא צורך בסימטרית  
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הדוגמה הבאה מציגה שימוש באלגוריתם MH לדגום פילוגים על מרחב מדגם בן 6 נקודות. הדבר היפה בדוגמה הזו הוא שניתן להביע את ההילוך המקרי ואת הסתברויות הקפיצה באופן מפורש כמטריצת מעבר מרקובית מסדר 6 על 6, ואת הפילוג הגבולי השולי כוקטור עצמי של המטריצה. 
> P.RW <- array(0.1,dim=c(6,6)) + diag(rep(.4,6))

     [,1] [,2] [,3] [,4] [,5] [,6]

[1,]  0.5  0.1  0.1  0.1  0.1  0.1

[2,]  0.1  0.5  0.1  0.1  0.1  0.1

[3,]  0.1  0.1  0.5  0.1  0.1  0.1

[4,]  0.1  0.1  0.1  0.5  0.1  0.1

[5,]  0.1  0.1  0.1  0.1  0.5  0.1

[6,]  0.1  0.1  0.1  0.1  0.1  0.5

> 

> s <- rep(NA,50000)

> s[1] <- 3

> for (j in 2:50000)

+    s[j] <- sample(1:6,size=1,prob=P.RW[s[j-1],])

> m <- c(500,2000,8000,50000)

> for (i in 1:4)

+    print(table(s[1:m[i]])/m[i])

    1     2     3     4     5     6 

0.164 0.184 0.144 0.168 0.168 0.172 

     1      2      3      4      5      6 

0.1720 0.1750 0.1660 0.1625 0.1630 0.1615 

       1        2        3        4        5        6 

0.166750 0.174125 0.160375 0.174500 0.167000 0.157250 

      1       2       3       4       5       6 

0.16722 0.16776 0.16752 0.16698 0.16284 0.16768 

> P.RW%*%P.RW

     [,1] [,2] [,3] [,4] [,5] [,6]

[1,] 0.30 0.14 0.14 0.14 0.14 0.14

[2,] 0.14 0.30 0.14 0.14 0.14 0.14

[3,] 0.14 0.14 0.30 0.14 0.14 0.14

[4,] 0.14 0.14 0.14 0.30 0.14 0.14

[5,] 0.14 0.14 0.14 0.14 0.30 0.14

[6,] 0.14 0.14 0.14 0.14 0.14 0.30
> P.RW%*%P.RW%*%P.RW%*%P.RW

       [,1]   [,2]   [,3]   [,4]   [,5]   [,6]

[1,] 0.1880 0.1624 0.1624 0.1624 0.1624 0.1624

[2,] 0.1624 0.1880 0.1624 0.1624 0.1624 0.1624

[3,] 0.1624 0.1624 0.1880 0.1624 0.1624 0.1624

[4,] 0.1624 0.1624 0.1624 0.1880 0.1624 0.1624

[5,] 0.1624 0.1624 0.1624 0.1624 0.1880 0.1624

[6,] 0.1624 0.1624 0.1624 0.1624 0.1624 0.1880
> P.RW%*%P.RW%*%P.RW%*%P.RW%*%P.RW%*%P.RW%*%P.RW%*%P.RW

          [,1]      [,2]      [,3]      [,4]      [,5]      [,6]

[1,] 0.1672128 0.1665574 0.1665574 0.1665574 0.1665574 0.1665574

[2,] 0.1665574 0.1672128 0.1665574 0.1665574 0.1665574 0.1665574

[3,] 0.1665574 0.1665574 0.1672128 0.1665574 0.1665574 0.1665574

[4,] 0.1665574 0.1665574 0.1665574 0.1672128 0.1665574 0.1665574

[5,] 0.1665574 0.1665574 0.1665574 0.1665574 0.1672128 0.1665574

[6,] 0.1665574 0.1665574 0.1665574 0.1665574 0.1665574 0.1672128

> 

> P.tmp<- P.RW

> for(i in 1:1000) P.tmp <- P.tmp %*% P.RW

> P.tmp

          [,1]      [,2]      [,3]      [,4]      [,5]      [,6]

[1,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

[2,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

[3,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

[4,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

[5,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

[6,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667

> 

> P.eigen<- P.tmp[1,]

> P.eigen%*%P.RW

          [,1]      [,2]      [,3]      [,4]      [,5]      [,6]

[1,] 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667 0.1666667
> # c. Use Metropolis-Hastings MCMC algorithm to create MC with Bin(5,.3) stationary distribution from RW 

> 

> P.MH <- matrix(0,ncol=6,nrow=6)

> (w.bin <- dbinom(0:5,5,.3))

[1] 0.16807 0.36015 0.30870 0.13230 0.02835 0.00243

> 

> for(i in 1:6)

+ {

+ p.stay <- P.RW[i,i]

+ for(j in (1:6)[-i])

+ if(P.RW[i,j] > 0)

+ {

+ p.ACC <- min(c(1,(w.bin[j] / P.RW[i,j]) / (w.bin[i] / P.RW[j,i])))

+ P.MH[i,j] <- P.RW[i,j] * p.ACC

+ p.stay    <- p.stay + P.RW[i,j] * (1 - p.ACC)

+ }

+ 

+ P.MH[i,i] <- p.stay

+ }

> 

> round(P.MH,5)

        [,1]    [,2]    [,3]    [,4]    [,5]    [,6]

[1,] 0.70297 0.10000 0.10000 0.07872 0.01687 0.00145

[2,] 0.04667 0.82234 0.08571 0.03673 0.00787 0.00067

[3,] 0.05444 0.10000 0.79273 0.04286 0.00918 0.00079

[4,] 0.10000 0.10000 0.10000 0.67673 0.02143 0.00184

[5,] 0.10000 0.10000 0.10000 0.10000 0.59143 0.00857

[6,] 0.10000 0.10000 0.10000 0.10000 0.10000 0.50000

>> 

> P.tmp<- P.MH

> for(i in 1:1000) P.tmp <- P.tmp %*% P.MH

> P.tmp

        [,1]    [,2]   [,3]   [,4]    [,5]    [,6]

[1,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

[2,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

[3,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

[4,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

[5,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

[6,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243

> 

> P.eigen<- P.tmp[1,]

> P.eigen%*%P.MH

        [,1]    [,2]   [,3]   [,4]    [,5]    [,6]

[1,] 0.16807 0.36015 0.3087 0.1323 0.02835 0.00243
PAGE  
6

_1333781194.unknown

_1333793759.unknown

_1333797244.unknown

_1333797266.unknown

_1333800405.unknown

_1333801586.unknown

_1333801682.unknown

_1333864411.unknown

_1333801648.unknown

_1333801415.unknown

_1333797910.unknown

_1333798240.unknown

_1333798262.unknown

_1333798112.unknown

_1333797531.unknown

_1333797371.unknown

_1333797380.unknown

_1333796212.unknown

_1333796296.unknown

_1333796914.unknown

_1333797196.unknown

_1333796347.unknown

_1333796250.unknown

_1333796127.unknown

_1333793829.unknown

_1333796072.unknown

_1333786707.unknown

_1333792734.unknown

_1333793525.unknown

_1333793613.unknown

_1333793051.unknown

_1333793068.unknown

_1333787265.unknown

_1333782854.unknown

_1333784240.unknown

_1333786556.unknown

_1333786558.unknown

_1333786502.unknown

_1333784124.unknown

_1333781601.unknown

_1333781612.unknown

_1333781681.unknown

_1333781607.unknown

_1333781595.unknown

_1333780281.unknown

_1333781036.unknown

_1333781131.unknown

_1333780931.unknown

_1333779649.unknown

_1333779775.unknown

_1333779499.unknown

_1333779080.unknown

_1333779122.unknown

_1333779035.unknown

