7. שלוש דוגמאות של ניתוח בייזיאני
בסיכום זה נציג דוגמאות של ניתוח בייזיאני. בדוגמה הראשונה התצפיות נדגמו מפילוג נורמאלי אך התוצאות סוכמו בלוח שכיחות המונה רק את מספר התצפיות ב 6 קטעים על הישר הממשי. במקרה זה לא ניתן כמובן לחשב את ממוצע וסטיית תקן התצפיות הדרושים להיקש שכיחותי, אך ניתן לחשב בקלות הנראות ולכן בהינתן פילוג אפריורי קל לרשום הפילוג הפוסטריורי. בניתוח נשתמש ב MCMC לדגום מהפילוג הפוסטריורי ויושם דגש על אמצעים דיאגנוסטיים לכימות טיב ההיקש. בדוגמה השנייה נדון במודל הירארכי לנתוני תמותה. בדוגמה זו יושם דגש על השוני בין המודל ההירארכי שנתאים לנתונים לבין המודל הבייזיאני הפואסוני המניח שוויון שיעורי תמותה, שהנו השקול הבייזיאני לניתוח השכיחותי לבעיה. ולסיום נדגים רגרסיה ליניארי בייזיאנית
7.1 ניתוח תצפיות נורמליות מקובוצות
 קובץ הנתונים כולל גבהים באינצ'ים של 211 גברים  
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 נתונה לנו רק טבלת השכיחות:
     int.lo int.hi  f

[1,]   -Inf     66 14

[2,]     66     68 30

[3,]     68     70 49

[4,]     70     72 70

[5,]     72     74 33

[6,]     74    Inf 15

פירוש הדבר שבמקום לצפות במדגם מפילוג נורמאלי, אנו צופים במדגם בן 211 תצפיות מפילוג מולטינומי עם שישה תאים (המתאימים לששת שורות הטבלה)  עם הסתברויות תאים  
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ועל כן הנראות נתונה על ידי
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עבור משתני המציין   
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 שכיחות התא ה 
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. ולכן הפילוג האפריורי הלא אינפורמטיבי 
[image: image10.wmf](

)

s

s

m

p

/

1

,

2

µ
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אולם נדגום מהפילוג הפוסטריורי הנ"ל עבור הפרמטריזציה 
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.  להלן לוג הפילוג הפוסטריורי בו נשתמש לאלגוריתם ה MCMC
> groupeddatapost

function (theta, data) 

{

    dj = function(f, int.lo, int.hi, mu, sigma) f * log(pnorm(int.hi, 

        mu, sigma) - pnorm(int.lo, mu, sigma))

    mu = theta[1]

    sigma = exp(theta[2])

    sum(dj(data$f, data$int.lo, data$int.hi, mu, sigma))

}

ולהלן פונקצית MCMC שכתב Jim Albert (Random walk Metropolis):

> rwmetrop

function (logpost, proposal, start, m, par) 

{

    pb = length(start)

    Mpar = array(0, c(m, pb))

    b = matrix(t(start))

    lb = logpost(start, par)

    a = chol(proposal$var)

    scale = proposal$scale

    accept = 0

    for (i in 1:m) {

        bc = b + scale * t(a) %*% array(rnorm(pb), c(pb, 1))

        lbc = logpost(t(bc), par)

        prob = exp(lbc - lb)

        if (is.na(prob) == FALSE) {

            if (runif(1) < prob) {

                lb = lbc

                b = bc

                accept = accept + 1

            }

        }

        Mpar[i, ] = b

    }

    accept = accept/m

    stuff = list(par = Mpar, accept = accept)

    return(stuff)

}

לחישוב ה MCMC נשתמש בפונקציית קפיצה עם מטריצת קורלציות המחושבת באמצעות פונקצית לפלס 

> start <- c(70,1)

> fit   <- laplace(groupeddatapost,start,d)

$mode

[1] 70.169880  0.973644

$var

             [,1]         [,2]

[1,] 3.534713e-02 3.520776e-05

[2,] 3.520776e-05 3.146470e-03

להלן תוצאות ה MCMC המשוואות גם לקירוב הנורמלי הניתן בפונקצית לפלס

> modal.sds <- sqrt(diag(fit$var))

> proposal <- list(var=fit$var,scale=2)

> fit2     <- rwmetrop(groupeddatapost,proposal,start,10000,d)

> fit2$accept

[1] 0.2997

> plot(1:100,fit2$par[1:100,1],type="b",xlab="Metropolis iteration",ylab="Mu")
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> mycontour(groupeddatapost,c(69,71,.6,1.3),d)

> title(xlab="mu",ylab="log sigma")

> points(fit2$par[5001:10000,1],fit2$par[5001:10000,2])

[image: image15.emf] -6.9 

 -4.6 

 -2.3 

69.0 69.5 70.0 70.5 71.0

0.6

0.7

0.8

0.9

1.0

1.1

1.2

1.3

mu

log sigma


להלן היקש בייזיאני מבוסס MCMC והיקש המבוסס על קירב נורמלי ונשווה אותו גם לחישוב שכיחותי מקורב

> quantile(fit2$par[,1],c(0.025,0.50,0.975))

    2.5%      50%    97.5% 

69.81017 70.16616 70.53307 

> fit$mode[1]; fit$mode[1]+1.96*post.sds[1];fit$mode[1]-1.96* .. 

[1] 70.16988 ; [1] 70.53183 ; [1] 69.80793

> y <- c(rep(65,14),rep(67,30),rep(69,49) . . . . 

> t.test(y)

95 percent confidence interval:   69.81482 70.51693

7.2 דיאגנוסטיקה לניתוח MCMC של תצפיות נורמליות מקובוצות
להדגים את האמצעים הדיאגנוסטיים נשווה ה MCMC שהתאמנו בסעיף הקודם ל MCMC  עם נקודות התחלה לא טובה וגודל צעד מאד קטן.
> start    <- c(65,1)

> proposal <- list(var=fit$var,scale=0.2)

> bayesfit <- rwmetrop(groupeddatapost,proposal,start,10000,d)

> mycontour(groupeddatapost,c(65,71,.6,1.6),d)

> lines(bayesfit$par[,1],bayesfit$par[,2],xlab="mu",ylab="log-sigma",col=4)
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> dimnames(bayesfit$par)[[2]] <- c("mu","log sigma")

> xyplot(mcmc(bayesfit$par),col="black")

> autocorr.plot(mcmc(bayesfit$par[-c(1:2000),]),auto.layout=FALSE)
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> summary(mcmc(bayesfit$par[-c(1:2000),]))

Iterations = 1:8000

Thinning interval = 1 

Number of chains = 1 

Sample size per chain = 8000 

1. Empirical mean and standard deviation for each variable,

   plus standard error of the mean:

             Mean      SD  Naive SE Time-series SE

mu        70.1906 0.17987 0.0020110       0.021051

log sigma  0.9848 0.05848 0.0006538       0.007282

2. Quantiles for each variable:

             2.5%     25%     50%    75%  97.5%

mu        69.8384 70.0728 70.1888 70.308 70.566

log sigma  0.8798  0.9442  0.9801  1.024  1.108

> batchSE(mcmc(bayesfit$par[-c(1:2000),]), batchSize=50)

         mu   log sigma 

0.012397200 0.004054969 

כעת נחשב האמצעים הדיאגנוסטיים ל MCMC שהתאמנו בסעיף הקודם:

> start=c(70,1)

> proposal=list(var=fit$var,scale=2.0)

> bayesfit=rwmetrop(groupeddatapost,proposal,start,10000,d)

> dimnames(bayesfit$par)[[2]] <- c("mu","log sigma")

> sim.parameters <- mcmc(bayesfit$par[-c(1:2000),])

> xyplot(mcmc(bayesfit$par),col="black")
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> autocorr.plot(sim.parameters,auto.layout=FALSE)

> summary(sim.parameters)

Iterations = 1:8000

Thinning interval = 1 

Number of chains = 1 

Sample size per chain = 8000 

1. Empirical mean and standard deviation for each variable,

   plus standard error of the mean:

             Mean      SD  Naive SE Time-series SE

mu        70.1663 0.18496 0.0020679       0.006036

log sigma  0.9807 0.05598 0.0006259       0.001599

2. Quantiles for each variable:

             2.5%     25%     50%    75%  97.5%

mu        69.8144 70.0322 70.1678 70.287 70.524

log sigma  0.8752  0.9414  0.9813  1.019  1.092

> batchSE(sim.parameters, batchSize=50)

         mu   log sigma 

0.005782671 0.001591134 

[image: image20.emf]0 5 10 15 20 25 30 35

-1.0

0.0

0.5

1.0

Lag

Autocorrelation

mu

0 5 10 15 20 25 30 35

-1.0

0.0

0.5

1.0

Lag

Autocorrelation

log sigma


7.3  מודל הירארכי לשיעורי תמותה
בדוגמה זו ננתח קובץ הכולל נתוני תמותה תוך 30 יום מהשתלת לב מ 94 בתי חולים בארה"ב. קובץ הנתונים כולל זוג משתנים לכל בית חולים: מספר החשופים לתמותה (exposure) 
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. מקובל למדל את מספר מקרה המוות בכל בית חולים כמשתנה מקרי פואסוני עם קצב 
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, כאשר מטרת הניסוי לאמוד את 
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 קצב התמותה פר יחידת חשיפה ( = סכויי תמותה של מושתל לב). 
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האמד הטבעי ל 
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 הנו 
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. הבעיה באמד זה הנו שונות מאד גדולה בעיקר בבתי חולים עם חשיפה מועטה. במידה ומניחים שיעורי תמותה שווים בכל בתי החולים 
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 ניתן לאמוד את שיעור התמותה המשותף באמצעות 
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7.4 בחינת הנחת שוויון שיעורי התמותה 
נבדוק תחילה את סבירות ההשערה שבכל בתי החולים שיעור תמותה משותף
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. לצורך כך  נתאים ל 
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 פילוג אפריורי לא אינפורמטיבי 
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כלומר הפילוג הפוסטריורי של 
[image: image34.wmf]l

 הנו פילוג גמה (gamma) עם פרמטרים 
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. שורות הקוד הבאות מחשבות את הפילוג הפרדיקטיבי של התצפית ה 94 ומשווה אותה לערך הנצפה 
> sum(y) =  [1] 277

> sum(e) =  [1] 294681

> lambda <- rgamma(1000,shape=277,rate=294681)

> ys94   <- rpois(1000,e[94]*lambda)

> hist(ys94,breaks=seq(0.5,max(ys94)+0.5))

> lines(c(y[94],y[94]),c(0,120),lwd=3)
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ולהלן תרשים הבודק עד כמה מתאימות התצפיות לפילוג הפרדיקטיבי 

> pout <- sapply(1:94,prob.out)

> plot(sort(pout))

> abline(0,1/94)
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7.4 מודל ההירארכי לנתוני התמותה
המודל ההירארכי כולל בנוסף לפרמטרים, במקרה זה שיעורי התמותה ב 94 
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, גם היפרפרמטרים, שהינם פרמטרי-על המאפיינים את פילוג הפרמטרים, שאף להם מייחסים פילוג. במודל ההירארכי שנתאים לנתוני התמותה שתי רמות. ברמה השנייה של המודל  
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 הנם מדגם ב"ת שווה התפלגות מפילוג  
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 המוגדר על ידי ההיפרפרמטרים 
[image: image42.wmf]m

 ו 
[image: image43.wmf]a

, 

[image: image44.wmf](

)

(

)

(

)

(

)

a

m

al

l

m

a

m

a

l

p

a

a

G

-

=

-

/

exp

/

,

|

1

i

i

i

.
כך בהינתן 
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 ו 
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, התוחלת והשונות של  
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. וברמה הראשונה נדגמים זוג ההיפרפרמטרים (hyperparameters)  
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 מפילוג 
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 מפילוג 
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 ובכך תשרה תלות חזקה בין ערכי 
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> par(mfcol=c(2,2))

> m <- 500

> alpha <- c(5,20,80,400)

> for(j in 1:4)

+ {mu <- rgamma(m,shape=10,rate=10)

+ lambda1 <- rgamma(m,shape=alpha[j],rate=alpha[j]/mu)

+ lambda2 <- rgamma(m,shape=alpha[j],rate=alpha[j]/mu)

+ plot(lambda1,lambda2,main=paste("alpha=",)) }
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7.5 הפילוג הפוסטריורי של שיעורי התמותה במודל ההירארכי
שימו לה כי בהינתן 
[image: image64.wmf]m

 ו 
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 ניתן להביע הפילוג הפוסטריורי של 
[image: image66.wmf]94
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ניתן לבטא התוחלות הפוסטריורית המותנות בערכי ההיפרפרמטרים
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חישוב הפילוג הפוסטריורי עבור מודלים הירארכיים הוא זהה למקרה הרגיל אלא שכאן הפילוג הפוסטריורי הוא הפילוג המשותף של הפרמטרים וההיפרמטרים בהינתן התצפיות:
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כעת נתאים פילוג לא אינפורמטיבי ל 
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 נתאים פילוג כמעט שטוח 
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 הנקבע לפי הערך חציוני הרצוי ל 
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ובגלל שהצפיפות של מ"מ  
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 הפילוג הפוסטריורי השולי של 
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ניתן על ידי 
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על כן נדגום הפילוג הפוסטריורי באופן הבא: ראשית נדגום 
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 נדגום את 
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מפילוג הגמה המתאים. כהרגלינו נדגום מפרמטריזציה ממשית של ההיפרפרמטרים 
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 עם הפילוג הפוסטריורי 
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> poissgamexch

function (theta, datapar) 

{

    y = datapar$data[, 2]

    e = datapar$data[, 1]

    z0 = datapar$z0

    alpha = exp(theta[1])

    mu = exp(theta[2])

    beta = alpha/mu

    logf = function(y, e, alpha, beta) lgamma(alpha + y) - (y + 

        alpha) * log(e + beta) + alpha * log(beta) - lgamma(alpha)

    val = sum(logf(y, e, alpha, beta))

    val = val + log(alpha) - 2 * log(alpha + z0)

    return(val)

}

> datapar <-  list(data = hearttransplants, z0 = 0.53)

> start   <- c(2, -7)

> (fit     <- laplace(poissgamexch, start, datapar))

$mode

        [,1]      [,2]

[1,] 1.88535 -6.955614

$var

             [,1]         [,2]

[1,]  0.234121829 -0.003077492

[2,] -0.003077492  0.005863185

> start    <-  c(4, -7)
> fitgibbs <- gibbs(poissgamexch, start, 1000, c(1,.15), datapar)
[image: image95.emf] -6.9 

 -4.6 

 -2.3 

0 2 4 6 8

-7.3

-7.2

-7.1

-7.0

-6.9

-6.8

-6.7

-6.6

log alpha

log mu


ובהינתן מדגם מהפילוג הפוסטריורי של 
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 ניתן לדגום את שיעורי התמותה 
> alpha <- exp(fitgibbs$par[, 1])

> mu    <- exp(fitgibbs$par[, 2])

> 

> plot(e,y/e,log="x")

> abline(h=277/294681)

> for (i in 1:94) {

+      mn.lami <- mean(rgamma(1000, y[i] + alpha, e[i] + alpha/mu))

+      arrows(e[i],y[i]/e[i],e[i],mn.lami,col=4,length=0.05)

+  }

[image: image97.emf]500 1000 2000 5000 10000

0.000

0.001

0.002

0.003

0.004

e

y/e


7.6 Shrinkage
זכרו, בהינתן 
[image: image98.wmf]m

 ו 
[image: image99.wmf]a

 הבענו 
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 עבור 
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. התוחלות הפוסטריוריות בתרשים (קצוות החצים) חושבו עבור מדגם של 
[image: image102.wmf]m

 ו 
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, אך עדיין רואים שככל שהחשיפה קטנה הכווץ כלפי  
[image: image104.wmf]294681
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7.7 השוואת שיעורי התמותה בין  94 בתי החולים
בסעיף זה נדגים השוואת שיעורי התמותה בין 94 בתי החולים המבוסס על מדגם מ הפילוג הפוסטריורי המשותף של שיעורי התמותה ב 94 בתי החולים. המועמד המיידי לתואר בית החולים הבטוח ביותר יהיה זה עם שיעור התמותה הפוסטריורי הנמוך ביותר. סימנו בית חולים זה בעיגול אדום בתרשים בעמוד הקודם. מסתבר כי זהו בית חולים מספר 85 שנצפו בו 0 מקרי מות עבור חשיפה של 5789 המניב תוחלת פוסטריורית 0.00057. לבחון את תקפות הקביעה שזה אכן בית החולים בטוח ביותר, עברנו על פני כל בתי החולים והערכנו ההסתברות שבית החולים הזה בטוח פחות מבית חולים מס 85:
> plot(y/e)

> abline(h=277/294681)

> for (i in 1:94) {

+ lambda.ser <- rgamma(1000, y[i] + alpha, e[i] + alpha/mu)

+ q.lambda <- quantile(lambda.ser,prob=c(0.025,0.975))

+       segments(i,q.lambda[1],i,q.lambda[2],col=4)

+ points(i,mean(lambda.ser),pch=4,col=3)

+  }
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 > p.ls.than.85  <- rep(NA,94)

> lambda.ser.85 <- rgamma(1000, y[85] + alpha, e[85] + alpha/mu)

> plot(e,post.mn.lambda - post.mn.lambda[85])

> for (i in 1:94) {

+ lambda.ser 
  <- rgamma(1000, y[i] + alpha, e[i] + alpha/mu) - lambda.ser.85

+ q.lambda 

<- quantile(lambda.ser,prob=c(0.05,0.975))

+ p.ls.than.85[i]
<- mean(0 < lambda.ser) 

 if(0.95 < p.ls.than.85[i])segments(e[i],q.lambda[1],e[i],q.lambda[2])

 if(0.95 >= p.ls.than.85[i]) segments(e[i],q.lambda[1],e[i],q.lambda[2])

+  }
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7.8
 בחינת הפילוג הפרדיקטיבי במודל ההירארכי
בסעיף זה נשווה את התאמת התצפיות לפילוג הפרדיקטיבי המותאם להן במודל ההירארכי
> pout.eq.mn <- rep(NA,94)

> pout.heir  <- rep(NA,94)

> 

> for (i in 1:94) {

+ lambda.ser <- rgamma(1000, y[i] + alpha, e[i] + alpha/mu)

+ y.samp <- rpois(1000,e[i]*lambda.ser)

+ pout.heir[i] <- (sum(y.samp < y[i]) + 1/2 * sum(y.samp == y[i]))/1001

+ 

+ lambda.ser <- rgamma(1000,shape=277,rate=294681)

+ y.samp <- rpois(1000,e[i]*lambda.ser)

+ pout.eq.mn[i] <- (sum(y.samp < y[i]) + 1/2 * sum(y.samp == y[i]))/1001

+ }
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7.9  רגרסיה ליניארית נורמאלית
מודל הרגרסיה הליניארית הנורמאלית מניח כי פילוג וקטור התצפיות הנו רב נורמאלי מהצורה 
[image: image108.wmf](
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 עם וקטור הפרמטרים 
[image: image109.wmf](
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. לניתוח הבייזאני נתאים לוקטור הפרמטרים פילוג אפריורי לא אינפורמטיבי  
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נראה כעת באיזה אופן הפילוגים הפוסטריוריים של הפרמטים יתבססו על הסטטיסטים המספיקים הב"ת 
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כאשר הפילוג האפריורי הלא אינפומטיבי מניב פילוג פוסטריורי שולי 
[image: image116.wmf])
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 עבור של 
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ואילו תודות לסימטריות הצפיפות הרב נורמלית הפילוג הפוסטריורי המותנה של 
[image: image119.wmf]b

 הנו 
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בנוסף לפילוג הפוסטריורי נרצה גם לחשב את הפילוג הפרדיקטיבי 
[image: image121.wmf]y
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, עבור פרט עם וקטור מאפיינים 
[image: image122.wmf]x
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 מתוך הפילוג המותנה   
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האופן שבו הבענו הפילוג הפוסטריורי המשותף מייצג את האופן בו נדגום מדגמי Gibbs מהפילוג הפוסטריורי – נדגום תחילה את 
[image: image125.wmf]2
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, ואחר נדגום הפילוג הפוסטריורי של 
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. נדגים רגרסיה ליניארית בייזיאנית בדוגמה הנ"ל:

Bird measurements from British islands

Measurements on breedings pairs of landbird species were collected from 16 islands about Britain over several decades. 

A data frame with 62 observations on the following 5 variables:

Species
- name of bird species 

time   
- average time of extinction on the islands 

nesting 
- average number of nesting pairs 

size 

- size of the species, 1 or 0 if large or small 

status 
- staus of the species, 1 or 0 if resident or migrant 

Source of data: Pimm, S., Jones, H., and Diamond, J. (1988), On the risk of extinction, American Naturalists, 132, 757-785. 

> data(birdextinct)

> attach(birdextinct)

> logtime=log(time)

> plot(nesting,logtime)

> out = (logtime > 3)

> text(nesting[out], logtime[out], label=species[out], pos = 2)
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> par(mfcol=c(1,2))

> plot(jitter(size),logtime,xaxp=c(0,1,1))

> plot(jitter(status),logtime,xaxp=c(0,1,1))

[image: image128.emf]0 1

0

1

2

3

4

jitter(size)

logtime

0 1

0

1

2

3

4

jitter(status)

logtime


> ##### Least-squares fit

> fit <- lm(logtime~nesting+size+status,
> summary(fit)

Coefficients:

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  0.43087    0.20706   2.081 0.041870 *  

nesting      0.26501    0.03679   7.203 1.33e-09 ***

size        -0.65220    0.16667  -3.913 0.000242 ***

status       0.50417    0.18263   2.761 0.007712 ** 

Residual standard error: 0.6524 on 58 degrees of freedom

>  theta.sample <- blinreg(fit$y,fit$x,5000)

>  par(mfrow=c(2,2))

>  hist(theta.sample$beta[,2],main="NESTING",xlab=expression(beta[1]))

>  hist(theta.sample$beta[,3],main="SIZE",xlab=expression(beta[2]))

>  hist(theta.sample$beta[,4],main="STATUS",xlab=expression(beta[3]))

>  hist(theta.sample$sigma,main="ERROR SD",xlab=expression(sigma))

>  apply(theta.sample$beta,2,quantile,c(.05,.5,.95))

    X(Intercept)  Xnesting      Xsize   Xstatus

5%    0.07354439 0.2041380 -0.9309351 0.1995826

50%   0.42969015 0.2647344 -0.6538314 0.5059728

95%   0.77666554 0.3259419 -0.3668413 0.8029141

>  quantile(theta.sample$sigma,c(.05,.5,.95))

       5%       50%       95% 

0.5650324 0.6543161 0.7729109
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> ###### Mean & predicted extinction log-times

>  X1   <- rbind(cov1)

>  mean.draws <- blinregexpected(X1,theta.sample)

>  pred.draws <- blinregpred(X1,theta.sample)

> boxplot(list(mean.draws,pred.draws),names=c("Mean","Prediction"),ylab="log TIME")
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> newdata <- data.frame(1,nesting=4,size=0,status=0)

> predict(fit,newdata,interval ="con",level = 0.95, type = “resp")

       fit      lwr      upr

1 1.490928 1.124935 1.856920

> predict(fit,newdata,interval ="pred",level = 0.95, type = "resp")

       fit       lwr      upr

1 1.490928 0.1346745 2.847181

> ######### Model checking via posterior predictive distribution
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