8. בדיקת השערות בייזיאנית
בסיכום זה נדון בבדיקת ההשערות ושמירה על ה FDR מנקודת המבט הבייזיאנית. אציג התועלת הרבה בשימוש בשיטות בייזיאניות לשמירה על ה FDR. יישום השיטות הבייזיאניות יתבסס על אמידת פילוג הפרמטרים.  
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כך ניתן להשוות בין שתי ההשערות באמצעות ה posterior odds:
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גודל מקובל נוסף להשוואת זוג השערות הנו ה Bayes factor,
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שימו לב כי ניתן להביע אותו כ odds-ratio של עדכון הפילוג האפריורי בצפיית 
[image: image34.wmf]z

Z

=

: 

[image: image35.wmf]1

0

1

0

/

/

Pr

p

p

p

p

odds

ior

odds

Posterior

BF

=

=

.
ישנה ספרות ענפה המציעה שימוש ב Bayes factor לבחינת השערות.
בנוסף לר"מ המבחן עבור השערת אפס פשוטה, ניתן גם לחשב ר"מ ועוצמה ממוצעת:
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גודל מעניין נוסף הנו
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כך, בהנחה כי 
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8.2 בדיקת השוואות מרובה
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עבור ניתוח בייזיאני נניח כי מתקיים ה two group mixture model של Efron: 
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ונגדיר ההפסד לסווג שגוי של הפרוצדורה לבחינת השוואות מרובות,
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כך הסיכון הבייזיאני יוצא,
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פירוש הדבר שכלל בייז לסווג השערה בודדת (בה"כ הראשונה) יניב את כלל בייז לסווג כלל ההשערות. זהו סיכון הבייז להשערה בודדת,
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וכך סיכון הבייז להשערה הבודדת הנו
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כך לכל 
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(1)
8.3  FDR בייזיאני
Efron ושותפים 01' מציעים פרמטר סיכום בייזיאני לשיעור התגליות השגויות,
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בעבודותיו של Storey מ 02'-03' גודל זה נקרא positive FDR ומסומן pFDR.  עבור 
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נקבל את הקשר הבא ל FDR השכיחותי של בנימיני והוכברג 
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כמו כן עבור כל פרוצדורה לבדיקת השערות מהצורה: 
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יתירה על כן,
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בעקבות Efron, נגדיר גודל נוסף הנקרא ה local FDR,
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וכך, בגלל שמתקיים 
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בביטוי (3) קבענו את איזור הדחייה של המסווג באמצעות הקנסות לטעויות מסוג ראשון ושני. בסעיף זה  נקבע את איזורי הדחייה על פי ערך ה Fdr שלהם. ז"א נקרא למסווג 
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הקשר בין Fdr ל fdr ב (2) מניב צורה קלה לקבוע את רף כלל המסווג באמצעות ערכי ה fdr:
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בפרט, מסווג בייז הנו  
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מסווג בייז הנו המסווג האופטימלי  (Storey '07, Sun and Cai '07, Efron '10, Heller and Yekutieli '14): מכל המסווגים עם 
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, מינימלית. 
> z.vec<-  seq(8,-4,length = 10000)

> pi.0<- 0.80

> mu.0<- 0

> mu.1<- 4

> f.0<- dnorm(z.vec,mean=mu.0,sd=1)

> f.1<- dnorm(z.vec,mean=mu.1,sd=1)

> f<- pi.0*f.0 + (1-pi.0)*f.1

> fdr.vec<- pi.0*f.0 / f

> Fdr.vec <- cumsum(fdr.vec * f) / cumsum(f)

> (z.05<- approx(Fdr.vec,z.vec,xout=0.05)$y)

=
 2.237543

> (Fdr.1<- approx(z.vec,Fdr.vec,xout=1)$y)

=  
0.3887825
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8.5 שמירה על ה FDR באמצעות empirical Bayes וקשר לשיטת BH
מציאה כלל בייז מחייבת ידיעת הפילוג השולי של הפרמטרים והפילוג המותנה של התצפיות בהנתן הפרמטרים. בסקריפט הבא אציג שימוש בכלל בייז ובשתי חבילות R העושות שימוש בתצפיות להערכת המודל הבייזיאני. חבילת locfdr מעריכה מתוך 
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באמצעות  
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מבחינה בייזיאנית, שיטת BH הנה מסווג 
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ואם נכפול המונה באומדן ל 
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p

 נקבל את ביטוי (4) ושיטת BH  תזדהה עם השיטה המישומת בחבילת qvalue..
> library(locfdr)

> library(ggplot2)

> library(qvalue)

> 

> m
<- 500000

> H.vec<- rbinom(m,1,1 - pi.0)

> Z.vec<- H.vec * mu.1 + rnorm(m)

> P.vec<- 1 - pnorm(Z.vec,mean=mu.0)

> 

> 

> #1.a Bayes classifier results

> 

> t.test(1 - H.vec[1 <= Z.vec])    
=    0.3880859 

> t.test(1 - H.vec[z.05 <= Z.vec]) 
=    0.04992528 

> z.05    




=
2.237543

> sum(z.05 <= Z.vec)


=   101712

> mean(1 - H.vec[z.05 <= Z.vec])

=  0.04992528

> sum(1 - H.vec[z.05 <= Z.vec])

=  5078
> Z.fdr<- approx(z.vec,fdr.vec,xout = Z.vec)$y

> mean(Z.fdr[z.05 <= Z.vec])

=  0.04957747

> a <- locfdr(Z.vec,df=18)
> z.locfdr.05<- approx(a$mat[,4],a$mat[,1],xout = 0.05)$y
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> z.locfdr.05





=  2.32167

> sum(z.locfdr.05 <= Z.vec)

 
= 99948

> mean(1 - H.vec[z.locfdr.05 <= Z.vec])

= 0.04074119

> sum(1 - H.vec[z.locfdr.05 <= Z.vec])

= 4072

> b<- qvalue(P.vec)

> ord.z<- order(Z.vec)

> sum(b$qvalues <= 0.05)

[1] 101838

> z.qvalue.05<- min(Z.vec[b$qvalues <= 0.05])

> qvalue.z.Fdr<- approx(Z.vec[ord.z],b$qvalues[ord.z],xout=z.vec)

> z.qvalue.05   




=  2.231808

> sum(z.qvalue.05 <= Z.vec)


= 101838

> mean(1 - H.vec[z.qvalue.05 <= Z.vec])    
=  0.05060979

> sum(1 - H.vec[z.qvalue.05 <= Z.vec])

= 5154
> P.adj<- p.adjust(P.vec,method="BH")

> sum(P.adj <= 0.05)



=  99852

> min(Z.vec[P.adj <= 0.05])


=  2.326993

> sum(1 - H.vec[P.adj <= 0.05])


= 4025

> mean(1 - H.vec[P.adj <= 0.05]


=  0.04030966

> 

> pi.0.hat





= 0.796832

> sum(P.adj <= 0.05/pi.0.hat)


= 101820

> min(Z.vec[P.adj <= 0.05/pi.0.hat])

= 2.232909

> sum(1 - H.vec[P.adj <= 0.05/pi.0.hat])
= 5145

> sum(1 - H.vec[P.adj <= 0.05/b$pi0])

= 5154
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8.6 הרחבת המודל הבייזיאני
בעבודתי עם רות הלר הרחבנו את מודל "שתי הקבוצות" של אפרון. רכיבי וקטור הפרמטרים 
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ואילו ה local-fdr הנו,
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וברגע שנדע לחשב את ה local-fdr נדע לבנות את מסווג בייז שהנו המסווג האופטימלי.
ניתוח שכיחותי המבוסס על שיטת BH כרוך בחישוב p-value  תקף 
[image: image145.wmf](

)

i

i

Z

P

P

=

 לכל השערת אפס המקיים:


[image: image146.wmf](

)

p

h

H

p

P

h

i

i

£

=

£

H

Î

"

|

Pr

,

0

.

נסמן מסווג מבוסס p-value כ 


[image: image147.wmf](

)

(

)

{

}

p

P

I

p

P

Z

R

i

i

£

=

·

,

;

r

.
ונסמן מסווג מבוסס p-value עם רף דחייה 
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8.7 שמרנות היתר של שיטת BH
כאשר 
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 אינה נקודה בודדת במרחב הפרמטרים לשיטת BH עוצמה פחותה (בהרבה) ממסווג בייז משני טעמים.
1. מסווג מבוסס p-value הנו תת-אופטימלי (לכל קובץ נתונים מסוים) 
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2. בגלל שאומדן ה Fdr בשיטת BH שמרני יתר על המידה
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מתקבל רף דחייה שמרני יתר על המידה  
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נדגים תופעה זו על נתונים מסומלצים. מרחב הפרמטרים הנו 
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 והקובע את הפילוג השולי של התצפיות,


[image: image162.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

3

,

3

,

3

,

0

,

0

,

3

,

0

,

0

,

,

2

1

3

,

3

2

1

3

,

0

2

1

0

,

3

2

1

0

,

0

2

1

p

p

p

p

×

+

×

+

×

+

×

=

z

z

f

z

z

f

z

z

f

z

z

f

z

z

f


נבחן שתי השערות אפס:
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No replication null hypothesis: 
ה local-fdr עבור ההשערה הראשונה הנו
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ואילו ה local-fdr עבור ההשערה השנייה הנו
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נשווה מסווגים המבוססים על p-values אלו למסווג האופטימלי.
> x.vec<- seq(-3,6,length=500)

> y.vec<- seq(-3,6,length=500) 

> mu.00<- c(0,0)

> mu.01<- c(0,3)

> mu.10<- c(3,0)

> mu.11<- c(3,3)

> f.00<- outer(dnorm(x.vec,mean=mu.00[1]),dnorm(y.vec,mean=mu.00[2])) 

> f.01<- outer(dnorm(x.vec,mean=mu.01[1]),dnorm(y.vec,mean=mu.01[2])) 

> f.10<- outer(dnorm(x.vec,mean=mu.10[1]),dnorm(y.vec,mean=mu.10[2])) 

> f.11<- outer(dnorm(x.vec,mean=mu.11[1]),dnorm(y.vec,mean=mu.11[2])) 

> px.outr<- 1 - pnorm(outer(x.vec,rep(1,500)))

> py.outr<- 1 - pnorm(outer(rep(1,500),y.vec))

> p.no.assoc<- 1 - pchisq(-2*(log(px.outr) + log(py.outr)),2*2)

> p.no.rep<- pmax(px.outr,py.outr)
> # 2.1 Plots for testing no association
> pi.00<- 0.85

> pi.01<- 0.05

> pi.10<- 0.05

> pi.11<- 0.05

> f<- pi.00*f.00 + pi.01*f.01 + pi.10*f.10 + pi.11*f.11

> f.0<- pi.00*f.00 

> f.1<- pi.01*f.01 + pi.10*f.10 + pi.11*f.11

> fdr<- f.0 / f

> ord.fdr<- order(fdr)

> p.outr<- p.no.assoc

> ord.p<- order(p.outr)

> Fdr.fdr[ord.fdr]<- cumsum((fdr*f)[ord.fdr]) / cumsum((f)[ord.fdr])

> Fdr.p[ord.p]<- cumsum((fdr*f)[ord.p])   / cumsum((f)[ord.p])  

> Fdr.BH[ord.p]<- p.outr[ord.p]   / (cumsum((f)[ord.p])  / sum(f)) 

> sum(f[Fdr.fdr <= 0.05]) / sum(f)

[1] 0.1124554

> sum(f[Fdr.p <= 0.05]) / sum(f)

[1] 0.1083554

> sum(f[Fdr.BH <= 0.05]) / sum(f)

[1] 0.1043103 
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> # 2.2 Plots for testing no association DIFFERENT HYPERPARAMETER values

> pi.00<- 0.85

> pi.01<- 0.00

> pi.10<- 0.15

> pi.11<- 0.00

> sum(f[Fdr.fdr <= 0.05]) / sum(f)    
=  0.1098726

> sum(f[Fdr.p <= 0.05]) / sum(f)

=  0.0814126

> sum(f[Fdr.BH <= 0.05]) / sum(f)

=  0.07606241
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> # 2.3 Testing no replicability 

> pi.00<- 0.85

> pi.01<- 0.05

> pi.10<- 0.05

> pi.11<- 0.05

> f<- pi.00*f.00 + pi.01*f.01 + pi.10*f.10 + pi.11*f.11

> f.0<- pi.00*f.00 + pi.01*f.01 + pi.10*f.10 

> f.1<- pi.11*f.11

> fdr<- f.0 / f
> sum(f[Fdr.fdr <= 0.05]) / sum(f)

=  0.03589459

> sum(f[Fdr.p <= 0.05]) / sum(f)


=  0.03512277

> sum(f[Fdr.BH <= 0.05]) / sum(f)


= 0.004868067
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> #-------------------------------

> #Analyze 2D data the using repfdr package
> #-------------------------------

> library(repfdr)

> 

> m <- 500000

> 

> pi.00<- 0.85

> pi.01<- 0.05

> pi.10<- 0.05

> pi.11<- 0.05

> 

> n.vec<- sample(1:4,m,replace = T,prob=c(pi.00,pi.01,pi.10,pi.11))

> table(n.vec)

n.vec

     1      2      3      4 

424959  25201  24837  25003 

> 

> H.mat<- array(0,dim=c(m,2))

> H.mat[n.vec == 3 | n.vec == 4,1]<- 1

> H.mat[n.vec == 2 | n.vec == 4,2]<- 1

> 

> Z.mat<- H.mat*3  + cbind(rnorm(m),rnorm(m))

> 

> P.mat<- 1 - pnorm(Z.mat,mean=mu.0)

> P.no.assoc<- 1 - pchisq(-2*log(P.mat[,1]) -2*log(P.mat[,2]),4)

> P.no.replic<- apply(P.mat,1,max)

> 

> round(cbind(P.mat,P.no.assoc,P.no.replic)[1:10,],5)

                      P.no.assoc P.no.replic

 [1,] 0.48376 0.15124    0.26449     0.48376

 [2,] 0.43187 0.19146    0.28879     0.43187

 [3,] 0.00002 0.84892    0.00017     0.84892

 [4,] 0.01132 0.33947    0.02521     0.33947

[image: image176.emf]-2 0 2 4 6

-2

0

2

4

6

1st study Z-scores

2nd study Z-scores

> input.to.repfdr <- ztobins(Z.mat, 2)
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> output.rep <- repfdr(pbz_sim, bz_sim, "meta-analysis")

EM iteration 2 ……
> output.rep$Pi

     Study 1 Study 2         Pi

[1,]       0       0 0.85230800

[2,]       1       0 0.05055505

[3,]       0       1 0.05148559

[4,]       1       1 0.04565136

> ord.fdr<- order(output.rep$mat[,1])

> cbind(ord.fdr[1:100],output.rep$mat[ord.fdr[1:100],])

                 fdr          Fdr

 229423 1.452506e-11 1.452506e-11

 406028 1.332191e-10 7.387208e-11

  70901 3.137723e-10 1.538388e-10

 212237 3.137723e-10 1.938222e-10

 338676 3.778575e-10 2.306292e-10

 227296 6.083418e-10 2.935813e-10

> table(n.vec[output.rep$mat[,2] <= 0.05])

    1     2     3     4 

 2835 15138 15080 23231 

> sum(n.vec == 1&output.rep$mat[,2]<= 0.05)/sum(output.rep$mat[,2] <= 0.05) 

[1] 0.05036955

> table(p.adjust(P.no.assoc,method="BH") <= 0.05,output.rep$mat[,2] <= 0.05)

         FALSE   TRUE

  FALSE 442415   5177

  TRUE    1301  51107

> 

> sum(n.vec == 1 & p.adjust(P.no.assoc,method = "BH") <= 0.05) / sum(p.adjust(P.no.assoc,method = "BH") <= 0.05)

[1] 0.04453519

> 0.05 * 0.85

[1] 0.0425

> output.rep <- repfdr(pbz_sim, bz_sim, "replication")

EM iteration 2 …
EM iterations.> table(n.vec[output.rep$mat[,2] <= 0.05])

    1     2     3     4 

   85   417   384 16924 

> sum(n.vec <= 3 & output.rep$mat[,2]<=0.05)/sum(output.rep$mat[,2] <= 0.05) 

[1] 0.04974733

> table(n.vec[p.adjust(P.no.replic,method = "BH") <= 0.05])

   2    4 

   3 2336 

8.8 מה עושה חבילת ה repfdr?

הרכיב החסר לחישוב ה local-fdr הנו פילוג הפרמטרים 
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ליישום ה EM אנו כוללים לנראות ב (1) התניה בוקטורי התצפיות החבויים  
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 בהינתן וקטור התצפיות וערך מתעדכן של פילוג הפרמטר 
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בשלב ה Maximization  נעדכן פילוג הפרמטרים בערך שימקסם את התוחלת שזה עתה חישבנו
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לסיום נסמן  
[image: image193.wmf](

)

(

)

(

)

(

)

(

)

(

)

å

H

Î

×

=

×

=

=

h

t

j

j

t

j

j

jh

h

h

H

z

f

h

h

H

z

f

n

p

p

r

r

r

r

|

|

, וכך אפשר לכתוב את ביטוי (3),


[image: image194.wmf](

)

(

)

(

)

[

]

å

å

Õ

Õ

H

Î

=

=

H

Î

þ

ý

ü

î

í

ì

×

=

þ

ý

ü

î

í

ì

h

m

j

jh

m

j

h

n

n

h

h

jh

1

1

log

log

p

p


שזו הנראות המולטינומית בה 
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