1. ניתוח לוחות שכיחות
1.1 התפלגויות בדידות
המאפיין העיקרי של ניתוח לוחות שכיחות הנו העיסוק בהתפלגויות בדידות. לוחות השכיחות מסכמים את הפילוג המשותף של משתנים בדידים וכן השכיחות הנצפית בכל תא אף היא משתנה מקרי בדיד. נתחיל בהכרת מספר התפלגויות בדידות.
1.1.1 התפלגות בינומית

התפלגות זו מציינת את מספר ההצלחות בסדרה של 
[image: image1.wmf]n

 ניסויי ברנולי בלתי תלויים עם שיעור הצלחה משותף 
[image: image2.wmf]p

.  באמצעות התפלגות זו ממדלים היארעות משתנה דיכוטומי. נסמן את המ"מ הבינומי  
[image: image3.wmf](
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1.1.2 התפלגות מולטינומית
ההתפלגות המולטינומית היא התפלגות רב ממדית, המציינת את תוצאות סדרה של 
[image: image7.wmf]n

 ניסויים בלתי תלויים. לכל ניסוי 
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 תוצאות אפשריות עם סדרת הסתברויות הצלחה 
[image: image9.wmf](
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  של המשתנה המולטינומי מציין את מספר הפעמים בהן נתקבלה התוצאה ה 
[image: image13.wmf]i

, כאשר  ו 
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. שימו לב כי "מימד" ההתפלגות הנו 
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, וכי עבור 
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 זו ההתפלגות הבינומית.
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1.1.3 התפלגות פואסונית

התפלגות חד ממדית המציינת את סך האירועים על פני רצף ב"ת של מאורעות (חשבו לדוגמה על משתנה בינומי המתייחס לסדרה שואפת לאינסוף של מאורעות עם הסתברות הצלחה השואפת ל 0). נסמן את המ"מ הפואסוני  
[image: image21.wmf](
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1.1.4 פיזור יתר – Overdispersion
במקרים רבים שונות התצפיות גדולה מהנצפה לפי המודל הפרמטרי. בסעיף זה נדון ספציפית בפיזור יתר של נתוני ספירה לעומת הפילוג הפואסוני.
דוגמה 1: במודל הפואסוני מספר מספר הולכי הרגל הנפגעים בת"א מדי יום על ידי מכוניות הנו מ"מ פואסוני עם קצב קבוע 
[image: image24.wmf]m
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. נניח כעת כי קצב המאורעות תלוי במזג האוויר: 
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ואילו שונות המ"מ נתונה כעת ע"י 

[image: image31.wmf](
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> n <- 10000
> mu.wh <- sample(c(4,12),size=n,replace=T,prob=c(.75,.25))
> y.wh  <- rpois(n,mu.wh)
> y.eq  <- rpois(n,6)
> mean(y.eq)  =  5.9884
> mean(y.wh)  =  5.975
> var(y.eq)  =  6.003066
> var(y.wh)  =  17.72295
> var(mu.wh)  =  11.90138
> mean(mu.wh)  =  5.9752
> var(mu.wh) + mean(mu.wh)  =  17.87658
דוגמה 2: נתייחס כעת למספר נוסעי המכונית הנפגעים בתאונות דרכים. נניח כי המספר היומי של מכוניות המעורבות בתאונות 
[image: image32.wmf](

)

m

Pois

Y

~

, ובכל מכונית כ 3 נוסעים – לכן מספר הנפגעים הנו בערך 
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. ואז תוחלת מספר הנפגעים הנה  
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 בעוד שונות מספר הנפגעים 
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.
פתרון פרמטרי לבעיית פיזור היתר הוא מידול נתוני ספירה באמצעות ההתפלגות הבינומית השלילית. ההתפלגות הבינומית השלילית הנה סכום של 
[image: image36.wmf]r

 משתנים מקריים גאומטריים  שווי התפלגות ובלתי תלויים 
[image: image37.wmf]å
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, כאשר המשתנה המקרי הגאומטרי 
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 מתאר את מספר הכישלונות עד ההצלחה הראשונה בסדרת ניסויי ברנולי עם הסתברות הצלחה 
[image: image39.wmf]p

. על כן, עבור 
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. בהתפלגות הגיאומטרית השונות בסדר גודל של התוחלת בריבוע, ועבור ערכי 
[image: image43.wmf]r

 גדולים השונות מתקרבת לתוחלת. בפרט, בגבול 
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  עבור  
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. ניתן גם לקבל הפילוג הבינומי השלילי מפילוג פואסוני באמצעות ה Gamma-Poisson mixture.

1.1.5 קשר בין ההתפלגות הפואסונית להתפלגות המולטינומית
נסמן ב 
[image: image47.wmf]c
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 סדרת מ"מ פואסוניים ב"ת עם סדרת קצבים 
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 ונסמן את סכומם 
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. נחשב כעת את ההתפלגות המותנה של 
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 בהיתן סכומם 
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כך ההתפלגות המותנית של 
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 הנה מולטינומית עם מספר ניסיונות   
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 והסתברויות הצלחה    
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1.2 תיאור התפלגות משותפת באמצעות לוח שכיחות
מעתה והלאה נחקור את הקשר בין מספר משתנים קטגוריים. נבטא את הקשר בין המשתנים באמצעות לוח שכיחות. יהי 
[image: image57.wmf]X

 משתנה קטגורי המקבל את  
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 הערכים 
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 משתנה קטגורי המקבל את  
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 הערכים  
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. את ההתפלגות המשותפת של 
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 נבטא בטבלת שכיחות מלבנית הכוללת 
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 תאים – 
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 יהיה משתנה השורה, ו
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 משתנה העמודה. יהי  
[image: image67.wmf](
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 ההסתברות לצפות במאורע המתאים לתא בשורה ה 
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 בטבלת השכיחות. שימו לב כי  
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. ההתפלגות השולית של המשתנים נתונה על ידי שולי הטבלה – סכום הסתברויות בשורות  
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 , ועמודות הטבלה 
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במקרים רבים  
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 הנו משתנה מסביר 
[image: image74.wmf]Y

 הנו משתנה תלוי, ויש עניין למדל את ההסתברות המותנה של 
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 הנתונה על ידי כאשר  

[image: image78.wmf]+
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נרצה להשוות התפלגות זו עבור ערכי 
[image: image79.wmf]X

 השונים. 
1.2.1 סגוליות ורגישות
להלן טבלה המייצגת תוצאות של מבחן לגילוי סרטן השד. הטבלה נבנתה מתוצאות סקירת ספרות בנושא. המספרים הרשומים בטבלא הנם הסתברויות מותנות של תוצאות הבדיקה בהינתן המצאות או אי-המצאות המחלה. 
	
	Diagnosis of test
	Breast

Cancer

	Total
	Negative
	Positive
	

	1.0
	0.18
	0.82
	Yes

	1.0
	0.99
	0.01
	No


תוצאות בדיקה לאבחון סרטן שד –  טבלה 2.2 בספרו של Agresti
· סגוליות (specificity) הנה ההסתברות לבדיקה שלילית עבור נבדקת בריאה, במקרה זה שווה 
[image: image80.wmf]99
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· רגישות (sensitivity) הנה ההסתברות לבדיקה חיובית עבור נבדקת חולה, במקרה זה שווה 
[image: image81.wmf]82
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ככלל, רצוי שילוב של רגישות וסגוליות גבוהה (בעיקרון, מטרות מנוגדות).
1.2.2 אי תלות בין משתנים קטגוריים
שני משתנים קטגוריים, 
[image: image82.wmf]X

 ו 
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, הנם בלתי תלויים כאשר:
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לפי הסימונים שלנו:  
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1.2.3 התפלגות הדגימה של לוחות שכיחות דו-ממדיים
הניתוח הסטטיסטי נערך על הערכים הנצפים של המשתנים הקטגוריים המסוכמים בלוחות שכיחות. כאשר התפלגות הדגימה של סטטיסטי המבחן תיקבע על ידי סכימת הדגימה של התצפיות. ולעתים על אף שהדגימה אינה מותנה נערוך מבחן מותנה (למה??).
· poisson sampling: 
במקרה הכללי ביותר, נמדל את הערכים הנצפים בטבלת השכיחות 
[image: image90.wmf]j
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 כמ"מ פואסוניים ב"ת עם קצבים  
[image: image91.wmf]j
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. ואז ההסתברות המתקבלת הנה:


[image: image92.wmf](
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· multinomial sampling:
נניח עתה מחקר עם דגימה פואסונית בו קובעים את מספר התצפיות הכולל  
[image: image93.wmf]IJ
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. במקרה זה לערכים הנצפים בטבלה הנם וקטור מקרי עם פילוג מולטינומי עם מספר ניסיונות 
[image: image94.wmf]n

 ווקטור הסתברויות  
[image: image95.wmf](
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· product multinomial sampling:
נניח עתה מחקר עם דגימה פואסונית  בו קובעים את מספר התצפיות לכל ערך משתנה השורה 
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. במקרה הערכים הנצפים בשורות הטבלה הנם וקטורים מקריים מולטינומיים בלתי תלויים עם מספר ניסיונות 
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 ווקטור הסתברויות  
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· hypergeometric sampling:
כאשר קובעים בטבלה את ההתפלגות השולית בעמודות ובשורות מתקבלת התפלגות היפרגאומטרית בה נדון בהרחבה בהמשך הקורס. להלן הנוסחה לטבלה 
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> #1. poisson sampling
> mu.11 <- 60 ; mu.12 <- 40 ; mu.21 <- 150 ; mu.22 <- 50
> 
> n.11 <- rpois(1,mu.11) ; n.12 <- rpois(1,mu.12)
> n.21 <- rpois(1,mu.21) ; n.22 <- rpois(1,mu.22)
> 
> x <- c(rep("1",n.11),rep("1",n.12),rep("2",n.21),rep("2",n.22))
> y <- c(rep("1",n.11),rep("2",n.12),rep("1",n.21),rep("2",n.22))
> 
> table(x,y)
   y
x     1   2
  1  54  42
  2 149  52
> #2. multinomial sampling
> pi.11 <- 60  / 300 ; pi.12 <- 40  / 300 
> pi.21 <- 150 / 300 ; pi.22 <- 50  / 300
> 
> n.vec <- rmultinom(1,300,prob=c(pi.11,pi.12,pi.21,pi.22))
> n.11 <- n.vec[1,1]   ;  n.12 <- n.vec[2,1]
> n.21 <- n.vec[3,1]   ; n.22 <- n.vec[4,1]
> 
> x <- c(rep("1",n.11),rep("1",n.12),rep("2",n.21),rep("2",n.22))
> y <- c(rep("1",n.11),rep("2",n.12),rep("1",n.21),rep("2",n.22))
> table(x,y)
   y
x     1   2
  1  51  46
  2 150  53
> #3. product multinomial sampling
> pi.11 <- 60  / 100  ;  pi.12 <- 40  / 100
> pi.21 <- 150 / 200  ;  pi.22 <- 50  / 200
> n.vec <- rmultinom(1,100,prob=c(pi.11,pi.12))
> n.11 <- n.vec[1,1]
> n.12 <- n.vec[2,1]
> n.vec <- rmultinom(1,200,prob=c(pi.21,pi.22))
> n.21 <- n.vec[1,1]
> n.22 <- n.vec[2,1]
> x <- c(rep("1",n.11),rep("1",n.12),rep("2",n.21),rep("2",n.22))
> y <- c(rep("1",n.11),rep("2",n.12),rep("1",n.21),rep("2",n.22))
> table(x,y)
   y
x     1   2
  1  72  28
  2 160  40
> #4. hypergeometric sampling
> n.11 <-  rhyper(1,100,200,210) ;  n.12 <-  100 - n.11  
> n.21 <-  210 - n.11            ;  n.22 <-  200 - n.21
> x <- c(rep("1",n.11),rep("1",n.12),rep("2",n.21),rep("2",n.22))
> y <- c(rep("1",n.11),rep("2",n.12),rep("1",n.21),rep("2",n.22))
> table(x,y)
   y
x     1   2
  1  67  33
  2 143  57
1.3 סטטיסטי Pearson לבחינת טיב התאמת הפילוג הנצפה 
נתון לוח שכיחות עם נרצה לבחון את השערת האפס 
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 ונשתמש בסטטיסטי המבחן Pearson chi-squared statistic:
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תחת השערת האפס סטטיסטי המבחן מתפלג חי-בריבוע עם 
[image: image107.wmf]1
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דוגמה: מנדל, הגניטקאי המפורסם, הכליא אפונים ירוקות עם אפונים צהובות. הוא חזה (על סמך מה?) שבדור השני  25% מהאפונים תהיינה צהובות ו 75% מהאפונים תהיינה ירוקות. האם תוצאת הניסוי – 6022 אפונים ירוקות ו 2001 אפונים צהובות סותרת או מאששת את תחזיתו של מנדל?  (תרגיל: איך מצדיקים את תקיפות המבחן?)
> n.1  <- 6022
> n.2  <- 2001
> mu.1 <- (n.1 + n.2) * .75
> mu.2 <- (n.1 + n.2) * .25
> X.sq <- (n.1 - mu.1)^2 / mu.1 +  (n.2 - mu.2)^2 / mu.2  
> X.sq   


=  
0.01499855
> 1-pchisq(X.sq,1)

=    
0.902528
1.4 השוואת שני שיעורים
יהי 
[image: image109.wmf]Y

 משתנה התגובה (כשלון, הצלחה), ו 
[image: image110.wmf]X

 משתנה מסביר (טיפול I, טיפול II). נבטא את ההתפלגות בטבלה בה 
[image: image111.wmf]X

 משתנה השורה ו
[image: image112.wmf]Y

 משתנה העמודה. בפרט,  נרצה להשוות את סיכויי ההחלמה (הצלחה) בשני הטיפולים:     
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· Difference of proportion:  
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בחינת הפרש סיכויי ההחלמה המותנים שקול לבחינת הפרש סיכויי הכישלון המותנים. 

· Relative risk:  
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במקרים רבים נעדיף להתבונן על מנה ולא הפרש של שיעורים. בפרט, מנת הסיכונים. שימו לב כי מנת סיכויי ההחלמה שונה ממנת הסיכונים.

· Odds ratio:
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ה odds בכל קבוצת טיפול הנו 
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, לכן מנת ה odds הנה הביטוי מלעיל. ה odds ratio אינו תלוי בהקצאת משתני השורה והעמודה. 
שימו לב לקשר בין ה odds ratio לבין ה relative risk: 
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. לכן כאשר שוררת אי תלות בין 
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 (בתרגיל 1 עוד על הקשר בין ה OR  וה RR) . 
ה OR הוגדר כמנת שיעורים של הסתברויות, אולם ניתן גם להגדירן גם כמנת שיעורים של הסתברויות מותנות, וככזה הוא אינו תלוי בזהות המשתנה המותנה. כך נוכל להביע,
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ובצורה דומה נוכל גם להביע,
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לכן ניתן להעריך את ה OR בכל סוגי תכנון הניסוי: מחקר תצפיתי בו ניתן להעריך ישירות את הסתברויות החיתוך 
[image: image139.wmf](
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; מחקר פרוספקטיווי בו מקצים קבוצות טיפול וניתן רק להעריך את הסתברויות ההחלמה בהינתן הטיפול; וכן מחקרים רטרוספקטיוויים  בו בוחרים קבוצות חולים ובריאים וניתן רק להעריך את ההסתברות לכך שניתן טיפול בהינתן התוצאה. לעומת זאת,  את  ה RR  לא ניתן להעריך במחקרים רטרוספקטיוויים.   (שאלה: למה ואיך מה שלמדנו עד כה מתקשר תכנון הניסוי?) 
1.5 מתאם חלקי בטבלאות שכיחות רב שכבתיות
כאשר חוקרים הקשר בין 
[image: image140.wmf]Y

 ל 
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 חשוב לקחת בחשבון קיום משתנים נוספים המשפיעים על הקשר בין 
[image: image142.wmf]Y

 ל 
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. ראו דוגמה להלן:

	
	Y –  Death penalty
	X – Defendant's race
	Z – Victims' race

	% Yes
	No
	Yes
	
	

	11.3
	414
	53
	White
	White

	22.9
	37
	11
	Black
	

	0
	16
	0
	White
	Black

	2.8
	139
	4
	Black
	


קשר בין עונש מוות לגזע נאשם ונרצח –  טבלה 2.6 בספרו של Agresti
	
	Y –  Death penalty
	X – Defendant's race
	Z – Victims' race

	% Yes
	No
	Yes
	
	

	11.0
	430
	53
	White
	Total

	7.9
	176
	15
	Black
	


קשר בין עונש מוות לגזע נאשם (הטבלה השולית) –  טבלה 2.6 בספרו של Agresti
טבלאות שכיחות המתארות את הקשר בין 
[image: image144.wmf]Y

 ל 
[image: image145.wmf]X

 עבור ערך מסוים של משתנה שלישי (בדוגמה זו גזע הנאשם) נקראות טבלאות חלקיות – partial table. הטבלה המתארת את הקשר בין 
[image: image146.wmf]Y

 ל 
[image: image147.wmf]X

 עבור כלל הנרצחים היא הטבלה השולית. 

1.4.1 Odds Ratio מותנה ושולי

[image: image148.wmf]Y

 ו 
[image: image149.wmf]X

 משתנים דיכוטומיים, יהי 
[image: image150.wmf]Z

 משתנה קטגורי עם 
[image: image151.wmf]K

 רמות המציין את השכבות בהן נבחן את הקשר בין 
[image: image152.wmf]Y

 ל 
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. נתבונן כעת בטבלה מסדר 
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 את השכיחות הצפויה בתא  
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Conditional odds ratio:     
· 
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Marginal odds ratio:     
1.4.2 קשר מותנה 
· אי תלות מותנה בין 
[image: image159.wmf]Y

 ו 
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 בהינתן הרמה 
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 של משתנה השכבה 
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שימו לב אי תלות מותנה אינה בהכרח גוררת אי תלות שולית  (תרגיל 1).

· תלות הומוגנית בין 
[image: image164.wmf]Y

 ל 
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 בטבלה 
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מקרה פרטי להומוגניות הנו אי תלות מותנה בכל רמות 
[image: image168.wmf]Z

.

בדוגמה 2.6 מתקיימת תופעה הנקראת (בין השאר) פרדוקס סימפסון בה  ה OR בכל תת-טבלה קטן מ 1, בעוד ה OR השולי גדול מ 1. להלן תרשים המסביר מדוע זה קורה
[image: image169.emf]
1.5 הרחבות לטבלאות דו-ממדיות כלליות
את חישוב ה odds ratio ניתן להכליל ללוחות שכיחות מסדר 
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 על ידי חישוב ערכי odds ratio לכל הצירופים של זוג ערכי 
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 וזוג ערכי 
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ה uncertainty coefficient מסכם את חוזק התלות בין המשתנים במספר בודד:
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[image: image174.wmf]U

 מקבל ערכים בין 0 ל 1. 0 מייצג אי תלות בין המשתנים, 1 מייצג תלות מלאה: בכל רמה של 
[image: image175.wmf]X

, 
[image: image176.wmf]Y

 שווה בהסתברות 1 לאחד מערכיו. ניתן לראות שהגודל הזה הוא למעשה האינפורמציה המשותפת המנורמלת של שני המשתנים. אנחנו נשתמש בגדלים מדגמיים של המונה לבחון את הנחת אי התלות. 
1.5.1 קשר בין משתנים אורדינליים
כאשר ערכי המשתנים 
[image: image177.wmf]X

 ו 
[image: image178.wmf]Y

 סדורים, ניתן להשוות את כל זוגות התצפיות ולבחון אם הן  מתואמות: זוג תצפיות ייקרא מתואם (concordant) עם לתצפית עם ערך ה 
[image: image179.wmf]X

 הגדול יהיה גם ערך 
[image: image180.wmf]Y

 גדול, בזוג תצפיות לא מתואמות (discordant) לתצפית עם ערך ה 
[image: image181.wmf]X

 הגדול יהיה ערך 
[image: image182.wmf]Y

 קטן, תצפיות עם ערך 
[image: image183.wmf]X

 או 
[image: image184.wmf]Y

 שווה תיספרנה כתיקו. נסמן ב 
[image: image185.wmf]C

 את מספר הזוגות המתואמים, ב 
[image: image186.wmf]D

 את מספר הזוגות הלא מתואמים.  גדלים אלו משמשים לחישוב מדד gamma לקשר בין המשתנים:  
[image: image187.wmf](
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, ערך 0 מציין אי תלות, 1 או 1-  מציינים תלות מונוטוניות חיובית או שלילית. בסיכום 4 אראה כי התייחסות למשתנים כמשתנים אורדינליים נותן לנו הרבה יותר עוצמה לדחות את השערת האפס של אי תלות בין גובה השכר למידת שביעות הרצון מהעבודה.
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