3. בחינת אי-תלות בלוחות שכיחות
3.1  בחינת אי-תלות בלוחות שכיחות דו-ממדיים
בסעיף זה נדון בבחינת אי תלות באמצעות לוחות שכיחות נצפים שנדגמו מהתפלגות מולטינומית. כאן השערת האפס מוגדרת: 
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 לכל 
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 ו 
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. אולם אותם המבחנים תקפים עבור דגימת שורות מולטינומית ב"ת, בה השערת האפס הנה התפלגות עמודות שווה בכל שורות הטבלה.

3.1.1 סטטיסטי פירסון
עבור 
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[image: image7.wmf] הערך הצפוי בתא תחת השערת האפס. סטטיסטי פירסון מוגדר:
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(1)
שימו לב כי אם נחליף בביטוי (1) את 
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 בתוחלת 
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 הסטטיסטי יתפלג בקירוב 
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 (למה?).  חישוב ה 
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 כרוך באמידת 
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  פרמטרים, לכן תחת השערת האפס 
[image: image14.wmf](

)

j

i

j

i

n

E

+

+

=

p

p

 יתקבל 
[image: image15.wmf]2

)

1

)(

1

(

2

~

-

-

J

I

X

c

; מעניין לציין שפירסון התעקש בסדרת מאמרים כי  
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 ואילו פישר ניסה לתקן את טעותו.
3.1.2 סטטיסטי יחס הנראות

במודל המולטינומי הנראות ניתנת על ידי 

[image: image17.wmf]Õ

Õ

å

å

Õ

Õ

=

³

×

÷

÷

÷

ø

ö

ç

ç

ç

è

æ

+

+

i

j

i

j

j

i

j

i

n

j

i

i

j

j

i

for

n

n

j

i

1

,

0

,

!

!

p

p

p


תחת השערת האפס מכסימום הנראות מתקבל עבור 
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באופן כללי, מכסימום הנראות מתקיים עבור 
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וכך עבור 
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סטטיסטי יחס הנראות הנו
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במקרה הכללי נאמדים  
[image: image23.wmf]1

-

IJ

 פרמטרים, אולם תחת השערת האפס של אי תלות נאמדים רק 
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 פרמטרים. ולכן תחת השערת האפס של אי תלות  
[image: image25.wmf]2

)

1

)(

1

(

~

-

-

J

I

G

c

.
שני הסטטיסטים אסימפטוטית שקולים, אך אגרסטי טוען  שהתכנסות 
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 מהירה יותר. ככלל, נהוג לטעון כי סטטיסטי 
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 לא תקף כאשר 
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להלן לוח שכיחות הבוחנת את הקשר בין השכלה לחוזק האמונה הדתית:

[image: image29.emf]
ולהלן פלט ה R הבוחן את השערת אי התלות בין המשתנים:

> (table.3.2.array<-tapply(table.3.2$count,table.3.2[,1:2], sum) )
                  Religious.Beliefs
Highest.Degree     Fund Mod Lib
  <HS               178 138 108
  HS or JH          570 648 442
  Bachelor or Grad  138 252 252
> (row.sum  <- apply(table.3.2.array,1,sum))
             <HS         HS or JH Bachelor or Grad 
             424             1660              642 
> (col.sum  <- apply(table.3.2.array,2,sum))


Fund  Mod  Lib 


 886 1038  802 
> (table.3.2.exp <- outer(row.sum,col.sum) / sum(table.3.2.array))
                     Fund      Mod      Lib
<HS              137.8078 161.4497 124.7425
HS or JH         539.5304 632.0910 488.3786
Bachelor or Grad 208.6618 244.4593 188.8789
> sum( (table.3.2.exp - table.3.2.array)^2  / table.3.2.exp )  #  X^2 stat
[1] 69.15676
> 
> ( LR.null <- sum(table.3.2.array*log(table.3.2.exp))   )  = [1] 16044.33
> ( LR.alt  <- sum(table.3.2.array*log(table.3.2.array)) )  = [1] 16079.23
>  -2 * (LR.null - LR.alt)  #  G stat           

= [1] 69.81162
3.2 ניתוח אחרי דחיית השערת אי-תלות 
דחיית השערת אי התלות מורה כי קיים קשר בין משתני השורה והעמודה, אך אינה מורה מה הקשר. בסעיף זה נדון בחקירת טיב הקשר אחרי שהשערת אי-התלות נדחית.

3.2.1 ניתוח שאריות
דרך פשוטה לבחון את טיב הקשר הנה לעבור על כל התאים ולהשוות את הצפוי תחת השערת האפס לערך הנצפה – ז"א להתבונן בשאריות.  על מנת שנדע להתייחס לגודל השאריות ננרמל את השאריות. השאריות מנורמלות נקראות  pearson residual:

[image: image30.wmf]j

i

j

i

j

i

j

i

n

e

m

m

ˆ

ˆ

-

=

,
וסכום ריבועי השאריות הנ"ל מסתכם לסטטיסטי פירסון. תחת השערת האפס לכל שארית התפלגות נורמלית עם תוחלת 0, אולם שונות השאריות קטנה מ 1. מקובל גם לחלק את השאריות בשגיאת התקן שלהן, ואז מתקבל  standardized pearson residual:
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שגיאת התקן הנ"ל במכנה תתקבל גם כאשר נציג ניתוח לוחות שכיחות כמידול ליניארי, ואז נקבל קירוב נורמלי להתפלגות המשותפת של שאריות – רב נורמלי עם תוחלת 0 ומטריצת שונויות מהצורה  
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להדגים כיצד עושים שימוש בשאריות נחזור לטבלה 3.2. זכרו, השערת האפס נדחתה לכן השאריות גדולות. בפרט נתקבלו שאריות מאד גבוהות בתא המייצג השכלה נמוכה וקיצוניות דתית ובתא המייצג השכלה גבוהה וליברליות – פירוש הדבר ששכיחות חיתוך המאורעות גבוהה ממה שניתן היה לצפות – קרי מתאם בין המופעים הגבוהים והנמוכים. ניתן גם לכמת קשר זה באמצעות ה odds ratio עבור טבלת ה 2×2 הנוצרת על ידי זוג השוליים הנ"ל:    
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3.2.2 חלוקת החי בריבוע
באופן אנלוגי לכך שסטטיסטי החי בריבוע הוא סכום סטטיסטי חי בריבוע ב"ת, אפשר גם לחלק את סטטיסטי ה 
[image: image34.wmf]G

 לטבלה כולה לסכום של סטטיסטי 
[image: image35.wmf]G

 עבור חלוקות  "טלסקופיות" של הטבלה לתת טבלאות. ראשית אדגים את השיטה. פסיכיאטרים נדרש לדעתם באשר למקור הסכיזופרניה – להלן לוח השכיחות הקושר בין האסכולה לדעה:
[image: image36.emf]
חלוקה לתת טבלאות:

[image: image37.emf]
להלן הטבלאות והחישובים ב R 
> tapply(table.3.3$count,table.3.3[,1:2], sum) 
               School
Origin          Eclectic Medical Psychoanalytic
  Biogenic            90      13             19
  Environmental       12       1             13
  Combination         78       6             50
fit.3.3$deviance = 23.03619  ( = dev.1 + dev.2 + dev.3 + dev.4  )
table.3.3.1 
 (dev.1 = 0.2941939)
      School
Origin Ecl Med
   Bio  90  13
   Env  12   1
table.3.3.2  (dev.2 = 1.358793)
             School
Origin        Eclectic Medical
  Bio+Env          102      14
  Combination       78       6
table.3.3.3  (dev.3 = 12.95288)
      School
Origin Ecl+Med Psy
   Bio     103  19
   Env      13  13
table.3.3.3  (dev.4  = 8.43033)
         School
Origin    Ecl+Med Psy
  Bio+Env     116  32
  Com          84  50
אי תלות פירושה תמימות דעים באשר למקור הסכיזופרניה. תוצאות: האסכולה האקלקטית והרפואית תמימות דעים באשר למקור הסכיזופרניה, לדעת הפסיכואנליטיקאים מקור הסכיזופרניה שונה. להבהיר תמונה זו נחלק את ה deviance   קצת אחרת ונתבונן בשאריות: 
table.3.3.5
(dev.5 = 1.652986   =  dev.1 + dev.2 )
      School
Origin Ecl Med
   Bio  90  13
   Env  12   1
   Com  78   6
table.3.3.3
(dev.6 = 21.38321   =  dev.3 + dev.4 )
      School
Origin Ecl+Med Psy
   Bio     103  19
   Env      13  13
   Com      84  50
> chisq.test(tapply(table.3.3.6$count,table.3.3.6[,1:2],sum))$res
      School
Origin   Ecl+Med       Psy
   Bio  1.771168 -2.766100
   Env -1.266774  1.978369
   Com -1.132003  1.767892
מסקנה: באסכולה הפסיכואנליטית מייחסים חשיבות יתר למקור סביבתי ומורכב ונוטים לייחס פחות חשיבות למקור ביו-גנטי. 
כללים לחלוקת ה deviance:  (א) סך ד"ח נשמר.  (ב) כל שכיחות תא בתוך הטבלה וכל  שול של הטבלה השלמה יופיע במודל בודד.
3.3 מדוע כדאי לשקול אי-תלות?
ככלל, נשאף תמיד למידול סטטיסטי נאות חסכוני ככל האפשר, בסיכום זה נחקור יתרון נוסף בהנחת אי התלות – שגיאת אמידה קטנה. נתבונן תחילה בטבלה 
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 מולטינומיות עם הסתברויות 
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 כאשר הסטייה מאי-התלות נתונה על ידי 
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ראינו כבר כי 
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לקבל אינטואיציה נעבור ל R:
(p.mat <- cbind(c(.05,.25),c(.15,.55)))
# almost independence delta = 1/6

     [,1] [,2]
[1,] 0.05 0.15
[2,] 0.25 0.55
> log(p.mat[1,1]) =  -2.995732
> (1-p.mat[1,1]) / (p.mat[1,1] * n)   #  var of cell count estimator
[1] 0.038
> var(log(pp.hat)) =  0.0406137
> 
> ( pi.11 <- sum(p.mat[1,])*sum(p.mat[,1]))  = 0.06  #  est expectation
> (var.pi <- (1-sum(p.mat[,1]))/(sum(p.mat[,1])*n) +
 (1-sum(p.mat[1,]))/(sum(p.mat[1,])*n) - 2*(1/6)/n )

[1] 0.012
> var(log(pi.hat)) = 0.01214632
> (mean(log(pi.hat)) - log(p.mat[1,1]))^2  ( =  0.03104001
# Bias
> (-1/6)^2  (  =  0.03104001 )   # Bias approx.
> mean(log(pi.hat/p.mat[1,1])^2)  0.04318511       
# MSE est. 2
> mean(log(pp.hat/p.mat[1,1])^2)  0.04104741      
# MSE est. 1
[image: image58.png]Log(p.11) estimation
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התרשים הימני מציין את השפעת גודל המדגם והמרחק מאי-תלות על מנת ה MSE, התרשים השמאלי מציין את עצמת מבחן פירסון לבחינת אי-תלות.
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ננסה כעת להבין את הקשר בין צורת הטבלה ל MSE של האומדים. נבחן את 
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    וההטיה ללא שינוי    
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סיכום: השווינו מודל כללי מוטה עם שונות קטנה עם מודל לא מוטה עם שונות גדולה. נוכחנו כי במקרים רבים הנחת אי-תלות מניבה אמידה טובה יותר. ככל שאומדים מאורע נדיר יותר (או מודל עם יותר פרמטרים) גדל היתרון באמידה תחת אי-תלות, היתרון קטן ככל שגודל המדגם גדל והמרחק מאי-תלות גדל. כמו כן מובהקות התוצאה משמשת אינדיקציה לכדאיות שימוש במודל הפרטני יותר. 
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