5. הכרת המודל הלוג ליניארי
5.1 מודלים ליניאריים מוכללים

המודלים הליניאריים המוכללים (Generalized Linear Models), כשמם, הם הכללות של המודלים הליניאריים בהם השתמשנו ברגרסיה ובניתוח שונות. ה GLM כולל שלושה רכיבים:
1)  הרכיב המקרי (random component) הנו המשתנה התלוי 
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, ערכו במדגם הנו וקטור התצפיות 
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, בקורס זה נניח כי התפלגותו שייכת למשפחה המעריכית הטבעית (natural exponential family  או one-parameter exponential family ):
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(1)
הכוללת את ההתפלגויות הבדידות בהן אנו מתעניינים. ניתן גם להגדיר את המשפחה המעריכית בצורה כללית יותר שתכלול התפלגויות נוספות, לדוגמה ההתפלגות הנורמאלית. שימו לב, בביטוי (1) לכל תצפית 
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 מתאים פרמטר 
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 יקרא הפרמטר הטבעי (natural parameter). 
2) הרכיב השיטתי  (systematic component) מציין את מידול כל אחת מהתצפיות באמצעות המשתנים המסבירים:
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כאשר 
[image: image8.wmf](

)

p

i

i

x

x

,

,

1

L

 מציין את וקטור המשתנים המסבירים לתצפית ה 
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3) ה link function מציין את האופן בו הרכיב השיטתי קובע את התפלגות המשתנה התלוי. הlink function , 
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, מוגדרת כהעתקה המתאימה לתוחלת המשתנה התלוי את הרכיב השיטתי:       
[image: image11.wmf](

)

i

i

g

h

m

=

,     עבור הפרמטר  
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נוח במיוחד לעבוד עם ה canonical link:  
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כלומר מודל  GLM בו הרכיב השיטתי ממדל ישירות את הפרמטר הטבעי:
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5.1.1 מודל logit בינומי למשתנים דיכוטומיים
המשתנה התלוי דיכוטומי: בהסתברות  
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, ואת ההתפלגות ניתן להביע:
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קיבלנו התפלגות ממשפחה מעריכית עם פרמטר טבעי 
[image: image21.wmf](
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. לכן מודל ה GLM הקנוני הנו מודל הרגרסיה הלוגיסטית:
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המוכר גם בצורתו:
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דוגמה:
> lm.logit<- glm(satell.ind ~ width,family="binomial")

> summary(lm.logit)

Coefficients:

            Estimate Std. Error z value Pr(>|z|)    

(Intercept) -12.3508     2.6287  -4.698 2.62e-06 ***

width         0.4972     0.1017   4.887 1.02e-06 ***
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5.1.2   מודל poisson  לוג-ליניארי לנתוני ספירה

המשתנה התלוי, 
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, מתפלג poisson עם פרמטר 
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התפלגות מעריכית עם פרמטר טבעי 
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. לכן מודל ה GLM הקנוני הנו המודל הלוג-ליניארי:
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> lm.pois <- glm(satell ~ width,family="poisson")
> summary(lm.pois)
Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept) -3.30476    0.54224  -6.095 1.10e-09 ***
width        0.16405    0.01997   8.216  < 2e-16 ***
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5.2 מודל לוג ליניארי ללוחות שכיחות
בסעיף הקודם ראינו שהמודל הלוג-ליניארי מתאים למידול נתוני ספירה פואסוניים. בסעיף זה נראה כיצד ניתן להשתמש במודל הלוג-ליניארי למדל קשר בין משתנים המבוטא בלוחות שכיחות. ככלל, מודלים לוג-ליניאריים לטבלאות שכיחות מתאימים למקרים בהם נתייחס לכל המשתנים כמשתנים תלויים, בעוד משתנה תלוי בודד טבעי יותר למדל באמצעות רגרסיה לוגיסטית; נדון בקשר בין המודלים ונראה כי ניתן להביע רגרסיה לוגיסטית באמצעות  רגרסיה לוג-ליניארית. 
5.2.1 מודל לוג-ליניארי ללוחות שכיחות דו ממדיים

בוחנים לוח שכיחות 
[image: image31.wmf]J

I

´

. יהי 
[image: image32.wmf]j

i

m

 תוחלת מספר התצפיות בתא, נסמן ב 
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 את מספר התצפיות הנצפה. בדגימה פואסונית 
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 הוא פרמטר הקצב בתא, בדגימה  מולטינומית   
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א. מודל אי תלות
תחת אי תלות סטטיסטית ניתן להביע את התוחלת כ:  
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, והמודל הלוג-ליניארי
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(2)
זכרו, מודל אי התלות מתאר לוח עם 
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 תאים באמצעות 
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 פרמטרים, לכן על מנת שרכיבי המודל יהיו מוגדרים היטב יש לקבוע אילוצים על הפרמטרים. ב R ברירת המחדל הנה האילוצים:  
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. מכיוון שמודל זה שקול למודל האי-תלות הקודם מהפרק הקודם יתקבלו אותם אנ"מים  
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זכרו, עבור כל מודלי הדגימה, ההתפלגות המותנה של התצפיות בתוך שורה בהינתן סכום התצפיות בשורה, 
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. לפי מודל  (2) קל להביע את לוג מנת שתי הסתברויות כנ"ל (בה"כ עמודות  1 ו  2):
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ב. המודל הרווי
המודל הרווי הוא המודל הכללי ביותר ללוח השכיחות, צורתו  
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(3)

אם לכל  
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, מתקבל מודל אי התלות, לכן רכיבים אלו מציינים את הסטייה מאי התלות ואת הקשר בין המשתנים המסבירים. כך לדוגמה, ה odds ratio עבור לוח 
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. המודל הרווי כולל 
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 פרמטרים, לכן על מנת שרכיבי המודל יהיו מוגדרים היטב ברירת המחדל ב R  בנוסף לאילוצים  
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.  ככלל, ייתכנו הרבה סוגי אילוצים, וכל תוכנה משתמשת באילוצים שונים, האילוצים משנים את משמעות המקדמים אך לא את תוצאות הניתוח. 
כעת נראה כיצד ה R מציג את המקדמים של המודל הליניארי, ואת הקשר בין מקדמים אלו לערכים הרשומים בלוח השכיחות.
> # Example 1: 3*4 table -- independent row & columns variables
> (tbl <-tapply(data.mat$count,data.mat[,1:2], sum) )
    Col
Row   Y1  Y2  Y3  Y4
  X1 100 200 200 100
  X2 200 400 400 200

  X3 100 200 200 100
> fit.1 <- glm(count~ Row + Col, family="poisson", data=data.mat)
> fit.2 <- glm(count~ Row + Col + Row*Col, family="poisson", data=data.mat)
> round(summary(fit.1)$coef,3)
            Estimate Std. Error z value Pr(>|z|)
(Intercept)    4.605      0.061  75.202        0
RowX2          0.693      0.050  13.863        0
RowX3          0.000      0.058   0.000        1
ColY2          0.693      0.061  11.319        0
ColY3          0.693      0.061  11.319        0
ColY4          0.000      0.071   0.000        1
> round(summary(fit.2)$coef,3)
            Estimate Std. Error z value Pr(>|z|)
(Intercept)    4.605      0.100  46.052        0
RowX2          0.693      0.122   5.660        0
RowX3          0.000      0.141   0.000        1
ColY2          0.693      0.122   5.660        0
ColY3          0.693      0.122   5.660        0
ColY4          0.000      0.141   0.000        1
RowX2:ColY2    0.000      0.150   0.000        1
RowX3:ColY2    0.000      0.173   0.000        1
RowX2:ColY3    0.000      0.150   0.000        1
RowX3:ColY3    0.000      0.173   0.000        1
RowX2:ColY4    0.000      0.173   0.000        1
RowX3:ColY4    0.000      0.200   0.000        1
> 
> exp(est.vec[1])   




=    100 
> exp(est.vec[1] + est.vec[2] + est.vec[4])

=    400 
> exp(est.vec[1] + est.vec[3] + est.vec[4])

=    200 
# Example 2: 2*2 table -- dependent row & columns variables
    Col
Row  Y1  Y2
  X1 60  40
  X2 90 110
> fit.1 <- glm(count~ Row + Col, family="poisson", data=data.mat)
> fit.2 <- glm(count~ Row + Col + Row*Col, family="poisson", data=data.mat)
> round(summary(fit.1)$coef,3)
            Estimate Std. Error z value Pr(>|z|)
(Intercept)    3.912      0.115  33.879        0
RowX2          0.693      0.122   5.660        0
ColY2          0.000      0.115   0.000        1
> round(summary(fit.2)$coef,3)
            Estimate Std. Error z value Pr(>|z|)
(Intercept)    4.094      0.129  31.715    0.000
RowX2          0.405      0.167   2.433    0.015
ColY2         -0.405      0.204  -1.986    0.047
RowX2:ColY2    0.606      0.249   2.437    0.015
> exp(est.1[1])



=      50 
> exp(est.1[1] + est.1[2])


=      100 
> exp(est.1[1] + est.1[2] + est.1[3])
=      100 
> array(fit.1$fit,dim=c(2,2))
     [,1] [,2]
[1,]   50   50
[2,]  100  100
> exp(est.2[1])





=     60 
> exp(est.2[1] + est.2[2])




=     90 
> exp(est.2[1] +            est.2[3]) 


=     40 
> exp(est.2[1] + est.2[2] + est.2[3] + est.2[4])
=     110 
> array(fit.2$fit,dim=c(2,2))
     [,1] [,2]
[1,]   60   40
[2,]   90  110
> tbl[1,1] * tbl[2,2] / (tbl[1,2] * tbl[2,1])        =   1.833333
> exp(est.2[4])





=   1.833333
5.2.2 מודל לוג-ליניארי ללוחות שכיחות תלת ממדיים

נדון בלוח שכיחות 
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 המתאר את ההתפלגות המשותפת של המשתנים
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 גורמים מסדר 2 כאשר 
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 גורמים מסדר 3 כאשר  
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בין שלושה משתנים ייתכנו מספר דפוסי תלות, נדגים אותם באמצעות ההסתברות המולטינומית ופרמטר הקצב בתא 
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· אי תלות בין שלושת המשתנים – mutually independent:
לכל 
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והמודל הלוג-ליניארי המתאים:
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· 
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· 
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 בלתי תלויים בהינתן 
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ולכן מודל הלוג-ליניארי המתאים הנו:
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(6)
·  מודל הכולל את כל האינטראקציות הזוגיות בין המשתנים
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         (7)

·  המודל הרווי יכלול גם את הגורמים מסדר 3
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       (8)
5.2.3 הבנת הקשר בין שלושת המשתנים באמצעות ה odds ratio 
התבוננות בערכי ה odds ratio מקלה את הבנת  הקשרים בין המשתנים במודלים שהוגדרו בסעיף הקודם. נתבונן, בה"כ, ב odds ratio  בין זוג הרמות הראשונות של 
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,
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 כאשר המשתנה 
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 קבוע,
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· לדוגמה במודל (6) בו 
[image: image114.wmf]X

 ו 
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בלתי תלויים בהינתן 
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קיבלנו אי תלות בין 
[image: image118.wmf]X

 ל
[image: image119.wmf]Y

 לכל רמה של 
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· נתבונן כעת במודל (7) הכולל את כל האינטראקציות הזוגיות:  
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 קיבלנו תלות שווה בין 
[image: image122.wmf]X

 ל
[image: image123.wmf]Y

 לכל רמה של 
[image: image124.wmf]Z

. 

נעסוק רק במודלים לוג-ליניאריים הירארכיים – אם המודל כולל גורם מסדר גבוה אז כל הגורמים מסדר נמוך המתאימים יכללו אף הם במודל. על כן ניתן להגדיר כל מודל באמצעות הגורמים מהסדר הגבוהה ביותר הנכללים במודל:

[image: image125.emf]
5.3 בחינת המודלים הלוג-ליניאריים

ככלל, ניתן לבחון טיב התאמת כל מודל לוג-ליניארי במבחני 
[image: image126.wmf]2

X

 או 
[image: image127.wmf]G

 הבוחנים את השערת האפס שערכי הטבלה הנצפית נוצרו על ידי המודל (ד"ח הסטטיסטי שווים למספר התאים בטבלה פחות מספר הפרמטרים במודל). נעדיף את מבחן יחס הנראות 
[image: image128.wmf]G

 המאפשר בחינת מודלים מקוננים באמצעות סטטיסטי ה Deviance. הנראות הפואסונית ללוח תלת ממדי הנה: 
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ה Deviance של מודל עם אמדים 
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 הנו סטטיסטי יחס הנראות המשווה את נראות המודל לנראות המודל הרווי: 

[image: image131.wmf](

)

(

)

(

)

(

)

å

å

×

×

+

÷

÷

ø

ö

ç

ç

è

æ

+

-

=

-

=

+

+

+

ijk

k

j

i

k

j

i

k

j

i

ijk

k

j

i

K

J

I

K

J

I

K

J

I

K

J

I

K

J

I

n

n

n

n

n

n

n

L

n

n

L

Deviance

,

,

,

,

,

,

,

,

,

,

1

,

1

,

1

,

,

1

,

1

,

1

,

,

1

,

1

,

1

,

,

1

,

1

,

1

,

,

1

,

1

,

1

ˆ

/

log

2

ˆ

|

ˆ

ˆ

|

log

2

:

ˆ

ˆ

m

m

m

m

m

m

L

L

L

L

L


וכך הפרש ה Deviance  בין שני מודלים
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הנו סטטיסטי מבחן יחס הנראות בין שני המודלים. אם מודל 
[image: image133.wmf]K
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 מקונן במודל 
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, תחת השערת האפס שהמודל הקטן נכון לסטטיסטי המבחן פילוג חי בריבוע עם מספר ד"ח השווה להפרש מספר הפרמטרים בין שני המודלים.
נדגים התאמת המודל באמצעות דוגמה שיצרתי בפתרון תרגיל 2 של זוג משתנים בלתי תלויים בהינתן השלישי:
p.weath
<-  c(.2,.6,.2)

p.umb.weath <-  c(.20,.10,.70)

p.acc.weath <-  c(.30,.20,.50)

> for(i in 1:365)
+ {
+ 
+ w <- sample(1:3,1,prob=p.weath)
+ Umb[i]  <- sample(0:1,1,prob=c(1-p.umb.weath[w],p.umb.weath[w]))
+ Acc[i] <- sample(0:1,1,prob=c(1-p.acc.weath[w],p.acc.weath[w]))
+ Wth[i]   <-  c("Sharav","Pleasant","Rain")[w]
+ }
להלן טבלת השכיחות אותה ננתח:

, , Wth = Pleasant

   Acc
Umb   0   1
  0 168  36
  1  17   4
, , Wth = Rain
   Acc
Umb   0   1
  0  11  13
  1  32  17
, , Wth = Sharav
   Acc
Umb   0   1
  0  41  16
  1   6   4
נתחיל במודל האי-תלות

> fitU.A.W   <- glm(Freq ~ Umb + Acc + Wth,family="poisson",data=tbl)
> summary(fitU.A.W)
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  4.88557    0.07817  62.501   <2e-16 ***
Umb         -1.27046    0.12653 -10.041   <2e-16 ***
Acc         -1.11696    0.12144  -9.198   <2e-16 ***
WthPleasant -1.12564    0.13470  -8.357   <2e-16 ***
WthRain     -1.21141    0.13918  -8.704   <2e-16 ***
    Null deviance: 457.55  on 11  degrees of freedom
Residual deviance: 115.03  on  7  degrees of freedom
Number of Fisher Scoring iterations: 5
כך מחושבים ה deviance:  
( fitNULL <- glm(Freq ~ 1, family="poisson",data=tbl) )
Coefficients:
(Intercept)  
      3.415  
> 2 * sum(counts * log( counts / exp(fitNULL$coeff) ))  =  457.5476
> 2 * sum(counts * log( counts / fitU.A.W$fit ))        =  115.0269
להלן המודל הרווי: 
> (fitUAW     <- glm(Freq~Umb*Acc*Wth, family="poisson",data=tbl))

Null Deviance:      457.5 
Residual Deviance: 1.732e-14    AIC: 80.09 
נוח לחשב את ה deviance באמצעות פקודת ה anova

> anova(fitU.A.W)
Terms added sequentially (first to last)
     Df Deviance Resid. Df Resid. Dev
NULL                    11     457.55
Umb   1   122.12        10     335.43
Acc   1    98.26         9     237.17
Wth   2   122.14         7     115.03
> anova(fitUAW)
            Df Deviance Resid. Df Resid. Dev
NULL                           11     457.55
Umb          1   122.12        10     335.43
Acc          1    98.26         9     237.17
Wth          2   122.14         7     115.03
Umb:Acc      1     2.31         6     112.72
Umb:Wth      2    95.37         4      17.35
Acc:Wth      2    14.68         2       2.67
Umb:Acc:Wth  2     2.67         0  1.732e-14
> anova(fitU.A.W,fitUAW)
Model 1: Freq ~ Umb + Acc + Wth
Model 2: Freq ~ Umb * Acc * Wth
  Resid. Df Resid. Dev Df Deviance
1         7     115.03            
2         0  1.732e-14  7   115.03
מסקנה: מודל האי תלות אינו מתאים, נחפש את המודל מתאים:
> fitUA.W   <- glm(Freq ~ Umb*Acc + Wth, family="poisson",data=tbl)
> fitUW.A   <- glm(Freq ~ Umb*Wth + Acc, family="poisson",data=tbl)
> fitU.AW   <- glm(Freq ~ Umb     + Acc*Wth, family="poisson",data=tbl)
> fitUA.UW   <- glm(Freq ~ Umb*Acc + Umb*Wth, family="poisson",data=tbl)
> fitUA.AW   <- glm(Freq ~ Umb*Acc + Acc*Wth, family="poisson",data=tbl)
> fitUW.AW   <- glm(Freq ~ Umb*Wth + Acc*Wth, family="poisson",data=tbl)
> fitUA.UW.AW   <- glm(Freq ~ Umb*Acc + Umb*Wth  + Acc*Wth,)
למצוא את המודל המתאים יש לסרוק את כל צירופי המודלים ההירארכיים המקוננים. בסיכום זה נבחן רק חלק מצירופי המודלים (פירוט מלא ב script):
> anova(fitU.A.W,fitUA.W,fitUA.UW,fitUA.UW.AW,fitUAW)
Model 1: Freq ~ Umb + Acc + Wth
Model 2: Freq ~ Umb * Acc + Wth
Model 3: Freq ~ Umb * Acc + Umb * Wth
Model 4: Freq ~ Umb * Acc + Umb * Wth + Acc * Wth
Model 5: Freq ~ Umb * Acc * Wth
  Resid. Df Resid. Dev Df Deviance
1         7    115.027            
2         6    112.718  1    2.309
3         4     17.350  2   95.368
4         2      2.671  2   14.679
5         0  1.732e-14  2    2.671
ובדיעבד ניתן לסכם את בניית המודל כך:
> anova( glm(Freq ~ Wth*Acc*Umb, family="poisson",data=tbl))
Analysis of Deviance Table
            Df Deviance Resid. Df Resid. Dev
NULL                           11     457.55
Wth          2   122.14         9     335.40
Acc          1    98.26         8     237.14
Umb          1   122.12         7     115.03
Wth:Acc      2    16.57         5      98.45
Wth:Umb      2    95.37         3       3.08
Acc:Umb      1     0.41         2       2.67
Wth:Acc:Umb  2     2.67         0  3.064e-14
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