6. המודל הלוג ליניארי – הרחבות 
6.1  מודל לוג-ליניארי ללוחות שכיחות 4-ממדיים
קל להכליל את המודל הלוג-ליניארי ללוחות שכיחות מרובי משתנים – שימו לב מודלים אלו כוללים מספר גדול של גורמים. בסעיף זה נדון בלוחות שכיחות 4-ממדיים. נרשום, לדוגמה, את הגורמים עד סדר 2 ללוח המתאים ל 
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6.1.1  דוגמת תאונות דרכים
להלן לוח שכיחות המסכם תוצאות של 68,694 תאונות דרכים במדינת Maine שבארה"ב בשנת 1991. המשתנה G  הנו מגדר הנוסע, L הנו מיקום התאונה, S מציין שימוש בחגורת בטיחות,והמשתנה I  מציין פציעה:
[image: image3.emf]
נתאים מודלים לוג-ליניארי ללוח השכיחות:
> fitNULL              <-glm(count~ 1, family="poisson",data=table.8.8) 
> fitG.I.L.S           <-glm(count~ G + I + L + S,  ...
> fitGI.GL.GS.IL.IS.LS <-glm(count~ (G + I + L + S)^2,  ...
> fitGIL.GIS.GLS.ILS   <-glm(count~ (G + I + L + S)^3, ...
> fitGILS              <-glm(count~ G*I*L*S, ...
> anova(fitNULL,fitG.I.L.S,fitGI.GL.GS.IL.IS.LS,fitGIL.GIS.GLS.ILS,fitGILS)
Analysis of Deviance Table
Model 1: count ~ 1
Model 2: count ~ G + I + L + S
Model 3: count ~ (G + I + L + S)^2
Model 4: count ~ (G + I + L + S)^3
Model 5: count ~ G * I * L * S
  Resid. Df Resid. Dev Df Deviance
1        15      61710            
2        11       2793  4    58917
3         5         23  6     2769
4         1          1  4       22
5         0  2.307e-12  1        1
מקובל להשתמש ב מדד ה Akaike Information Criteria לבחירת הגורמים שיכללו במודל: 
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נדגים חישוב ה AIC עבור המודל הרווי:
> extractAIC(fitGILS)

[1]  16.0000 185.4594
> loglik<- log(prod(dpois(table.8.8[,5],table.8.8[,5])))

> -2*loglik + 2*16

[1] 185.4594
פונקצית stepAIC סורקת את המודלים עד למציאת המודל עם ה AIC המינימלי:

> stepAIC(fitGILS)

Start:  AIC= 185.46 
 count ~ G * I * L * S 
          Df  Deviance     AIC
- G:I:L:S  1     1.325 184.785
<none>       2.307e-12 185.459
Step:  AIC= 184.78 
 count ~ G+I+L+S+ G:I + G:L + I:L + G:S + I:S + L:S + G:I:L +   G:I:S + G:L:S + I:L:S 
        Df Deviance     AIC
- G:I:S  1    1.367 182.826
<none>        1.325 184.785
- G:I:L  1    3.562 185.022
- I:L:S  1    4.372 185.831
- G:L:S  1   16.139 197.599
Step:  AIC= 182.83 
 count ~ G+I+L+S+G:I+G:L+I:L + G:S + I:S + L:S + G:I:L + G:L:S + I:L:S 
        Df Deviance     AIC
<none>        1.367 182.826
- G:I:L  1    3.591 183.051
- I:L:S  1    4.491 183.950
- G:L:S  1   16.561 196.020
זהו המודל אליו הגיעה פונקציית ה stepAIC. ובאופן קצת כללי יותר, המודל הכולל את כל  האינטראקציות מסדר 3 טוב באופן מובהק מהמודל הכולל רק אינטראקציות מסדר 2. נראה כעת כי השיפור בטיב המודל אמנם מובהק סטטיסטית אך קטן, כאשר נכמת את טיב התאמת המודל באמצעות ה dissimilarity index של Gini (1914):  
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ערכי 
[image: image6.wmf]ˆ
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 נעים בין 0 ל 1. ניתן לפרש את 
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 כשיעור התצפיות המסווגות לתאים לא נכונים במודל – ככל שערך המדד קטן התאמת המודל טובה יותר. ערך 
[image: image8.wmf]ˆ
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 קטן מ 1% נחשב סביר.

> anova(fitGI.GL.GS.IL.IS.LS,fitGIL.GIS.GLS.ILS)

Model 1: count ~ (G + I + L + S)^2

Model 2: count ~ (G + I + L + S)^3

  Resid. Df Resid. Dev Df Deviance

1         5    23.3510            
2         1     1.3253  4   22.026
> fit.2 <- fitGI.GL.GS.IL.IS.LS$fit

> fit.3 <- fitGIL.GIS.GLS.ILS$fit

> n <- sum(fit.3)

> delta.2 <- (fitGILS$fit - fit.2) / (2*n)
> delta.3 <- (fitGILS$fit - fit.3) / (2*n) 
     S     L      G   I count      fit.2     fit.3       delta.2       delta.3
1   No Urban Female  No  7287  7166.3688  7276.738  8.780327e-04  7.469382e-05
2  Yes Urban Female  No 11587 11748.3087 11597.262 -1.174111e-03 -7.469382e-05
3   No Rural Female  No  3246  3353.8294  3256.262 -7.848534e-04 -7.469382e-05
4  Yes Rural Female  No  6134  5985.4930  6123.738  1.080931e-03  7.469382e-05
5   No Urban   Male  No 10381 10471.4955 10391.262 -6.586859e-04 -7.469382e-05
6  Yes Urban   Male  No 10969 10837.8269 10958.738  9.547639e-04  7.469382e-05
7   No Rural   Male  No  6123  6045.3062  6112.738  5.655066e-04  7.469382e-05
8  Yes Rural   Male  No  6693  6811.3714  6703.262 -8.615846e-04 -7.469382e-05
9   No Urban Female Yes   996   993.0169  1006.262  2.171297e-05 -7.469382e-05
10 Yes Urban Female Yes   759   721.3055   748.738  2.743650e-04  7.469382e-05
11  No Rural Female Yes   973   988.7848   962.738 -1.148923e-04  7.469382e-05
12 Yes Rural Female Yes   757   781.8927   767.262 -1.811857e-04 -7.469382e-05
13  No Urban   Male Yes   812   845.1187   801.738 -2.410597e-04  7.469382e-05
14 Yes Urban   Male Yes   380   387.5588   390.262 -5.501823e-05 -7.469382e-05
15  No Rural   Male Yes  1084  1038.0796  1094.262  3.342390e-04 -7.469382e-05
16 Yes Rural   Male Yes   513   518.2429   502.738 -3.816107e-05  7.469382e-05
> sum(abs(delta.2))    
= 0.008219103
> sum(abs(delta.3))

= 0.001195101
6.2 חישוב ה logit באמצעות מודל לוג-ליניארי
נתאים לנתוני תאונות הדרכים את המודל הלוג-ליניארי הבא:
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ונחקור את השפעת המשתנים  G, L, ו S על המשתנה 
[image: image10.wmf]I

. נתבונן ב logit  של הסתברות המאורע  
[image: image11.wmf]Y
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 עבור נוסעת בדרך עירונית עם חגורת בטיחות:
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להלן פלט ה R:

> fit.loglinear <- glm(count ~ G*L*S+G*I+L*I+I*S, data = table.8.8, family = poisson) 
> summary(fit.loglinear)
                  Estimate Std. Error z value Pr(>|z|)    
(Intercept)        8.89195    0.01142 778.756  < 2e-16 ***
GMale              0.35365    0.01477  23.944  < 2e-16 ***
LRural            -0.80411    0.01966 -40.891  < 2e-16 ***
SYes               0.46962    0.01447  32.450  < 2e-16 ***
IYes              -1.97446    0.02547 -77.507  < 2e-16 ***
GMale:LRural       0.28274    0.02441  11.584  < 2e-16 ***
GMale:SYes        -0.41328    0.01956 -21.134  < 2e-16 ***
LRural:SYes        0.15752    0.02441   6.453 1.09e-10 ***
GMale:IYes        -0.54483    0.02727 -19.982  < 2e-16 ***
LRural:IYes        0.75806    0.02697  28.105  < 2e-16 ***
SYes:IYes         -0.81710    0.02765 -29.551  < 2e-16 ***
GMale:LRural:SYes -0.12858    0.03228  -3.984 6.78e-05 ***
וערך אומדן ה logit הנו:

>  fit.loglinear$coefficients[5] + fit.loglinear$coefficients[11]   =  -2.791557 
נתבונן כעת ב logit  הסתברות המאורע 
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עבור נוסעת בדרך עירונית ללא חגורת בטיחות:
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כעת ערך אומדן ה logit הנו רק :

>  fit.loglinear$coefficients[5]  

=  -1.97446
שימו לב, אכספוננט הפרש שני הlogit    הנו ה  odds ratio  עבור חגירת חגורת בטיחות:

> exp(-fit.loglinear$coefficients[11])     =  2.263919 
כלומר, עבור נוסעת בדרך עירונית חגורת בטיחות מקטינה את הסיכון לפציעה פי בערך  2.3.
6.2 התאמת המודל הלוגיסטי והשקילות בין מודל לוג-ליניארי למודל הלוגיסטי

כאשר 
[image: image15.wmf]I

 משתנה דיכוטומי ניתן גם ישירות להתאים מודל סטטיסטי בו 
[image: image16.wmf]I

 המשתנה התלוי ו G, L, ו S הם משתנים מסבירים. זהו מודל ה logit  הבינומי שהכרנו בסעיף 5.1.1 ונראה כעת קיום מודל logit  שקול למודל לוג-ליניארי (1):
> fit.logit <- glm(I ~ G + L + S, data = table.8.8, family = binomial, weight = count) 
> summary(fit.logit)

Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept) -1.97446    0.02547  -77.51   <2e-16 ***
GMale       -0.54483    0.02727  -19.98   <2e-16 ***
LRural       0.75806    0.02697   28.11   <2e-16 ***
SYes        -0.81710    0.02765  -29.55   <2e-16 ***
    Null deviance: 41987  on 15  degrees of freedom
Residual deviance: 40082  on 12  degrees of freedom
AIC: 40090
Number of Fisher Scoring iterations: 6
שקילות זו מתבררת כאשר מבחינים כי המקדם הראשון במודל הנ"ל זהה למקדם 5 במודל הלוג-ליניארי, וכן מקדם 2 הנ"ל זהה למקדם 9, מקדם 3 זהה למקדם 10, ומקדם 4 זהה למקדם 11. זכרו, ה logit הנו ה log-odds על כן הפרשים ב logit  הנם לוגריתם ה odds ratio.

> exp(fit.logit$coefficients[2:4]) 
    GMale    LRural      SYes 
0.5799408 2.1341283 0.4417119 
על כן ה odds ratio לפציעה עבור נהג ולא נהגת הוא כמעט 0.6, עבור נסיעה מחוץ לעיר 2.13, ועבור חגורת בטיחות 0.44.
המודל הלוגיסטי הוא מודל ליניארי. להלן מטריצת ה 
[image: image17.wmf]X

 של המודל:

> model.matrix(fit.logit) 
   (Intercept) GMale LRural SYes
1            1     0      0    0
2            1     0      0    1
3            1     0      1    0
4            1     0      1    1
5            1     1      0    0
6            1     1      0    1
7            1     1      1    0
8            1     1      1    1
9            1     0      0    0
10           1     0      0    1
11           1     0      1    0
12           1     0      1    1
13           1     1      0    0
14           1     1      0    1
15           1     1      1    0
16           1     1      1    1
הערכים המותאמים על ידי המודל מחושבים על ידי כפל המקדמים במטריצת ה 
[image: image18.wmf]X


> p.logit <- model.matrix(fit.logit) %*% fit.logit$coefficients     
הערכים המותאמים הם אומדנים ל logit ההסתברות לכך שלא תהיה פציעה, לקבלת ההסתברויות

> p.hat <- exp(p.logit) / (1 + exp(p.logit))
להבנת הפרוצדורה נתאים שני מודלים נוספים:

> fit.logit.0 <- glm(I ~ 1, data = table.8.8, family = binomial, weight = count) 
Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept) -2.29747    0.01324  -173.5   <2e-16 ***
    Null deviance: 41987  on 15  degrees of freedom
Residual deviance: 41987  on 15  degrees of freedom
> fit.logit.1 <- glm(I ~ (G + L + S)^3, data = table.8.8, family = binomial, weight = count) 
> summary(fit.logit.1)
Coefficients:
                  Estimate Std. Error z value Pr(>|z|)    
(Intercept)       -1.99010    0.03378 -58.909   <2e-16 ***
GMale             -0.55813    0.04969 -11.232   <2e-16 ***
LRural             0.78531    0.04977  15.779   <2e-16 ***
SYes              -0.73554    0.05045 -14.580   <2e-16 ***
GMale:LRural       0.03153    0.06993   0.451   0.6521    
GMale:SYes        -0.07889    0.08121  -0.971   0.3314    
LRural:SYes       -0.15191    0.07325  -2.074   0.0381 *  
GMale:LRural:SYes  0.12918    0.11225   1.151   0.2498    
    Null deviance: 41987  on 15  degrees of freedom
Residual deviance: 40075  on  8  degrees of freedom
נבנה עכשיו את טבלת בערכים המותאמים:
> cbind(table.8.8,p.NULL = fit.logit.0$fit,p.model = fit.logit$fit, p.SAT = fit.logit.1$fit)
     S     L      G   I count     p.NULL    p.model      p.SAT
1   No Urban Female  No  7287 0.09133258 0.12191066 0.12024629
2  Yes Urban Female  No 11587 0.09133258 0.05778211 0.06147740
3   No Rural Female  No  3246 0.09133258 0.22857032 0.23062337
4  Yes Rural Female  No  6134 0.09133258 0.11573036 0.10985343
5   No Urban   Male  No 10381 0.09133258 0.07451696 0.07254534
6  Yes Urban   Male  No 10969 0.09133258 0.03434380 0.03348313
7   No Rural   Male  No  6123 0.09133258 0.14663626 0.15040932
8  Yes Rural   Male  No  6693 0.09133258 0.07054627 0.07119067
9   No Urban Female Yes   996 0.09133258 0.12191066 0.12024629
10 Yes Urban Female Yes   759 0.09133258 0.05778211 0.06147740
11  No Rural Female Yes   973 0.09133258 0.22857032 0.23062337
12 Yes Rural Female Yes   757 0.09133258 0.11573036 0.10985343
13  No Urban   Male Yes   812 0.09133258 0.07451696 0.07254534
14 Yes Urban   Male Yes   380 0.09133258 0.03434380 0.03348313
15  No Rural   Male Yes  1084 0.09133258 0.14663626 0.15040932
16 Yes Rural   Male Yes   513 0.09133258 0.07054627 0.07119067
להלן ההסבר לחישובי ההסתברויות במודל האפס ובמודל הרווי

> sum(table.8.8$count[9:16]) / n
[1] 0.09133258
> table.8.8$count[9:16] / (table.8.8$count[1:8] + table.8.8$count[9:16])
[1] 0.12024629 0.06147740 0.23062337 0.10985343 0.07254534 0.03348313 0.15040932 0.07119067
נחשב עתה את הנראות וה deviance. לוח השכיחות כולל 
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 תאים, כאשר ערכי   
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 שווים לכל ערכיו של המשתנה 
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. לחישוב הנראות נניח כי הערכים הנצפים בכל תא בטבלה מציינים סכום 
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 משתני ברנולי ב"ת עם סיכוי הצלחה 
[image: image23.wmf]s
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 בתאים עבורם לא ארעה פציעה וסיכוי הצלחה 
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 בתאים בהם ארעה פציעה. לוג-הנראות לכל מודל הנו
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להלן החישובים ב R
> (log.lik.0 <-sum(table.8.8$count * log(ifelse(fit.logit.0$y,fit.logit.0$fit,1-fit.logit.0$fit))))
[1] -20993.58
>(log.lik.1 <- sum(table.8.8$count * log(ifelse(fit.logit.1$y,fit.logit.1$fit,1-fit.logit.1$fit))))
[1] -20037.36
> (log.lik  <- sum(table.8.8$count * log(ifelse(fit.logit$y,fit.logit$fit,1-fit.logit$fit))))
[1] -20041.09
> -2 * log.lik.0   
=
41987.16
> -2 * log.lik

=
40082.18
> -2 * log.lik.1

=
40074.71
> anova(fit.logit.0,fit.logit,fit.logit.1)
Analysis of Deviance Table
Model 1: I ~ 1
Model 2: I ~ G + L + S
Model 3: I ~ (G + L + S)^3
  Resid. Df Resid. Dev Df Deviance
1        15      41987            
2        12      40082  3     1905
3         8      40075  4        7
ראינו כי מודל (1) שקול למודל logit אדיטיבי. להלן טבלה הקושרת בין מודלים לוג-ליניאריים ללוחות שכיחות תלת-ממדיים למודל ה logit   המתאים:
[image: image26.emf]
6.3  אמידת מקדמי המודל הלוג-ליניארי
נתחיל ברשימת הנראות ללוח שכיחות תלת-ממדי עבור תצפיות פואסונית ב"ת 
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וגרעין לוג-הנראות יוצא:
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עתה, נבטא את הפרמטרים באמצעות המודל הלוג-ליניארי:
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גרעין לוג-הנראות עכשיו יוצא:


[image: image31.wmf](

)

(

)

exp

XYZ

iijjkk

ijk

XYXZYZ

ijijikikjkjk

ijikjk

XYZXYZ

ijkijkijk

ijkijk

Lnnnn

nnn

n

mllll

lll

lll

++++++

+++

=+++

+++

+-++

ååå

åååååå

åååååå

L


עבור המודל הרווי דרושות כל התצפיות, בטבלה הבאה רשומים הסטטיסטים המספיקים לכל אחד מהמודלים:

[image: image32.emf]
6.3.1 אמדי נראות מכסימלית עבור מקדמי המודל הלוג-ליניארי
נתבונן כעת בגרעין לוג הנראות הפואסוני עבור מודל לוג-ליניארי בו המודל עובר תאי לוח השכיחות  (האינדקס  
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 רץ על פני כל התאים והאינדקס  
[image: image34.wmf]j

 רץ על פני שורת המאפיינים במטריצת X  המתאימה לתא  
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למציאת האנ"מ יש לגזור את גרעין לוג הנראות לפי המקדמים ולהשוות לאפס:
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לכל מודל קיימת שקילות בין מקדמי המודל 
[image: image39.wmf]{
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לערכי הfitted 
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, נבחר כל פעם את ההצגה הנוחה. ככלל, 
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 הנה מטריצה מסדר 
[image: image42.wmf]np
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. כך השוואת הנראות לאפס גוררת אפיון האנ"מים כסדרת המקדמים עבורם מתקיימים 
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 השוויונות: 
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במודלים לוג-ליניאריים ללוחות שכיחות עמודות 
[image: image45.wmf]X

 כוללות רק 0 ו 1 בהתאם למודל המותאם לנתונים. על כן פירוש משוואה (2) הנה סדרה של 
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 אילוצים מהצורה: סכום ערכי ה fitted  בתאים כלשהם שווה לסכום ה observed  באותם התאים. לדוגמה, המודל הרווי ללוח שכיחות תלת ממדי כולל את 
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 האילוצים 
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. בפרט במודלים עם חותך סכום ערכי ה fitted שווים לסכום ה observed, כך למעשה בכל המודלים הלוג ליניאריים שהתאמנו התנינו בסכום התצפיות. 
עבור לוחות שכיחות דו-ממדיים ייתכנו רק שני סוגי מודלים: במודל הרווי 
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, ואילו במודל אי-התלות 
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 ולכן האילוצים הנם שוויון של כל סכומי העמודות והשורות. עבור לוחות שכיחות עם יותר ממדים קיימים מודלים בהן האנ"מים מידיים, ובמקרים אחרים ניתן רק לפותרם באמצעות אלגוריתמים איטרטיביים המתכנסים לפתרון היחיד המקיים את המשוואה. 

להלן טבלה המסכמת את אמידת המודל ללוחות שכיחות תלת ממדיים:

[image: image51.emf]
לחישוב מטריצת השונויות נחשב את מטריצת האינפורמציה:
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על כן מטריצת האינפורמציה הנה
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והשונות האסימפטוטית של וקטור המקדמים הנה: 
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להדגמת החישובים נחזור לדוגמת מזג האוויר, מטריות ותאונות הדרכים. נתחיל באמידת הפרמטרים במודל:
> fitAW.UW     <- glm(counts~Acc*Wth+Umb*Wth, family="poisson",data=tbl)
> cbind(tbl,fit = fitAW.UW$fit,se = predict(fitAW.UW,type="response",se=T)$se)
   Umb Acc Wth counts        fit         se
1    0   0  Sh    168 167.733333 12.8432941
2    1   0  Sh     17  17.266667  3.8057241
3    0   1  Sh     36  36.266667  5.7864960
4    1   1  Sh      4   3.733333  0.9747833
5    0   0  Pl     11  14.136986  3.1995796
6    1   0  Pl     32  28.863014  4.9963325
7    0   1  Pl     13   9.863014  2.4419946
8    1   1  Pl     17  20.136986  4.0295546
9    0   0  Rn     41  39.985075  6.1809065
10   1   0  Rn      6   7.014925  2.2876748
11   0   1  Rn     16  17.014925  3.9030060
12   1   1  Rn      4   2.985075  1.0970895
> (tbl.U.W <- apply(tbl.3w,c(1,3),sum))
   Wth
Umb  Sh Pl Rn
  0 204 24 57
  1  21 49 10
> (tbl.A.W <- apply(tbl.3w,c(2,3),sum))
   Wth
Acc  Sh Pl Rn
  0 185 43 47
  1  40 30 20
> (tbl.W <- apply(tbl.3w,3,sum))
 Sh  Pl  Rn 
225  73  67 
> tbl.U.W[1,1] * tbl.A.W[1,1] / tbl.W[1]#    MLE mu pred of cell (U=1,A=1,W=1)
      Sh 
167.7333 
> tbl.U.W[2,1] * tbl.A.W[1,1] / tbl.W[1]#    MLE mu pred of cell (U=2,A=1,W=1)
      Sh 
17.26667 
> tbl.U.W[1,2] * tbl.A.W[1,2] / tbl.W[2]#    MLE mu pred of cell (U=1,A=1,W=2)
      Pl 
14.13699 
> x.mat <- model.matrix(fitAW.UW)
> exp(x.mat  %*% fitAW.UW$coef)
         [,1]
1  167.733333
2   17.266667
3   36.266667
4    3.733333
5   14.136986
6   28.863014
7    9.863014
8   20.136986
9   39.985075
10   7.014925
11  17.014925
12   2.985075
להלן חישובי השונות עבור מקדמי המודל
> summary(fitAW.UW)
Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  5.12238    0.07657  66.898  < 2e-16 ***
Acc         -1.53148    0.17437  -8.783  < 2e-16 ***
WthPl       -2.47358    0.23893 -10.353  < 2e-16 ***
WthRn       -1.43387    0.17251  -8.312  < 2e-16 ***
Umb         -2.27360    0.22917  -9.921  < 2e-16 ***
Acc:WthPl    1.17147    0.29495   3.972 7.13e-05 ***
Acc:WthRn    0.67706    0.31888   2.123   0.0337 *  
WthPl:Umb    2.98736    0.33852   8.825  < 2e-16 ***
WthRn:Umb    0.53313    0.41239   1.293   0.1961    
> solve(t(x.mat)%*%diag(fitAW.UW$fit)%*% x.mat)
> summary(fitAW.UW)$cov.unscaled
> round(sqrt(diag(summary(fitAW.UW)$cov.unscaled)),3)
(Intercept)         Acc       WthPl       WthRn         Umb   Acc:WthPl   Acc:WthRn   WthPl:Umb 
      0.077       0.174       0.239       0.173       0.229       0.295       0.319       0.339 
  WthRn:Umb 
      0.412
6.5 אפסים – מקריים או מבניים?

כאשר נתקלים בלוח שכיחות עם תאים ריקים חשוב לברר מדוע התא ריק. אפס מקרי יתאר תא שכיחות עם קצב או הסתברות גדולים מאפס שבמקרה נצפה ריק, ואילו אפס מבני יתאר תא שהנו ריק על פי הגדרה. אפסים  מקריים רק גורמים לבעיה של אמדי מקדמים לוג-ליניאריים אינסופיים, אולם המצאות אפסים מבניים לעתים מצביעה על כך שלא ניתן להתאים מודל לוג-ליניארי לנתונים.

נתחיל בדוגמה בה נראה השפעת אפס מקרי על אמדי המודל:

> (tmp <- rpois(4,outer(c(10,.8),c(.4,10))))
[1]  6  0 85  6
> (tbl <-data.frame(expand.grid(X=c(0,1), Y=c(0,1)),counts=tmp) )
  X Y counts
1 0 0      6
2 1 0      0
3 0 1     85
4 1 1      6
> summary(glm(counts~ X + Y, family="poisson",data=tbl))
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)   1.7279     0.4091   4.224 2.40e-05 ***
X            -2.7191     0.4215  -6.451 1.11e-10 ***
Y             2.7191     0.4215   6.451 1.11e-10 ***
AIC: 20.389
Number of Fisher Scoring iterations: 4
> summary(glm(counts~ X * Y, family="poisson",data=tbl))
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)     1.7918     0.4082   4.389 1.14e-05 ***
X             -24.0943 42247.1657  -0.001        1    
Y               2.6509     0.4224   6.276 3.48e-10 ***
X:Y            21.4435 42247.1657   0.001        1    
AIC: 21.597
Number of Fisher Scoring iterations: 20
> predict(glm(counts~ X + Y, family="poisson",data=tbl),type="link")
        1         2         3         4 
 1.727908 -0.991192  4.447008  1.727908 
> predict(glm(counts~ X + Y, family="poisson",data=tbl),type="response")
        1         2         3         4 
 5.628866  0.371134 85.371134  5.628866 
> predict(glm(counts~ X * Y, family="poisson",data=tbl),type="link")
         1          2          3          4 
  1.791759 -22.302585   4.442651   1.791759 
> predict(glm(counts~ X * Y, family="poisson",data=tbl),type="response")
           1            2            3            4 
6.000000e+00 2.061154e-10 8.500000e+01 6.000000e+00 
עתה נתבונן בלוח שכיחות המתאר קשר בין הדבקות ראשונית ושניונית של עגלים בדלקת ריאות. שימו לב: על פי הגדרה התא המציין הידבקות שניונית ללא הדבקות ראשונית ריק.
[image: image55.emf]
משתנה השורה מציין הדבקות ראשונית ואילו השתנה העמודה מציין הידבקות שניונית. מטרת הניסוי לבדוק אם ההסתברות המותנה להדבקות שניונית, הנתונה ע"י 
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, שווה להסתברות השולית של הדבקות ראשונית, הנתונה ע"י 
[image: image57.wmf]12

11

p

p

+

, או האם ההידבקות הראשונית מחסנת העגל. כך על אף שניתן להגדיר פרמטרים המציינים הסתברויות שוליות להדבקות ראשונית ושניונית, אין מודל אי תלות בין שני המשתנים המתאים לנתונים – על כן המודל הלוג-ליניארי היחיד המתאים לטבלא הוא המודל הרווי. כאמור, החוקרים מעוניינים לבחון את השערת האפס 
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. נסמן ההסתברות להידבקות ראשונית 
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, ואז תחת השערת האפס ההסתברויות ליפול בשלושת התאים הלא ריקים בטבלא הנן  
[image: image60.wmf](
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 ונמדל התצפיות כמדגם מולטינומי עם גודל מדגם 156. הנראות למודל המולטינומי הנה:
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עם אנ"מ  
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. הצבת נתוני הטבלה מניבה 
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 ואת ערכי הלוח בסוגריים. נבחן את השערת האפס באמצעות סטטיסטי פירסון לטיב התאמה.  ערך הסטטיסטי הנו 
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 עם ד"ח אחת. מסקנה: יש לדחות השערת האפס של אי תלות בין חיסון ראשוני לשניוני. יתירה על כן, השוואת הערכים הנצפים לערכים המותאמים על ידי מודל אי התלות מובילה למסקנה כי הזיהום הראשוני מחסן מפני זיהום נוסף. דרך נוספת להגיע למסקנה זו היא השוואת שיעור הדבקות ראשונה  
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 עם שיעור הידבקות שניה בהינתן הידבקות ראשונה 
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6.5   הערה אחרונה לסיום
המבחנים שערכנו ללוחות שכיחות בפרקים 1-4 היו מבוססים על התפלגויות מולטינומיות ואילו המודלים שהתאמנו בפרק 5 ובפרק הזה, וכן הנראויות שרשמנו, התבססו על ההתפלגות הפואסונית. למעשה אין כאן סתירה, המודלים שאנו בוחנים הם מודלים פואסוניים לוג-ליניאריים וברגע שאנחנו קובעים שבמודל יהיה חותך אנחנו אפקטיבית מתנים על סכום התאים בלוח. וכזכור כאשר מתנים על סכום התצפיות הפואסוניות מתקבלת התפלגות מולטינומית.  
כך, לדוגמה, לוג הנראות בלוח שכיחות תלת-ממדי הוא מהצורה:
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אולם בכל המודלים שהתאמנו מתקיים  
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, על כן גרעין הנראויות שאנו למעשה בוחנים (ראו חישוב ה  devianceללוחות שכיחות) הנו:

[image: image69.wmf](

)

å

å

å

=

k

j

i

k

j

i

n

L

m

m

ˆ

log

ˆ

,

המזדהה עם גרעין נראות מולטינומית, הנתון על ידי 
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