סיכום 1: מבוא זריז לסטטיסטיקה בייזיאנית
1.1   אבחנה בין היקש בייזיאניות להיקש שכיחותי
ההיקש השכיחותי נסמך על ההנחות הבאות:
· הפרמטרים הם קבועים לא ידועים. בגלל שהפרמטרים קבועים, ניתן לקבוע קביעות הסתברותיות עבור האומדים אך לא עבור ערכי הפרמטרים. 
· מושג ההסתברות מתייחס לשכיחויות גבולית בעולם האמיתי. 
· וכך בהיקש שכיחותי אנו מכוונים לשיטות סטטיסטיות המבטיחות ביצועים טובים בחזרות תיאורטיות של הניסוי ....
ההיקש הבייזיאני נסמך על סט הנחות שונה:
· ההיקש הבייזיאני נסמך פירוש רחב יותר של מושג ההסתברות. לדוגמה, הסתברות יכולה גם לייצג מידת אמונה.
· בפרט, נוכל לייחס קביעות הסתברויות לערכי הפרמטרים. 
· וכך ההיקש הבייזיאני ניתן על ידי ההסתברות המותנה של הפרמטרים בהינתן התצפיות.
1.1.1 קצת רקע היסטורי
בעוד ההסתברות נחקרת כבר מאות שנים, הסטטיסטיקה הנה תחום חדש יחסית. Francis Galton פרסם את עבודותיו על הרגרסיה הליניארית בסוף המאה ה 19. Karl Pearson הוסיף את מושג הקורלציה ומדדי טיב התאמה בראשית המאה ה 20. ב 1920 – 1930 פיתח Fisher את מושג הנראות ואילו Jerzy Neyman  ו Egon Pearson הקימו היסודות לבדיקת ההשערות. במהלך מלחמת העולם השנייה ייחסו ממשלות ארה"ב ובריטניה חשיבות רבה ליישום שיטות סטטיסטיות במאמץ המלחמתי ועודדו ומימנו מחקר סטטיסטי. ובמהלך המחצית השנייה של המאה ה 20 התמקצעה הסטטיסטיקה כתחום מחקרי נפרד, והשיטות הסטטיסטיות הפכו להכרחיות בכמעט בכל תחומי המדע. ובשנים האחרונות ההתפתחויות הטכנולוגית גרמו לכך שבתחומים מדעיים רבים (ביולוגיה, פיסיקה נסיונית, כלכלה, רפואה ... ) חלק ניכר מהפעילות המחקרית הנה ניתוח סטטיסטי של נתונים ואף פיתוח שיטות סטטיסטיות. 
מקובל לייחס את ראשית הגישה הבייזיאנית למאמרו של הכומר והמתמטיקאי החובב Thomas Bayes  מ 1763. Laplace השתמש בהיקש בייזיאני מבוסס פילוגים אפריוריים לא אינפורמטיביים כבר בראשית המאה ה 19 (ראו סקירה Berger (2006)). בתחילת המאה ה 20 דווקא לא סטטיסטיקאים (Harold Jeffreys – פיסיקאי ו Arthur Bowles – אקונומטריקן) התעניינו בסטטיסטיקה בייזיאנית. ואחרי מלחמת העולם השנייה החלו  סטטיסטיקאים, דוגמת L. J. Savage,  Bruno de Finetti, Dennis Lindley, Jack Kiefer להצביע על כשלים עקרוניים בהיקש השכיחותי. ואילו בשנים האחרונות אנו רואים שימוש מתרחב בהיקש בייזיאני גם אצל סטטיסטיקאים ובעיקר בקרב מדעני המחשב. 
1.1.2 דוגמאות המציגות השוני בין היקש בייזיאני לשכיחותי
דוגמא 1 – רווחי סמך שכיחותיים
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דוגמא 2 – ניסוי לבחינת מטבע הוגן
דוגמה ידועה, הופיעה לראשונה ב Lindley and Phillips (1976). נניח הטלנו מטבע 12 פעמים וקיבלנו 9 עץ ו 3 פלי. ברצוננו לבחון את השערת האפס שהמטבע הוגן, כלומר אם   
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 הנה הסיכוי להטלת עץ השערת האפס הנה  
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מודל בינומי: המודל הבינומי מחושב תחת ההנחה שמראש קבענו שנטיל את המטבע 12 פעמים. ההסתברות לצפות ב 
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ומובהקות התוצאה נתונה על ידי   
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מודל בינומי שלילי: לחילופין ניתן לחשוב שהניסוי נערך באופן אחר. מטילים את המטבע עד שמקבלים 3 הטלות פלי (בניסוי התוצאה האחרונה היא כמובן פלי). כעת  ההסתברות לצפות ב 
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לעומת זאת, בניתוח בייזיאני כוונת הנסיין אינה משפיעה על ההיקש שכן מתנים רק במה שנצפה: 12 נסיונות עם 3 כשלונות ו 9 הצלחות.
דוגמא 3 – היקש מותנה לעומת היקש שכיחותי
נניח 
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 זה נראה מוזר להכריז שניתן רק לקבוע בוודאות של 0.75 את ערכו של 
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 כאשר יודעים בוודאות את ערכו, ולחילופין כאשר צופים ב 
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 דוגמא 4 – היקש מותנה לעומת היקש שכיחותי

ניתן לערוך ניסוי מסוים במעבדה בתל-אביב או במעבדה בחיפה. זהות המעבדה נקבעת בהטלת מטבע. הטילו מטבע, יצא עץ והניסוי נערך בתל אביב. אחרי חודש מגיעות תוצאות הניסוי. האם בניתוח התוצאות יש גם לקחת בחשבון שייתכן גם שהיה יוצא פלי והניסוי היה נערך בחיפה? 
דוגמא 5 –  היקש מותנה לעומת היקש שכיחותי – קטימה  
סטטיסטיקאי מתבקש לנתח תוצאות שנמדדו בעזרת אותו מכשיר המדיד. לאחר שקיבל לידיו את הניתוח מעיר החוקר שאחרי הניסוי הוא גילה פתאום שהמכשיר היה מקולקל, המכשיר יכול היה רק למדוד תצפיות מ 0 ל 100 כך שמזל שכל תוצאות הניסוי לא היה גדולות מ 100. הסטטיסטיקאי (השכיחותי) נרעש והודיע נחרצות שהניתוח שערך אינו תקף (למה??).
 1.2  עקרונות ההסקה הבייזיאנית
כבכל היקש סטטיסטי, המטרה בהסקה הבייזיאנית הנה להקיש מקובץ נתונים מסוים על מצב טבע לא ידוע. הפרמטר 
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 את קבוצת ערכי הפרמטר, שנקרא לו מרחב הפרמטרים  (parameter space).

הייחוד בגישה הבייזיאנית הנו ייחוס פילוג ל 
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. את כל הידוע לנו אודות מצב הטבע בטרם התבוננות בנתונים נבטא באמצעות הפילוג האפריורי (prior distribution function) 
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 כפונקציה של 
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 פונקצית הנראות (likelihood function) ונסמנה 
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 את ההסקה הביזיאנית נבסס על הפילוג המותנה של 
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בהינתן פילוג פוסטריורי של הפרמטר, נוכל גם להגדיר פילוג שולי מנובא של תצפית "חדשה" 
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1.2.1 תורת החלטות בייזיאנית
תורת החלטות הנה ייצוג פורמאלי ושיטתי של ההיקש הסטטיסטי. בייצוג זה המטרה של ההיקש הסטטיסטי הנה לבצע את הפעולה (action) 
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  שתמזער את ההפסד (loss), הנתון על ידי פונקצית ההפסד (loss function)  –   
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 בזמן ההחלטה ניתן על ידי 
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 נגדיר את ה Bayesian expected loss של פעולה 
[image: image60.wmf]a

   


[image: image61.wmf](

)

(

)

(

)

(

)

ò

Q

×

=

=

q

q

p

q

q

p

r

p

d

a

L

a

L

E

a

,

,

,

.

דוגמה 

על משקיע להחליט אם לקנות אג"ח המניבה רווח של 500$ אולם יכולה גם במקרה של פשיטת רגל לגרום להפסד של 1000$, או להשקיע הכסף באפיק השקעה סולידי שיניב בוודאות רווח של 300$. ההסתברות לפשיטת רגל הנה 0.1. בדוגמה זו מרחב ההחלטות 
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 הנה ההחלטה לקנות האג"ח ו 
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  הנה ההחלטה להשקיע באפיק הסולידי. שני מצבי הטבע הרלבנטיים הנם 
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את האינפורמציה אודות מצב הטבע נביע באמצעות הפילוג 
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1.2.2 סיכונים וכללי החלטה מבוססי נתונים
בהיקש סטטיסטי הפעולות נעשות בהתאם לתצפיות. נגדיר כלל החלטה (decision rule) כהעתקה  
[image: image75.wmf](
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  ממרחב המדגם של התצפיות למרחב ההחלטות. 

הסיכון השכיחותי

 הגישה השכיחותית  מתייחסת ל 
[image: image76.wmf]q

 כקבוע, על כן האופן היחיד לכמת טיב כלל החלטה הנה להתבונן בפילוג ההפסד 
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 עבור דגימות חוזרות של 
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. מקובל לסכם פילוג הפסד זה באמצעות תוחלתו, הנקראת הסיכון השכיחותי (Frequentist risk)
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1.2.3  הסיכון הבייזיאני וכללי החלטה בייזיאניים
הסיכון הבייזיאני (Bayes risk, average risk) של כלל החלטה 
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כך נקבל שבנוסף לכך שכלל בייז הנו 
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נשנה כעת את מבנה הבעייה. נניח אנחנו צופים במדגם בגודל 
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1.2.5 בניית רווחי סמך בייזיאניים

ניתן להשתמש בפונקציות הפסד גם לאפיון רווחי סמך בייזיאניים (credible sets, credible intervals). כעת כלל ההחלטה הנו התווית תת-קבוצה במרחב הפרמטרים 
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)

Q

Ì

y

C

, ופונקצית ההפסד תעניש אי כיסוי הפרמטר  
[image: image145.wmf](

)

(

)

(

)

(

)

y

C

I

y

C

L

Ï

=

q

q

,

. כך ה posterior expected loss שווה להתפלגות הפוסטריורית  ש 
[image: image146.wmf](

)

y

C

 אינו מכסה את 
[image: image147.wmf]q

. 

בפרט אם נגביל עצמנו למרווחים המבטיחים הסתברות כיסוי פוסטריורית 
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  תמוזער על ידי highest posterior density sets מהצורה  
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  (בצפיפויות סימטריות רווחים אלו הם גם HPD sets). 

1.3 הסקה בייזיאנית במודל הנורמאלי
1.3.1 הסקה על תצפית נורמאלית שונות ידועה

נניח פילוג אפריורי 
[image: image157.wmf])

,

(

~

2

0

0

t

m

m

N

 וצופים במדגם 
[image: image158.wmf]n

y

y

L

1

 ב"ת 
[image: image159.wmf](

)

2

,

s

m

N

 עם 
[image: image160.wmf]2

s

 ידוע. עבור ממוצע המדגם 
[image: image161.wmf](

)

n

y

y

y

n

/

1

+

+

=

L

,  נקבל פילוג פוסטריורי 
[image: image162.wmf](

)

2

1

,

~

|

n

n

n

N

y

y

t

m

m

L

 עם 

[image: image163.wmf]2

2

0

2

0

2

0

1

1

s

t

s

m

t

m

n

y

n

n

+

×

+

×

=

    ו   
[image: image164.wmf]2

2

0

2

1

1

s

t

t

n

n

+

=

.

אם נתייחס להופכי לשונות כמדד דיוק (precision)
א. הדיוק הפוסטריורי הנו סכום הדיוק האפריורי ודיוק הנתונים (דיוק גדול = טוב), שגדל פרורפורציונלית למספר התצפיות.
ב.  התוחלת הפוסטריורית היא ממוצע משוקלל על ידי הדיוק של התוחלת האפריורית והממוצע.  

1.3.2 הסקה נורמאלית שונות לא ידועה עם פילוגים אפריוריים חלופיים
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מקרה כללי יותר הנו לקחת  
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ואילו הפילוג הפוסטריורי השולי  של 
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1.4 פילוגים אפריוריים לא אינפורמטיביים
1.4.1  מוטיבציה: פילוגים לא אינפורמטיביים במודל הנורמלי   
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1.4.2  עקרון ה insufficient reason

על פי עקרון ה insufficient reason יש להתאים פילוגים אפריוריים אחידים במרחבי פרמטרים סופיים. העיקרון מיוחס ללפלס (Laplace) וגם לבייז, ולכן הוא מכונה גם Laplace-Bayes principle. הדוגמה הבאה הוצעה ב Shafer (1976) להציג הבעייתיות שבעקרון זה. 
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1.4.3 פילוג אפריורי לא אינפורמטיבי עבור פרמטר מיקום
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1.4.4 פילוג אפריורי לא אינפורמטיבי עבור פרמטר פיזור
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כך נקבל לכל 
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לסיום, שימו לב כי בשינוי משתנה נקבל גם   
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1.4.5  שיטת  Jeffrey’s

לפי שיטת Jeffrey's הפילוג האפריורי הלא אינפורמטיבי פרופורציונאלי לשורש דטרמיננטת מטריצת האינפורמציה של פישר    
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נראה עתה כי כלל זה תקף גם בשינוי פרמטריזציה, קרי מקיים את שוויון (1), על ידי חישוב 
[image: image269.wmf](

)

w

J

 עבור 
[image: image270.wmf](

)

q

w

h

=

 


[image: image271.wmf](

)

(

)

(

)

(

)

(

)

2

2

2

1

2

2

2

|

log

|

log

w

q

q

w

q

q

w

q

w

w

w

d

d

J

d

d

d

h

y

f

d

E

d

y

f

d

E

J

×

=

ú

ú

û

ù

ê

ê

ë

é

×

=

-

=

ú

û

ù

ê

ë

é

-

=

-


וכך   
    
[image: image272.wmf](

)

(

)

[

]

(

)

[

]

(

)

w

q

q

p

w

q

q

w

w

p

d

d

d

d

J

J

×

=

=

µ

2

/

1

2

/

1

.
1.4.6 פילוגים אפריוריים לא אינפורמטיביים לפילוגים נורמאליים
זו הנראות הנורמאלית  
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על כן לוג-הנראות צורתו  
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גזירת לוג הנראות פעמיים וחישוב תוחלת מניבה
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על כן כללי  jeffrey's השוליים תואמים את היות 
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כלל Jeffrey's  מניב פילוג אפריורי לא אינפורמטיבי משותף 
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אולם מומלץ דווקא להניח אי תלות אפריורי בין 
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 ולהתאים פילוג לא אינפורמטיבי מהצורה 
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ובכך לקבל מבנה חילופי בו ניתן לבטא את הפילוג האפריורי כפילוג המתאים ל  0 תצפיות. 

1.5 מודלים בייזיאנים הירארכיים

1.5.1 הקדמה 

נציג ניתוח נתונים בייזיאני במודל הבטא-בינומי. המודל הבטא-בינומי  (Beta-Binomial model) הנו הרחבה הירארכית של המודל הבינומי. במודל הבינומי הפרמטר הנו 
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מקובל להתאים ל 
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 פילוג אפריורי בטא 
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המודל הבטא-בינומי מניח ש 
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על כן במודל הבטא-בינומי הפרמטרים הם 
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 והנראות הנה הפילוג הבטא-בינומי המוגדר כך:
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עבור פונקצית הבטא    
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1.5.2   חקירת נתוני התמותה....
קובץ הנתונים שננתח מורכב מנתוני תמותה מסרטן מ  20 ערים במדינת מיזורי בארה"ב. נחקור תחילה אם יש הטרוגניות בנתונים. נחקור זאת באמצעות השוואת הערך הנצפה בכל עיר לפילוגו הפרדיקטיבי תחת הנחת המוגניות של שוויון ערך הפרמטר בכל 20 הערים. שימו לב,  אם הפרמטר זהה הכל הערים 
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והפילוג הפרדיקטיבי של מספר החולים בעיר ה 
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הנו המ"מ בטא-בינומי: 
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להלן תיאור גרפי של הנתונים. הקוים המקווקווים המאוזנים מייצגים ר"ס בייזיאני לפרמטר. הקווים המאונכים מייצגים ר"ס ברמת 95% עבור הפילוג הפרדיקטיבי של התצפיות.
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1.5.2 ניתוח בייזיאני הירארכי

מקובל להשתמש בפרמטריזציה חליפית למודל הבטא-בינומי עם זוג הפרמטרים: ה mean   
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. נשתמש בפילוג אפריורי די לא אינפורמטיבי 
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. הפילוג הפוסטריורי נתון על ידי
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בעמוד הבא מוצג תרשים של לוג הפילוג הפוסטריורי בפרמטריזציה 
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נשתמש בשיטת לפלס (Laplace’s method) לקרב הפילוג הפוסטריורי באמצעות פילוג דו-נורמלי ונדגום מהפילוג הפוסטריורי באמצעות rejection sampling.  rejection sampling הנה שיטה כללית לדגום מתוך פילוג פוסטריורי 
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.כל שנחוץ הוא למצוא פילוג אחר עם צפיפות 
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 (proposal density)  שיש לו פיזור ומיקום דומים, קל לדגום ממנו תצפיות, והכי חשוב קיים קבוע  
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 עבורו לכל 
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 מתקיים:
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במידה ונמצא פילוג כזה נשתמש באלגוריתם הבא לדגום תצפיות מהפילוג 
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1. דוגמים באופן ב"ת 
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 אחיד בקטע 
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2. כוללים את 
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 במדגם רק אם מתקיים   
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3. חוזרים על צעדים 1 ו 2 עד שמקבלים מדגם גדול מספיק של תצפיות

הרעיון: הסיכוי שנדגום באמצעות האלגוריתם את הערך 
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להלן תרשים פיזור של המדגם הפוסטריורי
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הגרף הבא מתאר את שיעורי הסרטן הנאמדים בכל עיר באמצעות הצגת הפילוג הפוסטריורי השולי
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