5.2 מודל לוג ליניארי ללוחות שכיחות
נראה כיצד ניתן להשתמש במודל הלוג-ליניארי למדל קשר בין משתנים המבוטא בלוחות שכיחות. ככלל, מודלים לוג-ליניאריים לטבלאות שכיחות מתאימים למקרים בהם נתייחס לכל המשתנים כמשתנים תלויים, בעוד משתנה תלוי בודד טבעי יותר למדל באמצעות רגרסיה לוגיסטית; נדון בקשר בין המודלים ונראה כי ניתן להביע רגרסיה לוגיסטית באמצעות  רגרסיה לוג-ליניארית. 
5.2.1 מודל לוג-ליניארי ללוחות שכיחות דו ממדיים

בוחנים לוח שכיחות 
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 תוחלת מספר התצפיות בתא, נסמן ב 
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 את מספר התצפיות הנצפה. בדגימה פואסונית 
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 הוא פרמטר הקצב בתא, בדגימה  מולטינומית   
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א. מודל אי תלות
תחת אי תלות סטטיסטית ניתן להביע את התוחלת כ:  
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מודל (2) מתאר לוח עם 
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 תאים באמצעות 
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 פרמטרים בעוד למעשה מבנה הלוח מצריך רק 
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 ד"ח. לכן על מנת שרכיבי המודל יהיו יחידים (ועדיין מספיק כלליים) יש לקבוע אילוצים על הפרמטרים. ב R ברירת המחדל הנה האילוצים:  
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. זכרו, עבור כל מודלי הדגימה, ההתפלגות המותנה של התצפיות בתוך שורה בהינתן סכום התצפיות בשורה, 
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, הנה מולטינום עם הסתברויות 
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 עבור 
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. לפי מודל  (2) קל להביע את לוג  מנת שתי הסתברויות כנ"ל (בה"כ עמודות  1 ו  2):
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ב. המודל הרווי

המודל הרווי הוא המודל הכללי ביותר ללוח השכיחות, עבור לוחות דו ממדיים צורתו  
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עבור 
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 מתקבל מודל אי התלות, לכן הרכיבים מסדר שני מציינים את הסטייה מאי התלות ואת הקשר בין המשתנים המסבירים. המודל הרווי מצריך 
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 ד"ח, לכן על מנת שרכיבי המודל יהיו מוגדרים היטב ברירת המחדל ב R  בנוסף לאילוצים  
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כך לדוגמה ה odds ratio עבור לוח 
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5.2.2 מודל לוג-ליניארי ללוחות שכיחות תלת ממדיים

נדון בלוח שכיחות 
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 המתאר את ההתפלגות המשותפת של המשתנים
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. כעת המודל הרווי כולל 
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 גורמים מסדר 1 כאשר 
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 גורמים מסדר 2 כאשר 
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 גורמים מסדר 3 כאשר  
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בין שלושה משתנים ייתכנו מספר דפוסי תלות, נדגים אותם באמצעות ההסתברות המולטינומית ופרמטר הקצב בתא 
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· אי תלות בין שלושת המשתנים – mutually independent:

לכל 
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והמודל הלוג-ליניארי המתאים:
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· 
[image: image57.wmf]Y

 בלתי תלוי ב 
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 – jointly independent:
לכל 
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והמודל הלוג-ליניארי המתאים:
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· 
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 ו 
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 בלתי תלויים בהינתן 
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 – conditionally  independent:
לכל 
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או בצורה אחרת 

לכל 
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ולכן מודל הלוג-ליניארי המתאים הנו:
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(6)
·  מודל הכולל את כל האינטראקציות הזוגיות בין המשתנים
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·  המודל הרווי יכלול גם את הגורמים מסדר 3
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5.2.3 הבנת הקשר בין שלושת המשתנים באמצעות ה odds ratio 
התבוננות בערכי ה odds ratio מקלה את הבנת  הקשרים בין המשתנים במודלים שהוגדרו בסעיף הקודם. נתבונן, בה"כ, ב odds ratio  בין זוג הרמות הראשונות של 
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· לדוגמה במודל (6) בו 
[image: image84.wmf]X

 ו 
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בלתי תלויים בהינתן 
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קיבלנו אי תלות בין 
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· נתבונן כעת במודל (7) הכולל את כל האינטראקציות הזוגיות:  
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 קיבלנו תלות שווה בין 
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 לכל רמה של 
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נעסוק רק במודלים לוג-ליניאריים הירארכיים – אם המודל כולל גורם מסדר גבוה אז כל הגורמים מסדר נמוך המתאימים יכללו אף הם במודל. על כן ניתן להגדיר כל מודל באמצעות הגורמים מהסדר הגבוהה ביותר הנכללים במודל:

[image: image95.emf]
5.3 בחינת המודלים הלוג-ליניאריים

ככלל, ניתן לבחון טיב התאמת כל מודל לוג-ליניארי במבחני 
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 הבוחנים את השערת האפס שערכי הטבלה הנצפית נוצרו על ידי המודל (ד"ח הסטטיסטי שווים למספר התאים בטבלה פחות מספר הפרמטרים במודל). אך נעדיף את מבחן יחס הנראות המאפשר בחינת מובהקות הגורמים במודל באמצעות מודלים מקוננים. נדגים התאמת מודל באמצעות דוגמה שיצרנו בתרגיל 2 של זוג משתנים בלתי תלויים בהינתן השלישי:

p.weath
<-  c(.2,.6,.2)

p.umb.weath <-  c(.20,.10,.70)

p.acc.weath <-  c(.30,.20,.50)

> for(i in 1:365)
+ {
+ 
+ w <- sample(1:3,1,prob=p.weath)
+ Umb[i]  <- sample(0:1,1,prob=c(1-p.umb.weath[w],p.umb.weath[w]))
+ Acc[i] <- sample(0:1,1,prob=c(1-p.acc.weath[w],p.acc.weath[w]))
+ Wth[i]   <-  c("Sharav","Pleasant","Rain")[w]
+ }
להלן טבלת השכיחות אותה ננתח:

, , Wth = Pleasant

   Acc
Umb   0   1
  0 168  36
  1  17   4
, , Wth = Rain
   Acc
Umb   0   1
  0  11  13
  1  32  17
, , Wth = Sharav
   Acc
Umb   0   1
  0  41  16
  1   6   4
נתבונן תחילה במודל האי-תלות

> fitU.A.W   <- glm(Freq ~ Umb + Acc + Wth,family="poisson",data=tbl)
> summary(fitU.A.W)
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  4.88557    0.07817  62.501   <2e-16 ***
Umb         -1.27046    0.12653 -10.041   <2e-16 ***
Acc         -1.11696    0.12144  -9.198   <2e-16 ***
WthPleasant -1.12564    0.13470  -8.357   <2e-16 ***
WthRain     -1.21141    0.13918  -8.704   <2e-16 ***
    Null deviance: 457.55  on 11  degrees of freedom
Residual deviance: 115.03  on  7  degrees of freedom
Number of Fisher Scoring iterations: 5
נראה תחילה כיצד מחושבים ה deviance:  
[image: image98.wmf](
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> ( fitNULL <- glm(Freq ~ 1, family="poisson",data=tbl) )

Coefficients:
(Intercept)  
      3.415  
> 2 * sum(counts * log( counts / exp(fitNULL$coeff) ))  =  457.5476
> 2 * sum(counts * log( counts / fitU.A.W$fit ))        =  115.0269
להלן המודל הרווי: 
> (fitUAW     <- glm(Freq~Umb*Acc*Wth, family="poisson",data=tbl))

Null Deviance:      457.5 
Residual Deviance: 1.732e-14    AIC: 80.09 
נוח לחשב את ה deviance באמצעות פקודת ה anova

> anova(fitU.A.W)
Terms added sequentially (first to last)
     Df Deviance Resid. Df Resid. Dev
NULL                    11     457.55
Umb   1   122.12        10     335.43
Acc   1    98.26         9     237.17
Wth   2   122.14         7     115.03
> anova(fitUAW)
            Df Deviance Resid. Df Resid. Dev
NULL                           11     457.55
Umb          1   122.12        10     335.43
Acc          1    98.26         9     237.17
Wth          2   122.14         7     115.03
Umb:Acc      1     2.31         6     112.72
Umb:Wth      2    95.37         4      17.35
Acc:Wth      2    14.68         2       2.67
Umb:Acc:Wth  2     2.67         0  1.732e-14
> anova(fitU.A.W,fitUAW)
Model 1: Freq ~ Umb + Acc + Wth
Model 2: Freq ~ Umb * Acc * Wth
  Resid. Df Resid. Dev Df Deviance
1         7     115.03            
2         0  1.732e-14  7   115.03
מסקנה: מודל האי תלות אינו מתאים, נחפש את המודל מתאים:

> fitUA.W   <- glm(Freq ~ Umb*Acc + Wth, family="poisson",data=tbl)
> fitUW.A   <- glm(Freq ~ Umb*Wth + Acc, family="poisson",data=tbl)
> fitU.AW   <- glm(Freq ~ Umb     + Acc*Wth, family="poisson",data=tbl)
> 
> fitUA.UW   <- glm(Freq ~ Umb*Acc + Umb*Wth, family="poisson",data=tbl)
> fitUA.AW   <- glm(Freq ~ Umb*Acc + Acc*Wth, family="poisson",data=tbl)
> fitUW.AW   <- glm(Freq ~ Umb*Wth + Acc*Wth, family="poisson",data=tbl)
> fitUA.UW.AW   <- glm(Freq ~ Umb*Acc + Umb*Wth  + Acc*Wth,)
למצוא את המודל המתאים יש לסרוק את כל צירופי המודלים ההירארכיים המקוננים. בסיכום זה נבחן רק חלק מצירופי המודלים (פירוט מלא ב script):

> anova(fitU.A.W,fitUA.W,fitUA.UW,fitUA.UW.AW,fitUAW)
Analysis of Deviance Table
Model 1: Freq ~ Umb + Acc + Wth
Model 2: Freq ~ Umb * Acc + Wth
Model 3: Freq ~ Umb * Acc + Umb * Wth
Model 4: Freq ~ Umb * Acc + Umb * Wth + Acc * Wth
Model 5: Freq ~ Umb * Acc * Wth
  Resid. Df Resid. Dev Df Deviance
1         7    115.027            
2         6    112.718  1    2.309
3         4     17.350  2   95.368
4         2      2.671  2   14.679
5         0  1.732e-14  2    2.671
> anova(fitU.A.W,fitUA.W,fitUA.AW,fitUA.UW.AW)
  Resid. Df Resid. Dev Df Deviance
1         7    115.027            
2         6    112.718  1    2.309
3         4     96.144  2   16.574
4         2      2.671  2   93.472
> anova(fitU.A.W,fitUW.A,fitUW.AW,fitUA.UW.AW)
  Resid. Df Resid. Dev Df Deviance
1         7    115.027            
2         5     19.659  2   95.368
3         3      3.084  2   16.574
4         2      2.671  1    0.413
ובדיעבד ניתן לסכם את בניית המודל כך:
> anova( glm(Freq ~ Wth*Acc*Umb, family="poisson",data=tbl))
Analysis of Deviance Table
Model: poisson, link: log
Response: Freq
Terms added sequentially (first to last)
            Df Deviance Resid. Df Resid. Dev
NULL                           11     457.55
Wth          2   122.14         9     335.40
Acc          1    98.26         8     237.14
Umb          1   122.12         7     115.03
Wth:Acc      2    16.57         5      98.45
Wth:Umb      2    95.37         3       3.08
Acc:Umb      1     0.41         2       2.67
Wth:Acc:Umb  2     2.67         0  3.064e-14

6.1  מודל לוג-ליניארי ללוחות שכיחות 4-ממדיים
קל להכליל את המודל הלוג-ליניארי ללוחות שכיחות מרובי משתנים – שימו לב מודלים אלו כוללים מספר גדול של גורמים. בסעיף זה נדון בלוחות שכיחות 4-ממדיים. נרשום, לדוגמה, את הגורמים עד סדר 2 ללוח המתאים ל 
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6.1.1  דוגמת תאונות דרכים
להלן לוח שכיחות המסכם תוצאות של 68,694 תאונות דרכים במדינת Maine שבארה"ב בשנת 1991. המשתנה G  הנו מגדר הנוסע, L הנו מיקום התאונה, S מציין שימוש בחגורת בטיחות,והמשתנה I  מציין פציעה:
[image: image101.emf]
נתאים מודלים לוג-ליניארי ללוח השכיחות:
> fitNULL              <-glm(count~ 1, family="poisson",data=table.8.8) 
> fitG.I.L.S           <-glm(count~ G + I + L + S,  ...
> fitGI.GL.GS.IL.IS.LS <-glm(count~ (G + I + L + S)^2,  ...
> fitGIL.GIS.GLS.ILS   <-glm(count~ (G + I + L + S)^3, ...
> fitGILS              <-glm(count~ G*I*L*S, ...
> anova(fitNULL,fitG.I.L.S,fitGI.GL.GS.IL.IS.LS,fitGIL.GIS.GLS.ILS,fitGILS)
Analysis of Deviance Table
Model 1: count ~ 1
Model 2: count ~ G + I + L + S
Model 3: count ~ (G + I + L + S)^2
Model 4: count ~ (G + I + L + S)^3
Model 5: count ~ G * I * L * S
  Resid. Df Resid. Dev Df Deviance
1        15      61710            
2        11       2793  4    58917
3         5         23  6     2769
4         1          1  4       22
5         0  2.307e-12  1        1
מקובל להשתמש ב מדד ה Akaike Information Criteria לבחירת הגורמים שיכללו במודל: 
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פונקצית stepAIC סורקת את המודלים עד למציאת המודל עם ה AIC המינימלי:

> stepAIC(fitGILS)

Start:  AIC= 185.46 
 count ~ G * I * L * S 
          Df  Deviance     AIC
- G:I:L:S  1     1.325 184.785
<none>       2.307e-12 185.459
Step:  AIC= 184.78 
 count ~ G+I+L+S+ G:I + G:L + I:L + G:S + I:S + L:S + G:I:L +   G:I:S + G:L:S + I:L:S 
        Df Deviance     AIC
- G:I:S  1    1.367 182.826
<none>        1.325 184.785
- G:I:L  1    3.562 185.022
- I:L:S  1    4.372 185.831
- G:L:S  1   16.139 197.599
Step:  AIC= 182.83 
 count ~ G+I+L+S+G:I+G:L+I:L + G:S + I:S + L:S + G:I:L + G:L:S + I:L:S 
        Df Deviance     AIC
<none>        1.367 182.826
- G:I:L  1    3.591 183.051
- I:L:S  1    4.491 183.950
- G:L:S  1   16.561 196.020
המודל הכולל את 3 גורמי האינטראקציה מסדר 3 טוב באופן מובהק מהמודל הכולל רק אינטראקציות מסדר 2. נראה כעת כי השיפור בטיב המודל אמנם מובהק סטטיסטית אך קטן. נכמת את טיב התאמת המודל באמצעות ה dissimilarity index של Gini (1914):
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ערכי 
[image: image104.wmf]ˆ
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 נעים בין 0 ל 1. ניתן לפרש את 
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 כשיעור התצפיות המסווגות לתאים לא נכונים במודל – ככל שערך המדד קטן התאמת המודל טובה יותר. ערך 
[image: image106.wmf]ˆ
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 קטן מ 1% נחשב סביר.

> fit.2 <- fitGI.GL.GS.IL.IS.LS$fit ; > fit.3 <- fitGIL.GIS.GLS.ILS$fit
> n <- sum(fit.3)
> delta.2 <- (fitGILS$fit - fit.2) / (2*n)
> delta.3 <- (fitGILS$fit - fit.3) / (2*n) 
     S     L      G   I count      fit.2     fit.3       delta.2       delta.3
1   No Urban Female  No  7287  7166.3688  7276.738  8.780327e-04  7.469382e-05
2  Yes Urban Female  No 11587 11748.3087 11597.262 -1.174111e-03 -7.469382e-05
3   No Rural Female  No  3246  3353.8294  3256.262 -7.848534e-04 -7.469382e-05
4  Yes Rural Female  No  6134  5985.4930  6123.738  1.080931e-03  7.469382e-05
5   No Urban   Male  No 10381 10471.4955 10391.262 -6.586859e-04 -7.469382e-05
6  Yes Urban   Male  No 10969 10837.8269 10958.738  9.547639e-04  7.469382e-05
7   No Rural   Male  No  6123  6045.3062  6112.738  5.655066e-04  7.469382e-05
8  Yes Rural   Male  No  6693  6811.3714  6703.262 -8.615846e-04 -7.469382e-05
9   No Urban Female Yes   996   993.0169  1006.262  2.171297e-05 -7.469382e-05
10 Yes Urban Female Yes   759   721.3055   748.738  2.743650e-04  7.469382e-05
11  No Rural Female Yes   973   988.7848   962.738 -1.148923e-04  7.469382e-05
12 Yes Rural Female Yes   757   781.8927   767.262 -1.811857e-04 -7.469382e-05
13  No Urban   Male Yes   812   845.1187   801.738 -2.410597e-04  7.469382e-05
14 Yes Urban   Male Yes   380   387.5588   390.262 -5.501823e-05 -7.469382e-05
15  No Rural   Male Yes  1084  1038.0796  1094.262  3.342390e-04 -7.469382e-05
16 Yes Rural   Male Yes   513   518.2429   502.738 -3.816107e-05  7.469382e-05
> sum(abs(delta.2))    
= 0.008219103
> sum(abs(delta.3))

= 0.001195101
6.2 חישוב ה logit באמצעות מודל לוג-ליניארי
נתאים לנתוני תאונות הדרכים את המודל הלוג-ליניארי הבא:
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ונחקור את השפעת המשתנים  G, L, ו S על המשתנה 
[image: image108.wmf]I

. נתבונן ב logit  של 
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 עבור נוסעת בדרך עירונית עם חגורת בטיחות:


[image: image110.wmf](

)

{

}

(

)

{

}

(

)

(

)

(

)

1211111121111112111111

 logitPI=Y|G=F,L=U,S=Ylog1log

()(

GILSGIGLGSILISLSGLS

FYUYFYFUFYYUYYUYFUY

GILSGIGLGSILISLSGLS

FNUYFNFUFYNUNYUYFUY

II

YNF

mmmmmm

llllllllllll

llllllllllll

lll

++

=-=

=+++++++++++

-+++++++++++

=-+

)()()

GIGIILILISIS

YFNYUNUYYNY

lllll

-+-+-

להלן פלט ה R:

> fit.loglinear <- glm(count ~ G*L*S+G*I+L*I+I*S, data = table.8.8, family = poisson) 
> summary(fit.loglinear)
Coefficients:
                  Estimate Std. Error z value Pr(>|z|)    
(Intercept)        8.89195    0.01142 778.756  < 2e-16 ***
GMale              0.35365    0.01477  23.944  < 2e-16 ***
LRural            -0.80411    0.01966 -40.891  < 2e-16 ***
SYes               0.46962    0.01447  32.450  < 2e-16 ***
IYes              -1.97446    0.02547 -77.507  < 2e-16 ***
GMale:LRural       0.28274    0.02441  11.584  < 2e-16 ***
GMale:SYes        -0.41328    0.01956 -21.134  < 2e-16 ***
LRural:SYes        0.15752    0.02441   6.453 1.09e-10 ***
GMale:IYes        -0.54483    0.02727 -19.982  < 2e-16 ***
LRural:IYes        0.75806    0.02697  28.105  < 2e-16 ***
SYes:IYes         -0.81710    0.02765 -29.551  < 2e-16 ***
GMale:LRural:SYes -0.12858    0.03228  -3.984 6.78e-05 ***
    Null deviance: 61709.5207  on 15  degrees of freedom
Residual deviance:     7.4645  on  4  degrees of freedom
AIC: 184.92
וערך ה logit הנו:

>  fit.loglinear$coefficients[5] + fit.loglinear$coefficients[11]   =  -2.791557 
נתבונן כעת ב logit  של 
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 עבור נוסעת בדרך עירונית ללא חגורת בטיחות:


[image: image112.wmf](

)

{

}

logitPI=Y|G=F,L=U,S=Y()()()()

IIGIGIILILISIS

YNFYFNYUNUYNNN

llllllll

=-+-+-+-


כעת ערך ה logit הנו רק :

>  fit.loglinear$coefficients[5]  

=  -1.97446
שימו לב, אכספוננט הפרש שני הlogit    הנו ה  odds ratio  עבור חגירת חגורת בטיחות:

> exp(-fit.loglinear$coefficients[11])     =  2.263919 
כלומר, עבור נוסעת בדרך עירונית חגורת בטיחות מקטינה את הסיכון לפציעה פי בערך  2.3.
6.2 התאמת המודל הלוגיסטי והשקילות בין מודל לוג-ליניארי למודל הלוגיסטי

כאשר 
[image: image113.wmf]I

 משתנה דיכוטומי ניתן גם ישירות להתאים מודל סטטיסטי בו 
[image: image114.wmf]I

 המשתנה התלוי ו G, L, ו S הם משתנים מסבירים. זהו מודל ה logit  הבינומי שהכרנו בסעיף 5.1.1. נראה כעת קיים מודל logit  שקול למודל לוג-ליניארי (1):
> fit.logit <- glm(I ~ G + L + S, data = table.8.8, family = binomial, weight = count) 
> summary(fit.logit)

Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept) -1.97446    0.02547  -77.51   <2e-16 ***
GMale       -0.54483    0.02727  -19.98   <2e-16 ***
LRural       0.75806    0.02697   28.11   <2e-16 ***
SYes        -0.81710    0.02765  -29.55   <2e-16 ***
    Null deviance: 41987  on 15  degrees of freedom
Residual deviance: 40082  on 12  degrees of freedom
AIC: 40090
Number of Fisher Scoring iterations: 6
שקילות זו מתבררת כאשר מבחינים כי המקדם הראשון במודל הנ"ל זהה למקדם 5 במודל הלוג-ליניארי, וכן מקדם 2 הנ"ל זהה למקדם 9, מקדם 3 זהה למקדם 10, ומקדם 4 זהה למקדם 11. זכרו, ה logit הנו ה log-odds על כן הפרשים ב logit  הנם לוגריתם ה odds ratio.

> exp(fit.logit$coefficients[2:4]) 
    GMale    LRural      SYes 
0.5799408 2.1341283 0.4417119 
על כן ה odds ratio לפציעה עבור נהג ולא נהגת הוא כמעט 0.6, עבור נסיעה מחוץ לעיר 2.13, ועבור חגורת בטיחות 0.44.
המודל הלוגיסטי הוא מודל ליניארי. להלן מטריצת ה 
[image: image115.wmf]X

 של המודל:

> model.matrix(fit.logit) 
   (Intercept) GMale LRural SYes
1            1     0      0    0
2            1     0      0    1
3            1     0      1    0
4            1     0      1    1
5            1     1      0    0
6            1     1      0    1
7            1     1      1    0
8            1     1      1    1
9            1     0      0    0
10           1     0      0    1
11           1     0      1    0
12           1     0      1    1
13           1     1      0    0
14           1     1      0    1
15           1     1      1    0
16           1     1      1    1
הערכים המותאמים על ידי המודל מחושבים על ידי כפל המקדמים במטריצת ה 
[image: image116.wmf]X


> p.logit <- model.matrix(fit.logit) %*% fit.logit$coefficients     
הערכים המותאמים הם אומדנים ל logit ההסתברות לכך שלא תהיה פציעה, לקבלת ההסתברויות

> p.hat <- exp(p.logit) / (1 + exp(p.logit))
להבנת הפרוצדורה נתאים שני מודלים נוספים:

> fit.logit.0 <- glm(I ~ 1, data = table.8.8, family = binomial, weight = count) 
Coefficients:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept) -2.29747    0.01324  -173.5   <2e-16 ***
    Null deviance: 41987  on 15  degrees of freedom

Residual deviance: 41987  on 15  degrees of freedom
> fit.logit.1 <- glm(I ~ (G + L + S)^3, data = table.8.8, family = binomial, weight = count) 
> summary(fit.logit.1)
Coefficients:
                  Estimate Std. Error z value Pr(>|z|)    
(Intercept)       -1.99010    0.03378 -58.909   <2e-16 ***
GMale             -0.55813    0.04969 -11.232   <2e-16 ***
LRural             0.78531    0.04977  15.779   <2e-16 ***
SYes              -0.73554    0.05045 -14.580   <2e-16 ***
GMale:LRural       0.03153    0.06993   0.451   0.6521    
GMale:SYes        -0.07889    0.08121  -0.971   0.3314    
LRural:SYes       -0.15191    0.07325  -2.074   0.0381 *  
GMale:LRural:SYes  0.12918    0.11225   1.151   0.2498    
    Null deviance: 41987  on 15  degrees of freedom
Residual deviance: 40075  on  8  degrees of freedom
נבנה עכשיו את טבלת בערכים המותאמים:
> cbind(table.8.8,p.NULL = fit.logit.0$fit,p.model = fit.logit$fit, p.SAT = fit.logit.1$fit)
     S     L      G   I count     p.NULL    p.model      p.SAT
1   No Urban Female  No  7287 0.09133258 0.12191066 0.12024629
2  Yes Urban Female  No 11587 0.09133258 0.05778211 0.06147740
3   No Rural Female  No  3246 0.09133258 0.22857032 0.23062337
4  Yes Rural Female  No  6134 0.09133258 0.11573036 0.10985343
5   No Urban   Male  No 10381 0.09133258 0.07451696 0.07254534
6  Yes Urban   Male  No 10969 0.09133258 0.03434380 0.03348313
7   No Rural   Male  No  6123 0.09133258 0.14663626 0.15040932
8  Yes Rural   Male  No  6693 0.09133258 0.07054627 0.07119067
9   No Urban Female Yes   996 0.09133258 0.12191066 0.12024629
10 Yes Urban Female Yes   759 0.09133258 0.05778211 0.06147740
11  No Rural Female Yes   973 0.09133258 0.22857032 0.23062337
12 Yes Rural Female Yes   757 0.09133258 0.11573036 0.10985343
13  No Urban   Male Yes   812 0.09133258 0.07451696 0.07254534
14 Yes Urban   Male Yes   380 0.09133258 0.03434380 0.03348313
15  No Rural   Male Yes  1084 0.09133258 0.14663626 0.15040932
16 Yes Rural   Male Yes   513 0.09133258 0.07054627 0.07119067
להלן ההסבר לחישובי ההסתברויות במודל האפס ובמודל הרווי

> sum(table.8.8$count[9:16]) / n
[1] 0.09133258
> table.8.8$count[9:16] / (table.8.8$count[1:8] + table.8.8$count[9:16])
[1] 0.12024629 0.06147740 0.23062337 0.10985343 0.07254534 0.03348313 0.15040932 0.07119067
ראינו כי מודל (1) שקול למודל logit אדיטיבי. להלן טבלה הקושרת בין מודלים לוג-ליניאריים ללוחות שכיחות תלת-ממדיים למודל ה logit   המתאים:
[image: image117.emf]
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