3. רגרסיה מרובה: אומדים, מבחנים, סכומי ריבועים ופלטים.
3.1  אומדי נראות מכסימלית
פונקציית הצפיפות של וקטור רב נורמלי 
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 בפרט, במודל הרגרסיה המרובה 
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 תחת מודל הרגרסיה המרובה הנה
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לקבלת פונקציית הנראות, במקום להניח כי נתונים ערכי הפרמטרים 
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 וחוקרים את ערכי ביטוי (1) עבור ערכי 
[image: image13.wmf]y

r

 שונים, עבור ערך 
[image: image14.wmf]y

r

 נתון חוקרים את ערכי ביטוי (1)  עבור ערכי 
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 שונים.  נסמן את הנראות 
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שימו לב כי לכל ערך 
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הגדולה יותר מהנראות ב  (2)  עבור כל ערך אחר של 
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להשלמת אמד הנראות המבסימלית יש למצוא את ערך 
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השוואת הנגזרת ל 0 מניבה את אמד הנראות מכסימלית ל 
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סיכום: אמדי הנראות המכסימלית עבור 
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3.2 רווח סמך ובדיקת השערות עבור שונות שגיאת המודל

זכרו, אמדנו את 
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 הוא אמד חסר הטיה עבור 
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 של פילוג חי בריבוע עם 
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בצורה דומה ניתן לבחון את השערת האפס 
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במקרים אחרים, יהיו לנו שני קבצי נתונים, עבורם 
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 בלתי תלויים, ונרצה לבחון את השערת האפס 
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[image: image59.wmf]1

1

k

n

-

 דרגות חופש במונה ועם 
[image: image60.wmf]2

2

k

n

-

 דרגות חופש במכנה. מבחן ברמת מובהקות 
[image: image61.wmf]a

 ידחה את השערת האפס עבור 
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3.3 מבחנים ורווחי סמך לקומבינציות ליניארית של מקדמי המודל
מסקנת משפט גאוס מרקוב היא כי כדאי להשתמש ב  
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נשתמש בהתפלגות t לבניית רווחי סמך ובחינת השערות על 
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להוכחת תקפות רווח סמך, שימו לב כי לביטוי להלן פילוג t עם 
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נבחן את השערת האפס  
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דוגמא 1: היקש סטטיסטי למקדמי המודל 
עבור 
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> lm.12 <- lm(rent.price ~ area.bath + dist.beach)
> summary(lm.12)
Coefficients:

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  549.507    100.611   5.462 1.49e-05 ***

area.bath     12.568      1.585   7.929 4.99e-08 ***

dist.beach   -38.715     15.929  -2.431   0.0233 *  

> y <- rent.price

> x.mat <- cbind(intercept=rep(1,26),area.bath,dist.beach)

> solve( t(x.mat) %*% x.mat ) %*% t(x.mat) %*% y

                [,1]
intercept  549.50736

area.bath   12.56793

dist.beach -38.71545

> MSE<- sum(lm.12$res^2) / (26 - 3)

> sqrt(diag(MSE*solve( t(x.mat) %*% x.mat )))

 intercept  area.bath dist.beach 

100.610612   1.584989  15.928972 
דוגמא 2: היקש סטטיסטי עבור קו הרגרסיה 
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> predict(lm.12,interval = "confidence")[1:4,]

        fit       lwr       upr

1  760.1271  642.9639  877.2902
2  936.0780  853.3393 1018.8168
3 1163.3123 1082.4404 1244.1843
4 1013.5089  902.4484 1124.5694
> (lambda.3 <- model.matrix(lm.12)[3,])

(Intercept)   area.bath  dist.beach 

          1          55           2 
> (yhat.3<- t(lambda.3) %*% lm.12$coef)

         [,1]
[1,] 1163.312
> (se.3<- sqrt( MSE * t(lambda.3) %*% solve( t(x.mat) %*% x.mat) %*% lambda.3))

         [,1]
[1,] 39.09394
> yhat.3 - se.3 * qt(0.975,23)

        [,1]
[1,] 1082.44
> yhat.3 + se.3 * qt(0.975,23)

 [1,] 1244.184

3.4  מבחני F לתוספת סכום הריבועים
תוספת סכום ריבועים הנה הגידול ב 
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3.4.1 מבחן F  למודל הרגרסיה
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> summary(lm.12)

Multiple R-squared:  0.7335,    Adjusted R-squared:  0.7103 

F-statistic: 31.65 on 2 and 23 DF,  p-value: 2.486e-07

> (SST<- sum((y - mean(y))^2))

[1] 1940485
> (SSE<- sum((y - lm.12$fit)^2))

[1] 517138.9
> (SSR<- sum((lm.12$fit - mean(y))^2))

[1] 1423346
> (SSE + SSR)

[1] 1940485
> (F<- (SSR / 2)/(SSE / 23)) 

[1] 31.65199
> 1-pf(F,2,23)

[1] 2.486082e-07

גם ברגרסיה מרובה 
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 Adjusted.

> 1 - SSE/SST



#R-squared

[1] 0.7335001
> 1 - (SSE/(26-3))/(SST/(26-1))
#adjusted R-squared

[1] 0.7103262
טענה: ברגרסיה פשוטה מבחן הF  למובהקות מודל הרגרסיה שקול למבחן  t  למובהקות השיפוע     
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> lm.1 <- lm(rent.price ~ area.bath)

> summary(lm.1)

Coefficients:

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  457.977    102.392   4.473 0.000159 ***

area.bath     11.697      1.694   6.903 3.87e-07 ***
F-statistic: 47.65 on 1 and 24 DF,  p-value: 3.869e-07
> summary(lm.1)$fstatistic

   value    numdf    dendf 

47.65289  1.00000 24.00000 
> sqrt(summary(lm.1)$fstatistic[1])

   value 

6.903107 
> 2*(1-pt(1.2,13))

[1] 0.2515518
> 1-pf(1.2^2,1,13)

[1] 0.2515518
3.4.2 מבחן F  עבור תת קבוצה של מקדמים במודל הרגרסיה
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דוגמה 1: מבחן F עבור שני מקדמים במודל הרגרסיה
> lm.123 <- lm(rent.price ~ area.bath + dist.beach + dist.ucla)

> (SSE.1<- sum((y - lm.1$fit)^2))

[1] 649961.6
> (SSE.123<- sum((y - lm.123$fit)^2))

[1] 513391.4
> (F = ((SSE.1 - SSE.123)/(24-22))/(SSE.123/22))

[1] 2.926173
> 1 - pf(F,2,22)

[1] 0.07467408
> anova(lm.1,lm.123)

Analysis of Variance Table

Model 1: rent.price ~ area.bath

Model 2: rent.price ~ area.bath + dist.beach + dist.ucla

  Res.Df    RSS Df Sum of Sq      F  Pr(>F)  

1     24 649962                              
2     22 513391  2    136570 2.9262 0.07467 .
דוגמה 2: מבחן F עבור מקדם יחיד במודל הרגרסיה
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> lm.123 <- lm(rent.price ~ area.bath + dist.beach + dist.ucla)

> lm.23  <- lm(rent.price ~ dist.beach + dist.ucla)

> lm.13  <- lm(rent.price ~ area.bath + dist.ucla)

> summary(lm.123)

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  505.394    150.412   3.360  0.00283 ** 

area.bath     12.603      1.617   7.794 9.09e-08 ***

dist.beach   -34.809     18.931  -1.839  0.07949 .  

dist.ucla      6.438     16.064   0.401  0.69248    

> SSE.123<- sum((y - lm.123$fit)^2)

> SSE.23<- sum((y - lm.23$fit)^2)

> SSE.13<- sum((y - lm.13$fit)^2)

> (F.1.23  = ((SSE.23 - SSE.123)/(24-23))/(SSE.123/22))

[1] 60.7402
> 1-pf(F.1.23,1,22)

[1] 9.085317e-08

> sqrt(F.1.23)

[1] 7.7936
> (F.2.13  = ((SSE.13 - SSE.123)/(24-23))/(SSE.123/22))

[1] 3.381097
> sqrt(F.2.13)

[1] 1.838776
3.5 טבלת ניתוח השונות במודל הרגרסיה המרובה

טבלת ניתוח השונות עבור מודל רגרסיה עם חותך הכולל 
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> lm.123 <- lm(rent.price ~ area.bath + dist.beach + dist.ucla)

> lm.12  <- lm(rent.price ~ area.bath + dist.beach)

> lm.1   <- lm(rent.price ~ area.bath )

> lm.int <- lm(rent.price ~ 1)

> summary(lm.int)

Coefficients:

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  1128.77      54.64   20.66   <2e-16 ***

Residual standard error: 278.6 on 25 degrees of freedom

> mean(y)

[1] 1128.769
> sd(y)

[1] 278.6026
> (SSE.int<- sum((y - lm.int$fit)^2))    = SST 
[1] 1940485
> var(y)*25

[1] 1940485
> SSE.1<- sum((y - lm.1$fit)^2)

> SSE.12<- sum((y - lm.12$fit)^2)

> SSE.123<- sum((y - lm.123$fit)^2)

> SSE.int - SSE.1

[1] 1290523
> SSE.1   - SSE.12

[1] 132822.7
> SSE.12  - SSE.123

[1] 3747.452
> SSE.123

[1] 513391.4
> anova(lm.123)

Analysis of Variance Table

Response: rent.price

           Df  Sum Sq Mean Sq F value    Pr(>F)    

area.bath   1 1290523 1290523 55.3019 1.941e-07 ***

dist.beach  1  132823  132823  5.6918   0.02608 *  

dist.ucla   1    3747    3747  0.1606   0.69248    

Residuals  22  513391   23336                      

> (SSE.int - SSE.1)  / (SSE.123/22)

[1] 55.30187
> (SSE.1   - SSE.12) / (SSE.123/22)

[1] 5.691759
> (SSE.12  - SSE.123)/(SSE.123/22)

[1] 0.1605869
3.6 סכומי ריבועים ומבחנים במודל רגרסיה ללא חותך
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> vec.1<- rep(1,26)

> lm.12.noint  <- lm(rent.price ~ vec.1 + area.bath + dist.beach + 0)

> summary(lm.12)

Coefficients:

            Estimate Std. Error t value Pr(>|t|)    

(Intercept)  549.507    100.611   5.462 1.49e-05 ***

area.bath     12.568      1.585   7.929 4.99e-08 ***

dist.beach   -38.715     15.929  -2.431   0.0233 *  

Residual standard error: 149.9 on 23 degrees of freedom

Multiple R-squared:  0.7335,    Adjusted R-squared:  0.7103 

F-statistic: 31.65 on 2 and 23 DF,  p-value: 2.486e-07

> summary(lm.12.noint)

Coefficients:

           Estimate Std. Error t value Pr(>|t|)    

vec.1       549.507    100.611   5.462 1.49e-05 ***

area.bath    12.568      1.585   7.929 4.99e-08 ***

dist.beach  -38.715     15.929  -2.431   0.0233 *  

Residual standard error: 149.9 on 23 degrees of freedom

Multiple R-squared:  0.9853,    Adjusted R-squared:  0.9833 

F-statistic: 512.2 on 3 and 23 DF,  p-value: < 2.2e-16

> anova(lm.12)

           Df  Sum Sq Mean Sq F value    Pr(>F)    

area.bath   1 1290523 1290523 57.3966 1.078e-07 ***

dist.beach  1  132823  132823  5.9074   0.02329 *  

Residuals  23  517139   22484                      

> anova(lm.12.noint)

           Df   Sum Sq  Mean Sq   F value    Pr(>F)    

vec.1       1 33127119 33127119 1473.3445 < 2.2e-16 ***

area.bath   1  1290523  1290523   57.3966 1.078e-07 ***

dist.beach  1   132823   132823    5.9074   0.02329 *  

Residuals  23   517139    22484                        

> sum((mean(y)*vec.1)^2)

[1] 33127119
> (SST.noint<- sum(y^2))

[1] 35067604
> (SSR.noint<- sum(lm.12.noint$fit^2))

[1] 34550465
> (SSE.noint<- sum(lm.12.noint$res^2))

[1] 517138.9
> SSR.noint + SSE.noint

[1] 35067604
> SSR.noint/SST.noint

[1] 0.9852531
> 1 - (SSE.noint/(26-3))/(SST.noint/26)

[1] 0.9833296
3.7 מבחן F  למודלים מקוננים
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