סיכום 5: ניתוח שאריות, טרנספורמציות, תלות סדרתית ומולטי-קולינאריות
5.1 התפלגות השאריות
את וקטור שאריות המודל  
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כלומר מטריצת השונויות של וקטור השאריות נקבעת על ידי מטריצת ההיטל 
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. מאחר ולכל שארית יש שונות מעט שונה מקובל ליצור גרפים של שאריות מנורמלות:
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 Standardized residuals:         

שימו לב כי התפלגות השאריות הנ"ל אינה t  שכן המונה והמכנה אינם בלתי תלויים. אפשרות נוספת הנה לאמוד את שגיאת המודל ללא שימוש בתצפית ה 
[image: image13.wmf]i

 ולהשתמש באומדן זה לתקנון השארית:
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 Studentized residuals:         

כעת המונה והמכנה ב"ת ולשאריות התפלגות t. ניתן להעריך את סבירות הנחת הנורמליות של השגיאות במודל באמצעות גרף qqplot של השאריות המנורמלות וכן לגלות תצפיות חריגות, עליהן נדבר בפרק הבא.
> lm.1 <- lm(housing ~  intrate + gnp + pop)

> par(mfcol=c(1,3))

> plot(lm.1$res,ylab="",main="residuals")

> 

> plot(rstudent(lm.1),ylab="",main="studentized res.")

> 
> aa <- qqnorm(rstudent(lm.1),main="studentized res.")

> qqline(rstudent(lm.1),main="studentized res.")
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5.2 תצפיות חריגות ותצפיות משפיעות
תצפיות עם שאריות גדולות תקראנה חריגות, הרף המקובל לחריגות הוא 4 סטיות תקן. בדרך כלל תצפית חריגה מקורה בשגיאת רישום, אך ייתכן והיא מצביעה על אי התאמת המודל ו/או אי הכללת משתנים חשובים למודל. על כן יש לבחון היטב את הסיבות לחריגה לפני שמורידים תצפיות חריגות מהמדגם – ולציין זאת בניתוח.   

תצפית משפיעה היא תצפית המשפיעה במידה רבה על קו הרגרסיה. בעוד תכונת החריגות מבטאת את זה שערך המשתנה התלוי של התצפית מרוחק משאר התצפיות, תצפיות משפיעות הן על פי רוב גם נקודות מנוף (leverage points) – תצפיות מרוחקות משאר התצפיות בערכי המשתנים המסבירים. מזהים את נקודת המנוף באמצעות ערכי 
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 קרוב ל 1 גורר שונות קטנה של השארית – כלומר מאלץ את ערך המודל בתצפית ה-
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נקודות מנוף לא בהכרח משנות במידה ניכרת את קו הרגרסיה. נהוג גם לבחון באופן ישיר את השפעת התצפית על המודל על ידי בחינת השינוי בתחזית המודל עקב השמטת התצפית בעת אמידת המודל:

Cook statistics:         
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ערכי  
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 מעידים על השפעה סבירה של המשתנים, בעוד ערכי 
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 מציינים נקודות עם השפעה ניכרת. 
בדוגמה הבאה נחדד את ההבדלים בין מדדי ההשפעה ונדגים כיצד לחשב את השאריות ואת מדדי ההשפעה. נתרכז ב 3 תצפיות. תצפית 1 – משפיעה מעט, בעלת מנוף אך לא חריגה; תצפית 9 – משפיעה מעט, חריגה אך ללא מנוף; תצפית 20 – משפיעה, חריגה ועם מנוף גדול. הקו הרציף הוא קו הרגרסיה לכל 20 התצפיות, הקוים האחרים הם קווי רגרסיה בהשמטת תצפית 1, 9, ו 20.
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> lm.all <- lm(y~x)

> lm.n.1 <- lm(y~x,subset=(x != x[1]))

> lm.n.9 <- lm(y~x,subset=(x != x[9]))

> lm.n.20 <- lm(y~x,subset=(x != x[20]))

> cbind(res=lm.all$res,stand=rstandard(lm.all),student=rstudent(lm.all),

+ leverage=hat(model.matrix(lm.all)),cook.dist=cooks.distance(lm.all))

          res       stand     student   leverage   cook.dist

1   1.0169908  0.69143649  0.68106092 0.27654584 0.091375698
.

.

.

17 -1.3262652 -0.80740937 -0.79926797 0.09769221 0.035290906
18 -1.0751683 -0.66035391 -0.64966629 0.11349555 0.027913957

19 -1.6725837 -1.03790556 -1.04027175 0.13155650 0.081593664
20  3.0763798  2.09158349  2.33629119 0.27654584 0.836135245
> y[20] - lm.all$fit[20]  





= 3.07638 
> (h.20        <- hat(model.matrix(lm.all))[20])  


=  0.2765458
> (sigma       <- summary(lm.all)$sigma)



=  1.729256

> (sigma.n.20  <- summary(lm.n.20)$sigma)



=  1.54813
> (r.20  <- (y[20] - lm.all$fit[20]) / (sigma  * sqrt(1-h.20))  ) 
= 2.091583 
> (y[20] - lm.all$fit[20]) / (sigma.n.20 * sqrt(1-h.20))         
=  2.336291 
> pred.n.20  <- predict.lm(lm.n.20,newdata=data.frame(x=x))

> sum( (lm.all$fit-pred.n.20)^2) / (2 * sigma^2)


=   0.8361352
> 1/2 * r.20^2 * ( h.20 / (1-h.20))




=  0.8361352 
5.3 טרנספורמציות

ניתוח שאריות הוא כלי חשוב לבדיקת אי-התאמת נוספות של המודל לנתונים. בסעיף זה נדון באבחון ופתרון בעיות קשר לא-קווי ושונות שגיאות משתנה  (heteroscedasticity). 
דוגמה 1  בטבלה הבאה מוצגת הישרדות בקטריות בחשיפה לקרינת X. המשתנה N מייצג את כמות הבקטריות והמשתנה המסביר הנו זמן החשיפה:
	15
	14
	13
	12
	11
	10
	9
	8
	7
	6
	5
	4
	3
	2
	1
	Time:

	15
	19
	21
	32
	36
	38
	56
	60
	104
	106
	142
	166
	197
	211
	355
	N:
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הקשר התיאורטי בין המשתנים הנו: 
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[image: image40.wmf](

)

(

)

001

loglog

t

nntt

bbb

=+=+
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להלן פלט ה R  לרגרסיה של הזמן על לוג מספר בקטריות

             Estimate Std. Error t value Pr(>|t|)    
(Intercept)  5.973160   0.059778   99.92  < 2e-16 ***
time        -0.218425   0.006575  -33.22 5.86e-14 ***
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 ואקספוננט קצוות רווח הסמך עבור 
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5.4 טרנספורמציות מייצבות שונות
בסעיף זה נניח כי השונות המותנה של המשתנה התלוי קשורה בקשר פונקציונאלי ידוע לתוחלת שלו 
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. כלומר מתקבלת בעיית רגרסיה בה גם שונות המשתנה התלוי נקבעת על ידי ערכי המשתנים המסבירים. שימו לב, לכל העתקה 
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 בעלת נגזרת שנייה רציפה, ניתן להביע בקירוב את המשתנה המקרי 
[image: image54.wmf]Y

 אחרי העתקה:  
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, וכך נקבל שונות מותנה קבועה:
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דוגמא 1: במודל הרגרסיה הלינארית 
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 קבוע. המשוואה המתקבלת הנה 
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דוגמא 2: 
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5.5 טרנספורמציית החזקה של Box-Cox

טרנספורמציות החזקה של Box-Cox מוגדרות  
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 באמצעות שיטת הנראות המכסימלית תחת ההנחה כי מודל הרגרסיה המרובה מתקיים אחרי הטרנפורמציה, כלומר עבור 
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. בעמוד הבא רשומה הנראות שהנה צפיפות התצפיות הנצפות 
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 כפונקציה של הפרמטרים של המודל הרגרסיה ופרמטר טרנפומציית החזקה 
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. השוויון השני נובע מאי תלות התצפיות בהינתן ערכי הפרמטרים. והשווין השלישי נובע מהגדרת צפיפיות של פונקצייה של משתנה מקרית (ראו וויקיפדיה)     
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המכפלה השמאלית היא הנראות הנורמלית של 
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 שאותה למדנו למכסם בסעיף 3.1, באמצעות האנ"מים 
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, עבור כל ערך של 
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לה קוראים פרופיל הנראות. נשרטט את לוג פרופיל הנראות עבור סדרת ערכי 
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,  ונחפש את ערך 
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 המביא את הנראות הכללית למכסימום. רווח סמך בר"ס  1-( עבור ( מכיל את ערכי  ( המקיימים את אי-השוויון 
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. להלן גרף של פרופיל מקסימום הנראות עבור נתוני הישרדות הבקטריות (דוגמה 1) 
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האנ"מ הנו  
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 ורווח סמך ברמת סמך 0.95 עבור 
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 הנו
[ 0.116, 0.156- ].
5.6 תלות בין שגיאות המודל
ההיקש הסטטיסטי שלנו נסמך על הנחת אי-התלות בין שגיאות המודל. בסעיף זה נלמד לאבחן תלות בין שגיאות המודל. קיום תלות סדרתית בין התצפיות מחייבת במקרים רבים שימוש במודלים של סדרות עתיות, אך קיימים גם מקרים בהם הוספת משתנים מסבירים למודל מבטלת את התלות בין שגיאות המודל.

מבחן הריצות -  runs test : 

במבחן זה מסתכלים על סימן השאריות וסופרים את מספר רצפי (או "ריצות")  השאריות בעלי אותו הסימן. עבור מספרי מדגם קטנים ניתן לחשב באופן מדויק את מובהקות התוצאה באמצעות מבחן א-פרמטרי מותנה במספר השאריות החיוביות ומספר השאריות השליליות. עבור גודלי מדגם גדולים משתמשים בקירוב נורמלי עבור התפלגות מספר הריצות.

מבחן DURBIN-WATSON :

סטטיסטי DW משמש לבחון מתאם סדרתי בין התצפיות. ההנחה במקרה זה הנה שהמודל הליניארי מתאים לנתונים: 
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 רב נורמאלי עם 
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, אולם השגיאות אינן בלתי תלויות. בפרט, בין השגיאות קיים יחס אוטו-רגרסיווי בו ערך השגיאה ה 
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 הנו ממוצע משוקלל של ערך השגיאה הקודם פלוס שגיאה מקרית:  
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 עבור רעש נורמאלי ב"ת 
[image: image98.wmf](

)

2

~0,

NI

xs

r

.

תהי 
[image: image99.wmf]i

e

 שארית המתאימה לתצפית ה 
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, ערך סטטיסטי המבחן הנו:    
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כך, סטטיסטי המבחן שווה בקירוב 
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 מקדם המתאם בין סדרת השאריות 
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 לסדרת השאריות המוזזת ב  1, 
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.  על כן סטטיסטי המבחן מקבל ערכים בין 0 ל 4, ערכים קטנים מ 2 מורים על תלות סדרתית חיובית, בעוד ערכים גדולים מורים על תלות סדרתית שלילית.

להלן סימולציה הדוגמת שתי סדרות רעש – אחת עם תלות חיובית ושניה עם תלות שלילית 

> #  dwtest     --  lmtest package

> #  runs.test  --  tseries package

> set.seed(0)

> z.vec <- rnorm(20)

> pos.ar <- z.vec

> neg.ar <- z.vec

> for(i in 2:20)

+ {
+ neg.ar[i] <- sqrt(0.5) * z.vec[i] - sqrt(0.5) * neg.ar[i-1] 

+ pos.ar[i] <- sqrt(0.5) * z.vec[i] + sqrt(0.5) * pos.ar[i-1] 

+ }
> runs.test(factor(pos.ar>0))

Standard Normal = -3.2042, p-value = 0.001355

alternative hypothesis: two.sided

> runs.test(factor(neg.ar>0))

Standard Normal = 2.3683, p-value = 0.01787

alternative hypothesis: two.sided

> dwtest(lm(pos.ar ~ rep(1,20)+0),alternative = "two.sided")

data:  lm(pos.ar ~ rep(1, 20) + 0)

DW = 0.59094, p-value = 0.0001609

alternative hypothesis: true autocorrelation is not 0

> dwtest(lm(neg.ar ~ rep(1,20)+0),alternative = "two.sided")

data:  lm(neg.ar ~ rep(1, 20) + 0)

DW = 2.8005, p-value = 0.05739

alternative hypothesis: true autocorrelation is not 0
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5.7  בעיית המולטי-קולינאריות
המונח מולטי-קולינאריות מתייחס לקושי באמידת הפרמטרים ברגרסיה בה שורר מתאם רב בין המשתנים המסבירים. מתאמים אלו מקשים עלינו להעריך ולהבחין בהשפעה הבודדת של כל משתנה מסביר על המשתנה המוסבר. עד כה דנו רק במקרים בהן מטריצת המשתנים המסבירים היא מדרגה מלאה (כלומר וקטורי המשתנים המסבירים בלתי תלויים ליניארית). במקרים אלו קיים אומד ריבועים פחותים יחיד המוגדר על ידי 
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, עם מטריצת שונויות 
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. במידה ומטריצת המשתנים המסבירים אינה מדרגה מלאה הביטוי עדיין קיים היטל יחיד 
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 על המרחב הוקטורי הנפרש על ידי עמודות 
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 אינו מוגדר, וקיימים אינסוף פתרונות למשוואה 
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מולטיקולינראית מתייחסת למצב בו המשתנים המסבירים הם "כמעט" תלויים ליניארית. במקרים אלו למשוואה 
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 פתרון יחיד, אך שונויות האומדים מאד גדולות. מקור המולטי-קולינאריות הוא על פי רוב המבנה הטבעי של הנתונים. האופן הכי טוב לפתור בעיה זו הנו למנוע אותה - תכנון הניסוי ובחירת משתנים מסבירים "ניצבים" זה לזה ככל שאפשר. 

זכרו כי אף אחת מהנחות המודל שלנו איננה מתייחסת למבנה של מטריצת X ומטריצת השונויות של X. על כן קולינאריות גבוהה לא מפרה שום תנאי ולכן אומדי הריבועים הפחותים הם אומדי הנראות המכסימלית והם האומדים חסרי ההטייה בעלי שונות מינימלית מבין כל האומדים הליניארים (משפט גאוס-מרקוב). על כן התחזיות עדיין בלתי מוטות, רווחי הסמך תקפים וכמוכן כך גם מבחני ההשערות.

כיצד מזהים בעיית מולטי-קולינאריות?

·  
[image: image114.wmf]2

R

גדול וערכי t קטנים.

· מקדמי מתאם גבוהים בין המשתנים המסבירים.

· סימני מקדמים לא הגיוניים. 
· רגישות רבה באומדים להשמטה או הוספה של משתנים למודל.

דוגמה התחלות בניה בארה"ב: 

Annual data on housing starts in USA for period 1963-1985. 

HOUSING – number of housing units (in thousands) started

POP – US population in millions

GNP – US gross national product in billions of 1982 dollars

INTRATE – new home mortgage rate in percents
> pairs(new.housing)
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> cor(as.matrix(new.housing[,3:5]))

              pop       gnp   intrate
pop     1.0000000 0.9892284 0.9128763
gnp     0.9892284 1.0000000 0.8775812
intrate 0.9128763 0.8775812 1.0000000
> lm.1 <- lm(housing ~  intrate + gnp + pop)
> summary(lm.1)
              Estimate Std. Error t value Pr(>|t|)   
(Intercept) -2194.2154  4655.0318  -0.471  0.64275   
intrate      -189.2345    57.9609  -3.265  0.00408 **
gnp             0.3453     0.9307   0.371  0.71470   
pop            21.4465    34.6945   0.618  0.54381   
> summary(lm(housing ~  intrate ))

 (Intercept)  1872.81     252.41   7.420 2.69e-07 ***
intrate       -29.47      26.26  -1.123    0.274    
> summary(lm(housing ~  intrate + gnp))

 (Intercept)  672.6484   394.1755   1.706  0.10340   
intrate     -166.3891    43.9547  -3.785  0.00116 **
gnp            0.8982     0.2531   3.549  0.00201 **
---
> summary(lm(housing ~  intrate  + pop))
Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) -3812.933   1588.849  -2.400 0.026260 *  
intrate      -198.398     51.293  -3.868 0.000958 ***
pop            33.819      9.374   3.608 0.001757 ** 
> vcov(lm.1)
             (Intercept)      intrate          gnp          pop
(Intercept) 21669320.784 180635.07521 4059.9545960 -160905.3325
intrate       180635.075   3359.46015   22.9837242   -1282.2210
gnp             4059.955     22.98372    0.8661194     -31.0324
pop          -160905.333  -1282.22096  -31.0323976    1203.7070

5.75 מדדים למולטי-קולינאריות
1.  Variance Inflation Factor : 
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 שיעור השונות המוסברת ברגרסיה מרובה בה המשתנה התלוי הנה המשתנה

המסביר ה j  והמשתנים המסבירים הם שאר עמודת מטריצת ה X.  כך בדוגמת התחלות הבנייה נקבל
> vif(lm.1)

  intrate       gnp       pop 
 7.331349 57.022041 78.644092
עבור 
> R.sq.1  <- summary(lm(intrate ~  gnp + pop))$r.squ

>  1 / ( 1 - R.sq.1)   (  =  7.331349  ) 
לאינטואיציה להגדרת ה VIF, שימו לב כי את שונות אומד השיפוע ניתן להביע 
[image: image118.wmf](

)

22

ˆ

()(1)

j

jjj

VarSR

bs

=-

, עבור 
[image: image119.wmf](

)

2

1

n

jjijj

i

Sxx

=

=-

å

 סכום הסטיות הריבועיות של המשתנה המסביר ה j . ראו, לדוגמה 

>  s.11    <- sum( (intrate - mean(intrate))^2)

> MSE <- summary( lm.1)$sigma^2
> MSE / (s.11 * ( 1 - R.sq.1))  =  3359.46  the 2nd element in diag of vcov(lm.1) 
· Condition Number  
בעוד ה  VIF מחושב לכל משתנה מסביר בנפרד, “מספר התנאי”  הנו מדד כללי עבור כל   מטריצת ה X. המדד אמור למדוד את רגישות האומדים לשינוי קטן בנתונים. המדד מוגדר כשורש המנה בין הערך העצמי הנמוך והגבוהה של המטריצה X’X .

לפי   Belsley, Kuh and Welsch (1980 )  מספר תנאי גדול מ-30 מצביע של בעיה חמורה של מולטי-קולינאריות. 
> x <- as.matrix(new.housing[,3:5])
> eigen(t(x)%*%x)
$values
[1] 1.790547e+08 1.111107e+04 4.225462e+01
$vectors
             [,1]        [,2]         [,3]
[1,] -0.076542985  0.99655331  0.031979101
[2,] -0.997060480 -0.07639374 -0.005864905
[3,] -0.003401687 -0.03233402  0.999471330
> e <- eigen(t(x)%*%x)$values
> sqrt(e[1]/e[3])   (  =  2058.523  )
5.78 פתרונות...
· התעלמות מהבעיה
· השמטת משתנים מסבירים מהמודל
· הגדלת המדגם – הוספת עוד תצפיות ....
· Ridge Regression -  Hoerl and Kennard (1977).                      
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הרעיון כמו במודל הפולינום מסדר שני שהותאם לנתוני הכוורת – אומדנים מוטים אך בעלי שונות קטנה יותר. כאן האומדים מונחתים או מכווצים לכוון 0 - ככל שהפרמטר 
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 גדול יותר ההנחתה גדולה יותר. ז"א האומדן מוטה כלפי 0 אך שונותו קטנה. נדבר בהרחבה על אומדנים מוטים כאלה בסיכום הבא.
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