6. בחירת מודלים ורגולרזיציה
6.1 בחירת מודלים – הטיה ושונות
בדרך כלל החוקר ניצב מול קבוצה של משתנים מסבירים פוטנציאליים ועומדת בפניו הבעיה של בחירת תת-קבוצה של משתנים שתיכלל במודל הרגרסיה שתקיים שתי מטרות סותרות:  המודל יהיה גדול מספיק להכיל את כל המשתנים המסבירים המשפיעים על המשתנה התלוי אך עדיין קל להבנה ומניב שונות אמדי מקדמים קטנה. במקרים אחרים כלל לא נתעניין בפירוש המודל ואמידת הפרמטרים שלו, וכל מה שנחפש זה קופסה שחורה המניבה פרידיקציות "טובות". עד כה הנחנו שידועה מטריצת ה X עבורה מתקיים המודל הליניארי:  
[image: image1.wmf]e

b

r

r

+

=

X

Y

.  כלומר וקטור התוחלות של המשתנה התלוי מקיים 
[image: image2.wmf]b

X

Y

E

=

r

 ולכן הוא נמצא במרחב הנפרש על ידי עמודות X. 
עתה נניח שנתונה לנו קבוצת משתנים מסבירים  
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 (כל משתנה מסביר הנו וקטור באורך 
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 עבור וקטור תוחלות לא ידוע  
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 ופרמטר שונות לא ידוע 
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 באמצעות מטריצה 
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 משתנים מסבירים פלוס חותך, כאשר 
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 אינו בהכרח במרחב הנפרש על ידי עמודות 
[image: image12.wmf](

)

p

X

. נסמן 
[image: image13.wmf]2

2

1

n

i

i

WW

=

=

å

r

 ותהי 
[image: image14.wmf](

)

p

H

מטריצת ההיטל של 
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, ונתבונן בתוחלת ריבוע שגיאת האמידה של אומד הריבועים הפחותים: 
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הטייה:  המחובר השמאלי ב (1) 
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 מציין את הטיית המודל – זהו גודל חיובי לא-מקרי שככל שהוא גדול יותר כך המודל מתאים פחות לנתונים. ככל שנכליל יותר משתנים מסבירים למודל ההטייה תקטן, ובפרט ההטייה תהיה 0 אם 
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 יהיה במרחב הנפרש על ידי עמודות 
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שונות:  שימו לב  
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, לכן המחובר הימני ב (1), 
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, הוא גודל חיובי לא-מקרי המציין את שונות האמידה. שימו לב כי 
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 הנו היטל וקטור רעש ב"ת עם שונות 
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 על מרחב וקטורי ממימד 
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. פירוש הדבר שעל כל משתנה שנוסף למודל, "שונות" המודל גדלה ב 
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6.2  יורוסטיקות לבחירת מודלים

הבעיה היא שאי אפשר לחשב את השונות וההטיה של המודלים. בפועל אנו צופים רק ב 
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 ומנסים לבחור המודל המיטבי על פי ערכי ה SSE שלו ומספר המשתנים שהוא כולל. הדגמתי בתרגיל כי באופן כללי ל 
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 עם פרמטר אי-מרכזיות  
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.  פירוש הדבר שה SSE כולל בתוכו את הטיית המודל בנוסף לסכום ריבועים היטל 
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 על המרחב הניצב לעמודות 
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. אך עבור מודלים הכוללים הרבה משתנים נצפה להטייה קטנה ולכן תוחלת ה SSE  תהיה לא גדולה בהרבה מ  
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שיטת כל הרגרסיות האפשריות: מחשבים את טיב התאמת כל מודלי הרגרסיה האפשריים ובוחרים במודל על פי אחד הקריטריונים הבאים:

· Adjusted R-squared:  עבור כל מודל הכולל חותך ו 
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 משתנים מסבירים הגדרנו כבר בפרק 3,  
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 מקסימלי שקולה לבחירת המודל עם הMSE  המינימאלי.  
· Mallow's Cp: עבור המודל המלא הכולל חותך ו 
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 משתנים מסבירים יהי 
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 משתנים מסבירים,  נגדיר 
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. במודל המלא מתקיים 
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 גבוהים מציינים מודל לא טוב. במודלים עם הטייה קטנה ה SSE של המודל בקרוב  
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 ערך סטטיסטי 
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 יהיה בקירוב 
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 ולבחור מודלים עם 
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 קטן וערך 
[image: image53.wmf]p

C

 קרוב ל
[image: image54.wmf]p

.
· Akaike Information Criterion : עבור מודל הכולל חותך ו 
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 משתנים  מסבירים 

נגדיר  
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, כאשר המחוסר הוא פעמיים הלוגריתם של הנראות עבור האנ"מ שחישבנו בסיכום 3,  
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ככל שערך ה AIC קטן המודל יותר טוב.

· Bayesian Information Criterion : עבור מודל הכולל חותך ו 
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 משתנים  מסבירים  נגדיר   
[image: image59.wmf](

)

log(2)2()

BICnplogLikelihood

=×+-

, גם כאן ערך BIC יותר קטן מורה על מודל יותר טוב.

backward elimination  או forward  / stepwise selection: ביורוסטיקות אלו לא עוברים על כל המודלים, כי אם בכל צעד מוסיפים למודל את המשתנה הבודד הטוב ביותר או משמיטים מהמודל את המשתנה הרע ביותר. שימו לב כי שיטות אלו אינן מבטיחות בהכרח את מציאת המודל ה"טוב" ביותר. ברוב התוכנות משתמשים במבחני השערות (ערכי F) להוספת והשמטת משתנים, בפונקצית ה  R שתובא בהמשך נעשה שימוש במדד ה AIC.

הערכת טיב המודל: דרך אפקטיבית במיוחד להערכת טיב המודל, ובפרט להתגבר על בעיית התאמת יתר של המודל לוקטור התצפיות הנצפה (over-fitting), הנה חלוקת קובץ הנתונים ל training set ו test set. שימוש ב training set לבחירת המודל ואמידת הפרמטרים שלו. והערכת טיב המודל על ה test set. וואריאציות על רעיון זה הנ שיטות ה K-fold cross-validation בהן מחלקים את קובץ הנתונים ל K  חלקים, וקובעים את כל כל אחד מ K החלקים להיות ה test set  ו  K-1החלקים הנותרים הם ה training set. בפרט, עבור 
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 כל חלק כולל תצפית בודדת ומקבלים leave-one-out cross validation.
> xp<- scale(prostate[,1:8])

> full.model<- lm(prostate[,9] ~ xp, subset = prostate$train)

> logLik(full.model)

'log Lik.' -67.50505 (df=10)

> AIC(full.model)

[1] 155.0101
> BIC(full.model)

[1] 177.057
> SSE <- sum(full.model$res^2)

# Model SSE

> - (67/2) * log(2*pi*SSE/67) - 67/2

# Model log-likelihood for the MLE

> 2*8 - 2*logLik(full.model)


# Model AIC

> log(67)*10  - 2*logLik(full.model)

# Model BIC

> train <- data.frame(cbind(xp,lpsa = prostate[,9])[prostate[,10] == TRUE,] )

> test  <- data.frame(cbind(xp,lpsa = prostate[,9])[prostate[,10] != TRUE,] )

> regfit.all<- regsubsets(lpsa ~., train,nbest = 1)

                1     2     3     4     5     6     7    8
(Intercept)  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE TRUE

lcavol       TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE TRUE

lweight     FALSE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE TRUE

age         FALSE FALSE FALSE FALSE FALSE FALSE  TRUE TRUE

lbph        FALSE FALSE FALSE  TRUE  TRUE  TRUE  TRUE TRUE

svi         FALSE FALSE  TRUE  TRUE  TRUE  TRUE  TRUE TRUE

lcp         FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE TRUE

gleason     FALSE FALSE FALSE FALSE FALSE FALSE FALSE TRUE

pgg45       FALSE FALSE FALSE FALSE  TRUE  TRUE  TRUE TRUE

> round(summary(regfit.all)$adjr2,3)

[1] 0.530 0.603 0.620 0.637 0.640 0.651 0.658 0.652
> round(summary(regfit.all)$rss,3)

[1] 44.529 37.092 34.908 32.815 32.069 30.540 29.437 29.426
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6.3 רגולריזציה

בסיכום 2 הראינו כי עבור מטריצת
[image: image62.wmf](

)

1

np

X

´+

 נתונה הפתרון לבעיית הריבועים הפחותים 
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. ראינו כי פתרון בעיית הריבועים הפחותים מניבה אומדים חסרי הטייה בעלת שונות מינימלית (משפט גאוס מרקוב). הבעיה היא שעבור מטריצת X  עם הרבה מאד עמודות ו/או תלות מאד גדולה בין העמודות (מולטי-קולינאריות) שונות האומדים עלולה להיות מאד גדולה.  בפרק זה נכיר שתי שיטות רגרסיה המניבות אומדים מוטים בעלי שונות קטנה יותר.

Ridge Regression
גם 
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 הנו פתרון לבעיית ריבועים פחותים אלא שמחפשים הפתרון רק בקרב וקטורים 
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 ניתן גם לאפיין   
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. והפתרון במקרה זה נתון על ידי:    
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. אם עמודות מטריצת ה X  ניצבות מתקיים 
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[image: image72.wmf]ˆ

ridge

b

 הם הנחתה ל 
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 של רכיבי 
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 המתחזקת ככל שערך 
[image: image75.wmf]l

 גדל.  התאמת שתי שיטות הרגולרזיציה כרוכה בקביעת פרמטר הרגולריזציה 
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. מקובל לבחור ערך 
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 המניב שגיאת Cross Validation מינימלית.

> x.train<- model.matrix(lpsa~.,train)[,-1]

> y.train<- train$lpsa

> x.test<- model.matrix(lpsa~.,test)[,-1]

> y.test<- test$lpsa

> grid<- 10^seq(10,-4,length=100)

> ridge.mod<- glmnet(x.train,y.train,alpha=0,lambda=grid)

> coef(ridge.mod)[,100]

(Intercept)      lcavol     lweight         age        lbph         svi 

 2.46494510  0.67933978  0.26306097 -0.14143623  0.21013425  0.30513422 
        lcp     gleason       pgg45 

-0.28823558 -0.02118596  0.26679893 
> full.model$coef

(Intercept)    xplcavol   xplweight       xpage      xplbph       xpsvi 

 2.46493292  0.67952814  0.26305307 -0.14146483  0.21014656  0.30520060 
      xplcp   xpgleason     xppgg45 

-0.28849277 -0.02130504  0.26695576 
> cv.out<- cv.glmnet(x.train,y.train,alpha=0)

> plot(cv.out)

> (bestlam<- cv.out$lambda.min)

[1] 0.09645702
> ridge.pred<- predict(ridge.mod,s=bestlam,newx=x.test)

> mean((ridge.pred-y.test)^2) =  0.4932841
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Lasso
גם 
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 הנו פתרון לבעיית ריבועים פחותים אלא שהפעם מחפשים הפתרון רק בקרב וקטורים המקיימים 
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 מתאים ניתן לאפיין   
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. אולם במקרה זה אין ביטוי סגור לפתרון. גם רכיבי 
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 גדל. אולם שלא כמו 
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 גדל שיעור הולך וגדל של רכיבי 
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 מתאפס, כך שאפקטיבית מותאם מודל הכולל פחות משתנים מסבירים.

> lasso.mod<- glmnet(x.train,y.train,alpha=1,lambda=grid)
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> 
> #set.seed(1)

> cv.out<- cv.glmnet(x.train,y.train,alpha=1)

> plot(cv.out)

> (bestlam<- cv.out$lambda.min)

[1] 0.0133582
> 
> lasso.pred<- predict(lasso.mod,s=bestlam,newx=x.test)

> mean((lasso.pred-y.test)^2)

[1] 0.4932195
> 
> predict(lasso.mod,type = "coefficients",s=bestlam,newx=x.test)

9 x 1 sparse Matrix of class "dgCMatrix"

                     1
(Intercept)  2.4670850

lcavol       0.6411308

lweight      0.2552162

age         -0.1116550

lbph         0.1956572

svi          0.2771463

lcp         -0.2025503

gleason      .        

pgg45        0.2080902
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