7. רגרסיה פולינומיאנית, משתני דמה, אינטארקציות ומולטיקולינאריות
עד כה, עמודות מטריצת ה X היו וקטורי תצפיות של מאפיינים מסבירים כמותיים. יוצאת  הדופן  היא, כמובן עמודת האחדים המייצגת את החותך. בפרק זה נכלול במטריצת ה X חזקות ומכפלות של משתנים כמותיים ווקטורים של אפסים ואחדים על מנת לבנות רגרסיה פולינומילית, רגרסיה עם אינטראקציות ורגרסיה עם משתנים מסבירים שמיים. בהמשך נראה הרחבת מטריצת X מובילה לבעיית מולטיקולינאריות.

7.1  רגרסיה פולינומיאלית
נשתמש ברגרסיה פולינומיאלית כאשר נראה בנתונים מגמה לא ליניארית. רגרסיה פולינומיאלית מסדר שני עם משתנה מסביר בודד
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, נביע את הרגרסיה הפולינומיאלית כרגרסיה ליניארית מרובה, ולכן גם כל התוצאות שקיבלנו עבור הרגרסיה הליניארית תקפות. ניתן גם כי להכיל רעיון זה לבניית מודלי רגרסיה פולינומילית עבור מספר מאפיינים כמותיים. מודל רגרסיה פולינומיאלית מסדר שני עם שני משתנים מסבירים נראה כך:
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דוגמה:  נתוני  kaveret.txt.

kaveret.txt contains the 504 observations on the “working Activities” of bees in a bee-hive as a function of  the time of day. An important characteristics of “working activities” is the number of bees leaving  the bee-hive for outside activities. Variables:
X3 = ID number

X2 = Number of bees that left the bee-hive (Bees)

X3 = The time in the day (Hour)

> num.bees <- bee.data[,2]
> hour     <- bee.data[,3]
> hour.sq  <- hour^2
> lm.1 <- lm(num.bees ~ hour)
> lm.2 <- lm(num.bees ~ hour + hour.sq)
> summary(lm.1)
            Estimate Std. Error t value Pr(>|t|)    
(Intercept) 19.77649    3.38783   5.838 9.52e-09 ***
hour        -0.09415    0.28113  -0.335    0.738    
---
> summary(lm.2)
              Estimate Std. Error t value Pr(>|t|)    
(Intercept) -166.29396   11.15964  -14.90   <2e-16 ***
hour          33.37767    1.96103   17.02   <2e-16 ***
hour.sq       -1.41139    0.08215  -17.18   <2e-16 ***
---
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> par(mfcol=c(1,2))
> plot(hour,lm.2$res) ; abline(0,0)
> plot(lm.2$fitted,lm.2$res) ; abline(0,0)
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> boxplot(split(num.bees,hour))
> boxplot(split(sqrt(num.bees),hour))
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> num.sqrt <- sqrt(num.bees) 
> lm.3 <- lm(num.sqrt ~ hour + hour.sq)
> hour.p2 <- hour^2   ;  hour.p3 <- hour^3  ; hour.p4 <- hour^4  …..

> lm.4 <- lm(num.sqrt ~ hour+hour.p2+hour.p3+hour.p4+hour.p5+hour.p6+hour.p7)
> anova(lm.4)
Response: num.sqrt
           Df  Sum Sq Mean Sq  F value    Pr(>F)    
hour        1    7.33    7.33   3.0272  0.082497 .  
hour.p2     1 1473.91 1473.91 608.9615 < 2.2e-16 ***
hour.p3     1   41.76   41.76  17.2516 3.855e-05 ***
hour.p4     1   17.66   17.66   7.2950  0.007151 ** 
hour.p5     1    7.77    7.77   3.2083  0.073876 .  
hour.p6     1   13.07   13.07   5.4008  0.020530 *  
hour.p7     1    0.37    0.37   0.1532  0.695703    
Residuals 496 1200.50    2.42                       
---
> lm.5 <- lm(num.sqrt ~ hour + hour.p2 + hour.p3 + hour.p4 + hour.p5 + hour.p6)
> summary(lm.3)
              Estimate Std. Error t value Pr(>|t|)    
(Intercept) -24.907637   1.204444  -20.68   <2e-16 ***
hour          5.089117   0.211651   24.05   <2e-16 ***
hour.sq      -0.212871   0.008867  -24.01   <2e-16 ***
Residual standard error: 1.599 on 501 degrees of freedom
Multiple R-Squared: 0.5362,     Adjusted R-squared: 0.5344 
F-statistic: 289.6 on 2 and 501 DF,  p-value: < 2.2e-16 
> summary(lm.5)
              Estimate Std. Error t value Pr(>|t|)   
(Intercept)  1.182e+03  4.444e+02   2.660  0.00806 **
hour        -6.413e+02  2.434e+02  -2.635  0.00867 **
hour.p2      1.408e+02  5.448e+01   2.585  0.01002 * 
hour.p3     -1.608e+01  6.384e+00  -2.519  0.01208 * 
hour.p4      1.013e+00  4.134e-01   2.450  0.01465 * 
hour.p5     -3.347e-02  1.404e-02  -2.384  0.01748 * 
hour.p6      4.544e-04  1.954e-04   2.326  0.02042 * 
---
Signif. codes:  0 `***' 0.001 `**' 0.01 `*' 0.05 `.' 0.1 ` ' 1 
Residual standard error: 1.554 on 497 degrees of freedom
Multiple R-Squared: 0.5653,     Adjusted R-squared:  0.56 
F-statistic: 107.7 on 6 and 497 DF,  p-value: < 2.2e-16
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7.2  משתני דמה  –  ניתוח שונות חד כווני 
עד כה דנו במודלים עם משתנים מסבירים כמותיים. לעיתים המשתנים מסבירים ברגרסיה הם משתנים איכותיים או קטגוריים (שמיים) – דרגה אקדמית, מצב משפחתי, דת – נרצה לשלבם ברגרסיה כמשתנים מסבירים. כיצד ניתן לעשות זאת?
דוגמה:
Data from a 366 observation study testing a possible cancer marker, based on a band that sometimes appears in chemical spectrum analysis of Alkaline Phosphates.  grp = group code (1 = cancer, no band; 2 = healthy, no band; 3 = cancer, band; 4 = healthy, band)  AKP = level of AKP in blood. 
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שימו לב שבמקרה זה המשתנה מקבל את הערכים 1-4 אך סוג המודל שנתאים לנתונים אינו מודל רגרסיה ליניארי במשתנה הקבוצה. כי אם מודל בו רמת ה AKP בכל קבוצה שווה לערך ממוצע פלוס שגיאה מקרית. אם נחלק את התצפיות לפי ערך המשתנה המסביר נקבל את המודל הבא:
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> sapply(split(akp.level,cancer.type),mean)

        1         2         3         4 
 8.830357  8.104795 12.404040 10.146154 
> i.0 <- rep(1,366)
> i.1 <- ifelse(cancer.type == 1,rep(1,366),rep(0,366))
> i.2 <- ifelse(cancer.type == 2,rep(1,366),rep(0,366))
> i.3 <- ifelse(cancer.type == 3,rep(1,366),rep(0,366))
> i.4 <- ifelse(cancer.type == 4,rep(1,366),rep(0,366))
> lm.1 <- lm(akp.level ~       i.1 + i.2 + i.3 + i.4 + 0)
> lm.2 <- lm(akp.level ~             i.2 + i.3 + i.4 )
> summary(lm.1)
i.1   8.8304     0.6461   13.67   <2e-16 ***
i.2   8.1048     0.4001   20.25   <2e-16 ***
i.3  12.4040     0.4859   25.53   <2e-16 ***
i.4  10.1462     0.5997   16.92   <2e-16 ***
Residual standard error: 4.835 on 362 degrees of freedom
> summary(lm.2)
            Estimate Std. Error t value Pr(>|t|)    
(Intercept)   8.8304     0.6461  13.668  < 2e-16 ***
i.2          -0.7256     0.7599  -0.955    0.340    
i.3           3.5737     0.8084   4.421 1.30e-05 ***
i.4           1.3158     0.8815   1.493    0.136    
Residual standard error: 4.835 on 362 degrees of freedom
> summary(lm(akp.level ~ cancer.type))
(Intercept)   7.0160     0.7302   9.608  < 2e-16 ***
cancer.type   1.1021     0.2755   4.000 7.66e-05 ***
> summary(lm(akp.level ~ factor(cancer.type)))
 (Intercept)            8.8304     0.6461  13.668  < 2e-16 ***
factor(cancer.type)2  -0.7256     0.7599  -0.955    0.340    
factor(cancer.type)3   3.5737     0.8084   4.421 1.30e-05 ***
factor(cancer.type)4   1.3158     0.8815   1.493    0.136    
> summary(aov(akp.level ~ factor(cancer.type)))
                     Df Sum Sq Mean Sq F value    Pr(>F)    
factor(cancer.type)   3 1150.1   383.4    16.4 5.155e-10 ***
Residuals           362 8461.8    23.4                      
7.3 משתני דמה ואינטראקציות
בסעיף זה נדון במודל רגרסיה הכולל משתנה קטגוריאלי ומשתנה כמותי ונכיר את מושג האינטראקציה. 
דוגמה (מספרם של גולדנשלוגר ופרג'י): כלכלן רוצה לבחון את הזמן הנדרש לאשר תכנית ביטוח (
[image: image17.wmf]y

)  כפונקציה של גודל החברה ( 
[image: image18.wmf]x

)  וסוג החברה (  a – חברת מניות, b – חברת אחזקות).  להלן תרשים פיזור של הנתונים:
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ככלל, נראה כי ככל שגודל החברה עולה מתקצר פרק הזמן הדרוש לאישור תוכנית הביטוח ובהינתן גודל החברה נראה כי משך זמן האישור בחברת מניות קצר יותר.

יהי 
[image: image20.wmf]b
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 וקטור עמודה השווה ל 1 עבור חברות אחזקות אחרת שווה ל 0. 
המודל הבסיסי הנו המודל האדיטיבי
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מודל מסובך יותר יכלול אינטראקציה בין המשתנים המסבירים – לכל סוג חברה מותאם גם שיפוע גודל חברה נפרד:
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> i.b <- c(rep(0,10),rep(1,10))
> company.size.a <-  c(company.size[1:10],rep(0,10))
> company.size.b <-  c(rep(0,10),company.size[11:20])
> lm.0 <- lm(num.months ~       company.size)
> lm.1 <- lm(num.months ~ i.b + company.size)
> lm.2 <- lm(num.months ~ i.b + company.size.a + company.size.b)
> lm.3 <- lm(num.months ~ i.b * company.size)
> summary(lm.1)
              Estimate Std. Error t value Pr(>|t|)    
(Intercept)  33.874069   1.813858  18.675 9.15e-13 ***
i.b           8.055469   1.459106   5.521 3.74e-05 ***
company.size -0.101742   0.008891 -11.443 2.07e-09 ***
Residual standard error: 3.221 on 17 degrees of freedom
> summary(lm.2)
               Estimate Std. Error t value Pr(>|t|)    
(Intercept)    33.83837    2.44065  13.864 2.47e-10 ***
i.b             8.13125    3.65405   2.225   0.0408 *  
company.size.a -0.10153    0.01305  -7.779 7.97e-07 ***
company.size.b -0.10195    0.01287  -7.921 6.31e-07 ***
Residual standard error: 3.32 on 16 degrees of freedom
> summary(lm.3)
                   Estimate Std. Error t value Pr(>|t|)    
(Intercept)      33.8383695  2.4406498  13.864 2.47e-10 ***
i.b               8.1312501  3.6540517   2.225   0.0408 *  
company.size     -0.1015306  0.0130525  -7.779 7.97e-07 ***
i.b:company.size -0.0004171  0.0183312  -0.023   0.9821    
Residual standard error: 3.32 on 16 degrees of freedom
Multiple R-Squared: 0.8951,     Adjusted R-squared: 0.8754 
F-statistic: 45.49 on 3 and 16 DF,  p-value: 4.675e-08 
> anova(lm.0,lm.1)
  Res.Df    RSS Df Sum of Sq      F    Pr(>F)    

1     18 492.63                                  
2     17 176.39  1    316.25 30.480 3.742e-05 ***
> anova(lm.1,lm.2)
  Res.Df     RSS Df Sum of Sq     F Pr(>F)
1     17 176.387                          
2     16 176.381  1     0.006 5e-04 0.9821
> anova(lm.1,lm.3)
  Res.Df     RSS Df Sum of Sq     F Pr(>F)
1     17 176.387                          
2     16 176.381  1     0.006 5e-04 0.9821
7.4  בעיית המולטי-קולינאריות

המונח מולטי-קולינאריות מתייחס לקושי באמידת הפרמטרים ברגרסיה בה שורר מתאם רב בין המשתנים המסבירים. מתאמים אלו מקשים עלינו להעריך ולהבחין בהשפעה הבודדת של כל משתנה מסביר על המשתנה המוסבר. המונח מולטי-קולינאריות  הוצג לראשונה ב-1934 ע"י רנגר פריש (Ragnar Frisch) בספרו על ניתוח של  זרימה משותפת (Confluence Analysis ). 

עד כה דנו רק במקרים בהן מטריצת המשתנים המסבירים היא מדרגה מלאה (כלומר וקטורי המשתנים המסבירים בלתי תלויים ליניארית). במקרים אלו קיים אומד ריבועים פחותים יחיד המוגדר על ידי 
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. במידה ומטריצת המשתנים המסבירים אינה מדרגה מלאה הביטוי 
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 לא מוגדר, וקיימים אינסוף "פתרונות" למשוואות הנורמליות  
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 (כלומר אינסוף מקדמי אומדי ריבועים פחותים).

מולטיקולינראית מתייחסת למצב בו המשתנים המסבירים הם "כמעט" תלויים ליניארית. במקרים אלו למשוואות הנורמליות קיים פתרון יחיד, אך שונויות האומדים מאד גדולות. מקור המולטי-קולינאריות הוא על פי רוב המבנה הטבעי של הנתונים. האופן הכי טוב לפתור בעיה זו הנו למנוע אותה - תכנון הניסוי ובחירת משתנים מסבירים "ניצבים" זה לזה ככל שאפשר. 

זכרו כי אף אחת מהנחות המודל שלנו איננה מתייחסת למבנה של מטריצת X ומטריצת השונויות של X. על כן קולינאריות גבוהה לא מפרה שום תנאי ולכן הא.ר.פ. הם א.ח.ה. בעלי שונות מינימלית מבין כל האומדים הליניארים (משפט גאוס-מרקוב). על כן התחזיות עדיין בלתי מוטות, רווחי הסמך תקפים וכמוכן כך גם מבחני ההשערות.

7.4.1 מופעי הבעיה
במקרה של שני המסבירים מטריצת ה-COV של וקטור אומדני הריבועים הפחותים    
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ככל שהמתאם בין שני המנבאים, 
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 גבוה יותר כך השונויות של 
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  גבוהות יותר והמתאם יותר גדול ובכוון ההפוך!. המשמעות של שונויות גבוהות הנה אמידה לא מדויקת  וערכי t נמוכים. דבר שעלול גם לגרום למשתנים להראות פחות חשובים, ומקשה על פירוש השפעת המשתנה הבודד על המשתנה התלוי.
כיצד מזהים בעיית מולטי-קולינאריות?

·  
[image: image35.wmf]2
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גדול וערכי t קטנים.

· מקדמי מתאם גבוהים בין המשתנים המסבירים.

· סימני המקדמים אינם עונים לצפיות ... 
· רגישות האומדים להשמטה או הוספה של תצפית.

דוגמה התחלות בניה בארה"ב: 
Annual data on housing starts in USA for period 1963-1985. 

HOUSING – number of housing units (in thousands) started

POP – US population in millions

GNP – US gross national product in billions of 1982 dollars

INTRATE – new home mortgage rate in percents
> pairs(new.housing)
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> cor(as.matrix(new.housing[,3:5]))
              pop       gnp   intrate
pop     1.0000000 0.9892284 0.9128763
gnp     0.9892284 1.0000000 0.8775812
intrate 0.9128763 0.8775812 1.0000000
> lm.1 <- lm(housing ~  intrate + gnp + pop)
> summary(lm.1)
              Estimate Std. Error t value Pr(>|t|)   
(Intercept) -2194.2154  4655.0318  -0.471  0.64275   
intrate      -189.2345    57.9609  -3.265  0.00408 **
gnp             0.3453     0.9307   0.371  0.71470   
pop            21.4465    34.6945   0.618  0.54381   
> summary(lm(housing ~  intrate ))

 (Intercept)  1872.81     252.41   7.420 2.69e-07 ***
intrate       -29.47      26.26  -1.123    0.274    
> summary(lm(housing ~  intrate + gnp))
 (Intercept)  672.6484   394.1755   1.706  0.10340   
intrate     -166.3891    43.9547  -3.785  0.00116 **
gnp            0.8982     0.2531   3.549  0.00201 **
---
> summary(lm(housing ~  intrate  + pop))
Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) -3812.933   1588.849  -2.400 0.026260 *  
intrate      -198.398     51.293  -3.868 0.000958 ***
pop            33.819      9.374   3.608 0.001757 ** 
> vcov(lm.1)
             (Intercept)      intrate          gnp          pop
(Intercept) 21669320.784 180635.07521 4059.9545960 -160905.3325
intrate       180635.075   3359.46015   22.9837242   -1282.2210
gnp             4059.955     22.98372    0.8661194     -31.0324
pop          -160905.333  -1282.22096  -31.0323976    1203.7070

7.4.2 מדדים למולטי-קולינאריות
· VIF -Variance Inflation Factor 

באופן כללי, ניתן להביע את שונות  האומדנים  באופן הבא:
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עבור 
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  - מקדם המתאם המרובה בריבוע בין המשתנה המסביר ה j  לשאר המשתנים המסבירים.  ראו, לדוגמה 

>  s.11    <- sum( (intrate - mean(intrate))^2)

> R.sq.1  <- summary(lm(intrate ~  gnp + pop))$r.squ
> MSE <- summary( lm.1)$sigma^2
> MSE / (s.11 * ( 1 - R.sq.1))  =  3359.46
לכן נגדיר -      
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.   ערכי ה  VIF  בדוגמה הנ"ל  הנם:

>  1 / ( 1 - R.sq.1)   (  =  7.331349  )
> vif(lm.1)

  intrate       gnp       pop 
 7.331349 57.022041 78.644092
· Condition Number  
בעוד ה  VIF מחושב לכל משתנה מסביר בנפרד, “מספר התנאי”  הנו מדד כללי עבור כל   מטריצת ה X. המדד אמור למדוד את רגישות האומדים לשינוי קטן בנתונים. המדד מוגדר כשורש המנה בין הערך העצמי הנמוך והגבוהה של המטריצה X’X .

לפי   Belsley, Kuh and Welsch (1980 )  מספר תנאי גדול מ-30 מצביע של בעיה חמורה של מולטי-קולינאריות. 
> x <- as.matrix(new.housing[,3:5])
> eigen(t(x)%*%x)
$values
[1] 1.790547e+08 1.111107e+04 4.225462e+01
$vectors
             [,1]        [,2]         [,3]
[1,] -0.076542985  0.99655331  0.031979101
[2,] -0.997060480 -0.07639374 -0.005864905
[3,] -0.003401687 -0.03233402  0.999471330
> e <- eigen(t(x)%*%x)$values
> sqrt(e[1]/e[3])   (  =  2058.523  )
7.4.3 פתרונות...
· התעלמות מהבעיה
· השמטת משתנים מסבירים מהמודל
· הגדלת המדגם – הוספת עוד תצפיות ....
· Ridge Regression -  Hoerl and Kennard (1977).                      

אמידת  
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הרעיון כמו במודל הפולינום מסדר שני שהותאם לנתוני הכוורת – אומדנים מוטים אך בעלי שונות קטנה יותר. כאן האומדים מונחתים או מכווצים לכוון 0 - ככל שהפרמטר 
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 גדול יותר ההנחתה גדולה יותר. ז"א האומדן מוטה כלפי 0 אך שונותו קטנה. לרוב מקובל להנחית את האנ"מים עבור מטריצת מקדמים ממורכזת בה מחליפים כל משתנה מסביר בוקטור עם תוחלת אפס ונורמה 1. על מנת לבחור את 
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 מקובל ליצור תרשים של האומדנים כפונקציה של 
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 - ridge trace (ראו דוגמה בעמוד הבא) ולבחור את ערך ה 
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המינימאלי בו נראה כי ערכי האומדנים מתייצבים לפני שהם דועכים ל 0. המחברים הציעו גם שיטה לבחור ערך 
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 שאמור לשקלל אורך וקטור המקדמים עם שונותו על מנת למצוא את ערך ה 
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 שיביא לשגיאה מינימאלית. כמו כן אפשר את 
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 באמצעות cross validation . פונקציית ה R להלן מחשבת את שלושת האומדנים ל 
[image: image50.wmf]l

. 
> par(mfcol=c(1,1))
> plot(lm.ridge(lm.1, lambda = seq(0,4,0.001)),lty=1:3)
> abline(0,0)
> select(lm.ridge(lm.1, lambda = seq(0,10,0.001)))
modified HKB estimator is 0.1981913 
modified L-W estimator is 1.587613 
smallest value of GCV  at 0.568 
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sig.sim

<- summary(lm.1)$sigma

beta.sim
<- lm.1$coeff

mu.sim

<- lm.1$fit
beta.lse
<- array(dim=c(4,1000))

beta.rdg
<- array(dim=c(4,1000))

for(i in 1:1000)

{

housing.sim <- mu.sim  + rnorm(23,mean=0,sd = sig.sim)

beta.lse[,i] <- lm(housing.sim ~  intrate + gnp + pop)$coef


beta.rdg[,i] <- coef(lm.ridge(housing.sim ~  intrate + gnp + pop,lambda=0.6))
}
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