8. ניתוח שאריות ובחירת מודלים
8.1 התפלגות שאריות
את וקטור שאריות המודל  
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מאחר ולכל שארית יש שונות מעט שונה מקובל ליצור גרפים של שאריות מנורמלות:
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 Standardized residuals:         
שימו לב כי התפלגות השאריות הנ"ל אינה t  שכן המונה והמכנה אינם בלתי תלויים. אפשרות נוספת הנה להעריך את מודל הרגרסיה ללא התצפית ה 
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  ולהשתמש באומדן זה לתקנון השאריות:
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 Studentized residuals:         

כעת המונה והמכנה ב"ת ולשאריות התפלגות t. ניתן להעריך את סבירות הנחת הנורמליות של השגיאות במודל באמצעות גרף qqplot של השאריות המנורמלות

8.2  תצפיות חריגות 
נחפש תצפיות חריגות באמצעות תרשים שאריות מתוקננות. מקובל לאפיין תוצאות חריגות כתצפיות עם שאריות גדולות מ 4 סטיות תקן. בדרך כלל תצפית חריגה מקורה בשגיאת רישום, אך ייתכן והיא מצביעה על השמטת משתנה חשוב מהמודל. על כן יש לבחון היטב את הסיבות לחריגה לפני שמורידים תצפיות חריגות מהמדגם – ולציין זאת בניתוח.   

> attach(new.housing)

> lm.1 <- lm(housing ~  intrate + gnp + pop)

> plot(lm.1$res,ylab="",main="residuals")
> plot(rstandard(lm.1),ylab="",main="standardized res.")
> plot(rstudent(lm.1),ylab="",main="studentized res.")
[image: image12.png]600

an0

00

20

40

residuals

studentized res.

=10

13

Index

15

2

Index

s 10

Index

[E





> par(mfcol=c(1,3))
> qqnorm(lm.1$res,main="residuals")
> qqnorm(rstandard(lm.1),main="standardized res.")
> qqnorm(rstudent(lm.1),main="studentized res.")
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8.3  תצפיות משפיעות
תצפית משפיעה היא תצפית המשפיעה הרבה על קו הרגרסיה. תצפיות משפיעות הן על פי רוב נקודות מנוף (leverage points) – תצפיות מרוחקות משאר התצפיות במרחב ה- 
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נקודות מנוף לא בהכרח משנות במידה ניכרת את קו הרגרסיה. נהוג גם לבחון באופן ישיר את השפעת התצפית על המודל על ידי בחינת השינוי בחיזוי המודל עקב השמטת התצפית בעת אמידת המודל:

Cook statistics:         
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 מעידים על השפעה סבירה של המשתנים, בעוד ערכי 
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 מציינים נקודות עם השפעה ניכרת. 
נחדד את ההבדלים בין מדדי ההשפעה ונדגים כיצד לחשב את השאריות ואת מדדי ההשפעה. נתרכז ב 3 תצפיות. תצפית 1 – לא משפיעה, בעלת מנוף אך לא חריגה; תצפית 9 – משפיעה, חריגה אך ללא מנוף; תצפית 20 – משפיעה, אמנם לא כל-כך חריגה אך עם מנוף גדול. הקן הרציף הוא קו הרגרסיה, הקוים האחרים: מקוקו-מנוקד, מנוקד, מקוקו הם קווי רגרסיה בהשמטת התצפיות ה 1, 9, ו 20 בהתאמה.

> x <- c(0,seq(2,8,length=18),10)

> y <- rnorm(20,sd=0.5)

> y[1] <-   0

> y[20] <-  1

> y[9]  <- 1.5
> lm.1 <- lm(y~x)

> lm.n.20 <- lm(y~x,subset=c(rep(T,19),F))

> par(mfcol=c(1,1))

> plot(x,y)

> abline(lm.1) 

> abline(lm.n.1) / abline(lm.9) / abline(lm.20)
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> par(mfcol=c(1,2))

> plot(hat(model.matrix(lm.1)),ylab="",main="leverages")

> abline(h=2*2/20)

> plot(cooks.distance(lm.1),ylab="",main="Cook's distance")
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8.4 תלות בין שגיאות המודל
ההיקש הסטטיסטי שלנו נסמך על הנחת אי-התלות בין שגיאות המודל. בסעיף זה נלמד לאבחן תלות בין שגיאות המודל. קיום תלות סדרתית בין התצפיות מחייבת במקרים רבים שימוש במודלים של סדרות עתיות, אך קיימים גם מקרים בהם הוספת משתנים מסבירים למודל מבטלת את התלות בין שגיאות המודל.
מבחן הריצות -  runs test : 
במבחן זה מסתכלים על סימן השאריות וסופרים את מספר רצפי (או "ריצות")  השאריות בעלי אותו הסימן. עבור מספרי מדגם קטנים ניתן לחשב באופן מדויק את מובהקות התוצאה באמצעות מבחן א-פרמטרי מותנה במספר השאריות החיוביות ומספר השאריות השליליות. עבור גודלי מדגם גדולים משתמשים בקירוב נורמלי עבור התפלגות מספר הריצות.
מבחן DURBIN-WATSON :

סטטיסטי DW משמש לבחון מתאם סדרתי בין התצפיות. ההנחה במקרה זה הנה שהמודל הליניארי מתאים לנתונים: 
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 מקדם המתאם בין סדרת השאריות לסדרת השאריות המוזזת ב – 1.  על כן סטטיסטי המבחן מקבל ערכים בין 0 ל 4, ערכים קטנים מ 2 מורים על תלות סדרתית חיובית, בעוד ערכים גדולים מורים על תלות סדרתית שלילית.

להלן סימולציה הדוגמת שתי סדרות רעש – אחת עם תלות חיובית ושניה עם תלות שלילית 

> #  Durbin Watson test – dwtest function in lmtest package
> #  Runs test     --  runs.test function in tseries package
> z.vec <- rnorm(20)
> pos.ar <- z.vec
> neg.ar <- z.vec
> for(i in 2:20)
+ {
+ neg.ar[i] <- sqrt(0.5) * z.vec[i] - sqrt(0.5) * neg.ar[i-1] 
+ pos.ar[i] <- sqrt(0.5) * z.vec[i] + sqrt(0.5) * pos.ar[i-1] 

+ }
> par(mfcol=c(1,2))
> plot(pos.ar,type="b",ylab="Residuals",xlab="Time") ; abline(0,0)
> plot(neg.ar,type="b",ylab="Residuals",xlab="Time") ; abline(0,0)
> runs.test(factor(pos.ar>0))
Standard Normal = -1.5607, p-value = 0.1186
alternative hypothesis: two.sided 
> runs.test(factor(neg.ar>0))

Standard Normal = 1.8379, p-value = 0.06608
alternative hypothesis: two.sided 
> dwtest(lm(pos.ar ~ rep(1,20)+0),alternative = "two.sided")
data:  lm(pos.ar ~ rep(1, 20) + 0) 
DW = 1.1801, p-value = 0.05109
alternative hypothesis: true autocorelation is not 0 
> dwtest(lm(neg.ar ~ rep(1,20)+0),alternative = "two.sided")
data:  lm(neg.ar ~ rep(1, 20) + 0) 
DW = 2.9854, p-value = 0.01643
alternative hypothesis: true autocorelation is not 0 
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8.5 בחירת מודלים – הטיה ושונות
בדרך כלל החוקר ניצב מול קבוצה של משתנים מסבירים אפשריים ועומדת בפניו הבעיה של בחירת תת-קבוצה של משתנים שתיכלל במודל הרגרסיה שתקיים שתי מטרות סותרות:  המודל יהיה גדול מספיק להכיל את כל המשתנים המסבירים המשפיעים על המשתנה התלוי אך לא גדול מדי ובכך יהיה קל להבנה, שונות הפרדיקציות תהיה קטנה, ושונות אמדי המקדמים תהיה קטנה. עד כה הנחנו שידועה מטריצת ה X עבורה מתקיים המודל הליניארי:  
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הטיה:  המחובר השמאלי ב (1), 
[image: image57.wmf](

)

2

m

m

r

r

p

H

-

, מציין הטיה. ככל שנכליל יותר משתנים מסבירים למודל ההטיה תקטן, ובפרט ההטיה תהיה 0 אם 
[image: image58.wmf]m

r

 יהיה במרחב הנפרש על ידי עמודות 
[image: image59.wmf](

)

p

X

. 

שונות:  המחובר הימני ב (1), 
[image: image60.wmf](

)

2

e

r

p

H

E

, מציין את שונות האמידה. שימו לב כי 
[image: image61.wmf](

)

e

r

p

H

 הנו היטל וקטור רעש ב"ת עם שונות 
[image: image62.wmf]2

s

 על מרחב וקטורי ממימד 
[image: image63.wmf]1

+

p

. בסיכום 5 הראינו כי 
[image: image64.wmf](

)

2

e

r

p

H

 מתפלג  
[image: image65.wmf]2

1

2

+

×

p

c

s

. לכן תוחלתו 
[image: image66.wmf](

)

(

)

1

2

2

+

×

=

p

p

H

E

s

e

r

. פירוש הדבר שעל כל משתנה שנוסף למודל סכום שונויות רכיבי 
[image: image67.wmf]Y

ˆ

 גדל ב 
[image: image68.wmf]2

s

.

8.6  בחירת מודלים -- כל הרגרסיות האפשריות

הבעיה היא שאנחנו כמובן לא צופים בוקטור התוחלות ואיננו יכולים לחשב בפועל את השונות וההטיה. בפועל אנו צופים רק ב 
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בשיטת כל הרגרסיות האפשריות מחשבים את טיב התאמת כל מודלי הרגרסיה האפשריים ובוחרים במודל על פי אחד מהקריטריונים הבאים:

· Adjusted R-squared: 
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 בחירת מודל על פי קריטריון זה שקולה לבחירת מודל על פי ה MSE  המינימאלי.  
· Mallow's Cp: עבור מודל מלא הכולל 
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 משתנים מסבירים,  
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 גבוהים מציינים מודל לא טוב. אם ההטיה של תת-המודל קטנה, ולכן ה SSE בקרוב  
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 יהיה בקירוב 
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. על פי הגדרה, במודל המלא מתקיים שוויון 
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 כנגד 
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 ולבחור מודל עם 
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 קטן וערך 
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 לא גדול בהרבה מ
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· Akaike Information Criterion:  
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8.6   רגרסיה בצעדים  והשמטת משתנים

בשיטות אלו (backward elimination  או  forward  / stepwise selection) לא עוברים על כל המודלים, כי אם בכל צעד מוסיפים למודל את המשתנה הבודד הטוב ביותר או משמיטים מהמודל את המשתנה הרע ביותר. שימו לב כי שיטות אלו אינן מבטיחות בהכרח את מציאת המודל ה"טוב" ביותר. ברוב התוכנות משתמשים במבחני השערות (ערכי F) להוספת והשמטת משתנים, בפונקצית ה  R שתובא בהמשך נעשה שימוש במדד ה AIC.

8.7 אסטרטגיית בניית מודל

בניית מודלי רגרסיה מבוססת על ניסוי וטעייה (והרבה ניסיון), סדר הפעולות המומלץ הנו: דיאגנוסטיקה, טרנספורמציה, בחירת משתנים, אמידת הפרמטרים ייצור ההיקש הסטטיסטי ואימות המודלים, וחזרה לדיאגנוסטיקה ....

ככלל, המטרה אינה להסביר את הקובץ הנתון כי אם לייצר היקש סטטיסטי כללי, ואף על פי שיש הרבה שיטות לבחירת מודלים, אין אף מבחן בודד היכול להצביע על המודל הכללי, והכללת משתנים נוספים במודל יכלה רק להרע את המודל ( over-fitting ובעיית השוואות מרובות), על כן:

1.   הימנעו מבניית מודלים מסובכים לקבצים קטנים.
2.   נסו לאמת את המודל באמצעות עוד נתונים, או השאירו חלק מהתצפיות בצד.
3.   העתיקו  –  השתמשו בניסיון קודם שלכם ושל אחרים בניתוח הנתונים.
מודלים מתחרים

בפועל, יש הרבה שימושים למודלים – חיזוי, הסבר תופעה, בקרה ועוד. אופן השימוש במודל מכתיב את אופן בחירת המודל, אך כמעט תמיד ייתכן מצב בו יתקבלו כמה מודלים "טובים" ויהיה צורך להשוות בין המודלים:
1. האם המודלים כוללים קבוצת משתנים דומה?

2.  האם תחזיות המודלים תואמות?
3. האם המודלים מוצדקים תאורטית?
4. מה טיב הדיאגנוסטיקה של המודלים?
שימו לב –  קיום מודלים סותרים מאד לא רצוי, אך בהחלט אפשרי, ועל פי רוב מציין חוסר אפשרות לייצר היקש סטטיסטי "טוב".

 מודלים הירארכיים

כשדיברנו על רגרסיה פולינומיאלית ועל אינטראקציות דיברתי על הצורך לבנות מודלים הירארכיים – כלומר מודל המכיל חזקה של משתנה יכלול גם את כל החזקות מסדר נמוך יותר של המשתנה ומודל המכיל אינטראקציה של משתנים יכלול את כל האינטראקציות מסדר נמוך יותר של המשתנים. 

הדרישה למודלים הירארכיים באה לידי ביטוי כאסטרטגיה יעילה לסרוק מרחב גדול של מודלים, חשוב גם להדגיש שההירארכיות נתפשת בעיני סטטיסטיקאים רבים כתנאי הכרחי עבור מודל סטטיסטי סביר. 

> library(faraway)
> 
> data(state)
> statedata <- data.frame(state.x77,row.names=state.abb,check.names=T)
> 
Coefficients:
              Estimate Std. Error t value Pr(>|t|)    
(Intercept)  7.094e+01  1.748e+00  40.586  < 2e-16 ***
Population   5.180e-05  2.919e-05   1.775   0.0832 .  
Income      -2.180e-05  2.444e-04  -0.089   0.9293    
Illiteracy   3.382e-02  3.663e-01   0.092   0.9269    
Murder      -3.011e-01  4.662e-02  -6.459 8.68e-08 ***
HS.Grad      4.893e-02  2.332e-02   2.098   0.0420 *  
Frost       -5.735e-03  3.143e-03  -1.825   0.0752 .  
Area        -7.383e-08  1.668e-06  -0.044   0.9649    
---
Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
> x <- model.matrix(lm.1)[,-1]
> y <- statedata$Life
> leap.1 <- leaps(x,y,nbest=3)
> leap.2 <- leaps(x,y,method="adjr2",nbest=3)
> leap.1
$which
      1     2     3     4     5     6     7
1 FALSE FALSE FALSE  TRUE FALSE FALSE FALSE
1 FALSE FALSE  TRUE FALSE FALSE FALSE FALSE
1 FALSE FALSE FALSE FALSE  TRUE FALSE FALSE
2 FALSE FALSE FALSE  TRUE  TRUE FALSE FALSE
2  TRUE FALSE FALSE  TRUE FALSE FALSE FALSE
2 FALSE FALSE FALSE  TRUE FALSE  TRUE FALSE
3 FALSE FALSE FALSE  TRUE  TRUE  TRUE FALSE
3  TRUE FALSE FALSE  TRUE  TRUE FALSE FALSE
3 FALSE  TRUE FALSE  TRUE FALSE  TRUE FALSE
4  TRUE FALSE FALSE  TRUE  TRUE  TRUE FALSE
4 FALSE  TRUE FALSE  TRUE  TRUE  TRUE FALSE
4 FALSE FALSE  TRUE  TRUE  TRUE  TRUE FALSE
5  TRUE  TRUE FALSE  TRUE  TRUE  TRUE FALSE
5  TRUE FALSE  TRUE  TRUE  TRUE  TRUE FALSE
5  TRUE FALSE FALSE  TRUE  TRUE  TRUE  TRUE
6  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE FALSE
6  TRUE FALSE  TRUE  TRUE  TRUE  TRUE  TRUE
6  TRUE  TRUE FALSE  TRUE  TRUE  TRUE  TRUE
7  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
$size
 [1] 2 2 2 3 3 3 4 4 4 5 5 5 6 6 6 7 7 7 8
$Cp
 [1] 16.126760 58.058325 59.225241  9.669894 10.886508 12.475673  3.739878  5.647595  8.727618
[10]  2.019659  5.411184  5.430093  4.008737  4.012588  4.018235  6.001959  6.007958  6.008526
[19]  8.000000
> maxadjr(leap.2,best=8)
    1,4,5,6   1,2,4,5,6   1,3,4,5,6   1,4,5,6,7 1,2,3,4,5,6 1,3,4,5,6,7 1,2,4,5,6,7       4,5,6 
      0.713       0.706       0.706       0.706       0.699       0.699       0.699       0.694 
> Cpplot(leap.1)
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> lm.2 <- lm(Life.Exp ~ ., data=statedata) 
> extractAIC(lm.2)
[1]   8.00000 -22.18462
> 50 * log(sum(lm.2$res^2)/50) + 16
[1] -22.18462
> step(lm.2,direction="backward")
Start:  AIC= -22.18 
 Life.Exp ~ Population + Income + Illiteracy + Murder + HS.Grad +  
    Frost + Area 
             Df Sum of Sq     RSS     AIC
- Area        1     0.001  23.298 -24.182
- Income      1     0.004  23.302 -24.175
- Illiteracy  1     0.005  23.302 -24.174
<none>                     23.297 -22.185
- Population  1     1.747  25.044 -20.569
- Frost       1     1.847  25.144 -20.371
- HS.Grad     1     2.441  25.738 -19.202
- Murder      1    23.141  46.438  10.305
Step:  AIC= -24.18 
 Life.Exp ~ Population + Income + Illiteracy + Murder + HS.Grad +  
    Frost 
             Df Sum of Sq     RSS     AIC
- Illiteracy  1     0.004  23.302 -26.174
- Income      1     0.006  23.304 -26.170
<none>                     23.298 -24.182
- Population  1     1.760  25.058 -22.541
- Frost       1     2.049  25.347 -21.968
- HS.Grad     1     2.980  26.279 -20.163
- Murder      1    26.272  49.570  11.568
Step:  AIC= -26.17 
 Life.Exp ~ Population + Income + Murder + HS.Grad + Frost 
             Df Sum of Sq     RSS     AIC
- Income      1     0.006  23.308 -28.161
<none>                     23.302 -26.174
- Population  1     1.887  25.189 -24.280
- Frost       1     3.037  26.339 -22.048
- HS.Grad     1     3.495  26.797 -21.187
- Murder      1    34.739  58.041  17.457
Step:  AIC= -28.16 
 Life.Exp ~ Population + Murder + HS.Grad + Frost 
             Df Sum of Sq     RSS     AIC
<none>                     23.308 -28.161
- Population  1     2.064  25.372 -25.920
- Frost       1     3.122  26.430 -23.876
- HS.Grad     1     5.112  28.420 -20.246
- Murder      1    34.816  58.124  15.528
Call:
lm(formula = Life.Exp ~ Population + Murder + HS.Grad + Frost,     data = statedata)
Coefficients:
(Intercept)   Population       Murder      HS.Grad        Frost  
  7.103e+01    5.014e-05   -3.001e-01    4.658e-02   -5.943e-03  
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